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Regression non linéaire

I La régression vise, à partir de couples de données (xi , yi ), à prédire ce
que serait pour un x donné la valeur correspondante de y

I Dans le cas de la regression linéaire, le lien entre y et x est de la forme
y = ax + b et on détermine a et b en minimisant la distance entre
vameur prédite et valeur attendue

I si le lien y = f (x) entre (xi , yi ) est non linéaire mais connu
paramétriquement, par exemple y = e−ax ∗ ln(x + b), on peut
toujours minimiser sur a et b

∑
(yi − e−ax ∗ ln(xi + b))2.. mais le

calcul de a et b n’est pas direct mais sera fait par minimisation
intérative (descente de gradient)

I Très souvent, on ne connait pas de forme paramétrique de la fonction
f : reconstruction d’un environemment à partir de données 3d,
observation de systèmes physique complexes...

I ⇒ utilisation fréquente de perceptrons multicouches pour la
régression
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Idée générale

Utiliser un réseau de neurones (un perceptron multi-couches) comme
fonction pour la regression
Questions :
I Ca fait beaucoup de paramètres à calculer non ?
I Cela ne risque pas d’être sensible au bruit ?
I cela marche pour quelles fonctions ?

En fait, non...
I De nombreux travaux utilisent la regresion pour les MLP en

modélisation, vision par ordinateur, physique.
I ils permettent de regression des formes complètes sans besoin d’une

fonction paramétrique pour les décrire
I On parlera aussi des PINs (Physically informed networks)
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Au départ, il y a le perceptron de Rosenblatt

I Le perceptron est un algorithme
d’apprentissage supervisé de
classifieurs binaires

I il a n entrées (x1, . . . , xn)

I la sortie o est définie par la
donnée de n poids w1, . . . ,wn et
un biais (ou seuil) θ :
o = 1 si

∑
i wixi ≥ θ, 0 sinon.

Qu’on peut aussi voir comme
H(
∑

i wixi − θ) où H est la
fonction de Heaviside.

I Rosenblatt a proposé en 1957 un
algorithme pour trouver les
paramètres wi séparant les deux
classes de données ( doc)

I Théorème de Novikoff :
L’algorithme du Perceptron de
Rosenblatt converge ssi
l’échantillon de données est
linéairement séparable.
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https://blogs.umass.edu/brain-wars/files/2016/03/rosenblatt-1957.pdf
https://classes.engr.oregonstate.edu/eecs/fall2017/cs534/extra/novikoff-1963.pdf


Mais la linéarité est très limitante

Tiré de https://inside-machinelearning.com/fonction-dactivation-comment-ca-marche-une-explication-simple/
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Le perceptron multicouches et les fonctions d’activation

Un référence générale [GBC16]

I Comme pour les neurones biologiques, la
fonction d’activation f permet à chaque
neurone de lisser ou de normaliser les données
d’entrée qu’elle reçoit avant de les transmettre
ou non.

I ŷ = f (
∑

wixi + b)

I Cela permet de sortir du cas linéaire !
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Les principales fonctions d’activation

devraient être dérivables pour permettre le calcul des poids du réseau par
retropropagation du gradient.

max(x, 0)
if x > 0 : x
if x < 0 : α ∗ (ex − 1)

1 / (1 + e−x)

RELU ELU Sigmoid
RectifiedLinearUnit ExponentialLinearUnit
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Le perceptron multicouches (multilayer perceptron, MLP)

Un MLP

I une ou plusieurs couches cachées avec une fonction d’activation
(identique pour tous les neurones de la couche)
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Exemple

Le notebook correspondant (avec tensorflow) est ici
Les données à approximer (1000 points)
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Code

Réseau à 2 couches avec 64 noeuds et une activation ’relu’.
500 epochs (on passe 500 fois sur l’ensemble des données
mse=mean squares error : 1

N

∑
(ŷi − yi )

2 optimisation : adam (voir le cours
sur l’optimisation)

1
2 # Crea te the model
3 model = ke r a s . S e q u e n t i a l ( )
4 model . add ( k e r a s . l a y e r s . Dense ( u n i t s = 1 , a c t i v a t i o n = ’ l i n e a r ’ , input_shape =[1 ] ) )
5 model . add ( k e r a s . l a y e r s . Dense ( u n i t s = 64 , a c t i v a t i o n = ’ r e l u ’ ) )
6 model . add ( k e r a s . l a y e r s . Dense ( u n i t s = 64 , a c t i v a t i o n = ’ r e l u ’ ) )
7 model . add ( k e r a s . l a y e r s . Dense ( u n i t s = 1 , a c t i v a t i o n = ’ l i n e a r ’ ) )
8 model . comp i l e ( l o s s=’mse ’ , o p t im i z e r="adam" )
9 # Tra i n i n g

10 model . f i t ( x_data , y_data , epochs =500 , v e r bo s e =1)
11 # Compute the output
12 y_pred i c t ed = model . p r e d i c t ( x_data )
13
14 # D i s p l a y the r e s u l t
15 p l t . s c a t t e r ( x_data [ : : 1 ] , y_data [ : : 1 ] )
16 p l t . p l o t ( x_data , y_pred ic ted , ’ r ’ , l i n e w i d t h =4)
17 p l t . g r i d ( )
18 p l t . show ( )
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Evolution de la solution au cours des itérations

initial 20 epochs 40 60

80 100 120 140

160 180 200 220
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Faisons varier les paramètres

Toujours 2 couches, nombre d’époques, de noeuds, d’activation différents
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suite

1 couche mais 120noeuds droite
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Théorème d’approximation universelle

I Cela a l’air de marcher mais est ce que cela marche pour n’importe
quelle fonction ?

I Plusieurs travaux ont contribué à montrer le théorème
d’approximation universelle un réseau à propagation avant d’une seule
couche cachée contenant un nombre fini de neurones (c’est-à-dire, un
perceptron multicouche) peut approximer des fonctions continues sur
des sous-ensembles compacts de Rn.

I le résultat est théorique. Il ne dit rien sur l’architecture à adopter, ni
les fonctions d’activations spécifiques

I il existe cependant des travaux (voir par exemple [KH91, Pin99]) visant
à analyser mathématiquement les compétence de certains réseaux
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Avantages et inconvénients des MLP

I Quand on connait la forme paramétrique des données, utiliser un
moindres carrés linéaire ou non linéaire

I quand la forme des données est inconnue, un MLP se révèle très
efficace.
I utilisation massive en modélisation de scène en vision ou computers

graphics (NERF et compagnie) [MST+20, TLY+21, OCD+22]

I un MLP reste dépendant de l’architecture du réseau (combien de
couches ? de noeuds par couches ? ) et des paramètres de la
minimisation. Mais pas tant que cela.

M.-O. Berger Intro MRF 3 août 2023 15 / 25



Les représentations implicites

I Les données (x , y) des exemple
précédent vient d’une représentation
fonctionnelle de type y = f (x) (à une
valeur de x correspond une valeur de y)
→ difficile à utiliser pour créér un
modèle de scène urbain, ou un plan
cadastral !

I Les représentations implicites sont plus
générales : un ensemble y est défini pat
{(x , y)|f (x , y) = 0}

I exemples : x2 +y 2/4− 1 = 0 est la
représentation implicite d’une ellipse
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Représentation par SDF (signed distance function)

I La distance signée à un ensemble S est
la distance orthogonale d’un point à S

f (x) =

{
d(x , δΩ)ifx ∈ Ω
−d(x , δΩ)ifx /∈ Ω

I La forme correspond à {x |f (x) = 0}

tiré de [PFS+19]
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L’exemple de DeepSDF [PFS+19]

I input : nuage de pouints 3D (LiDar, camera RGBD,...)
I objectif : reconstruire une forme à partir des points par MLP mais

avec un réseau conçu non pas pour une forme donnée mais pour une
grande varité de formes

I méthode : un réseau commun à toutes les formes (appris sur un vaste
ensemble de formes) + un code de la forme considérée (figure b)

I article à lire pour la semaine prochaine
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Les NeRF (neural radiance fields) et compagnie I

D’autres travaux dans la continuité avec pour la plupart une représentation
de forme par MLP destinée à une seule forme
I Pour accélérer le procédé une représentation par octree est utilisée et

un descripteur est attaché à chaque noeud [ZPL+22]
I Les NeRF [MST+20] visent à produire un représentation d’une forme

pour la synthèse de vues à partir d’images calibrées (position des
caméras connues)
I input (x,y,z,)+ direction de vue (2 angles)
I output : densité et radiance

I méthode : MLP ; Loss : erreur entre couleur simulée et couleur vérité
terrain (disponibles dans les images)
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Les NeRF (neural radiance fields) et compagnie II

I A noter : l’entrée du réseau n’est pas uniquement la position d’un point
p mais utilise du “positional encoding”
γ(p) = sin(20πp), cos(20πp), ..., sin(2Lπp), cos(2Lπp)) ce qui apporte
une bien meilleure qualité à la surface reconstruite. Voir [TSM+20]
pour une explication théorique (les réseaux sont biaisés vers
l’apprentissage de fonctions basses fréquence)
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Quelques idées sur les PINs
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