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ENS Connexionnisme Cours Maîtrise Sciences Co. 12

UHP Bioinformatique TD M2P Génomique et Info. 8

UHP Bioinformatique TD Maîtrise biol. (MBCP) 4

UHP Bases de données (DBASE) TD DEUG SV2 60

UHP Programmation en CAML TD DEUG MIAS1 28

UHP Système (UNIX) TD DUT SRC 2 60

UHP Stat. et probabilités TD DUT SRC 2 198

UHP Programmation en C TD DUT SRC 2 44

UHP Programmation en C TD AETP 6

UHP Programmation en C TD DUT SRC 1 24

UHP Système (UNIX) TD DUT SRC 1 80

UHP Programmation en JAVA TD DUT SRC 1 48

ENS Connexionnisme TD Licence Sciences Co. 16

ENS Fonctionnement (Système) TD Magistère Info. et Math. 1 24

ENS Programmation en C TD Maîtrise Sciences Co. 14

P7 Réseaux TD Maîtrise d'Informatique 24

P6 Informatique et Programmation TD ISUP, première année 32

P7 Programmation en Pascal TD DEUG Sciences 200

UHP Bioinformatique TP M2P Génomique et Info. 6

UHP Programmation en C TP DUT SRC 1 40

UHP Système (UNIX) TP DUT SRC 2 8

UHP Programmation en HTML TP DUT SRC 1 32

UHP Bioinformatique TP DESS RGTI 8

UHP Système (UNIX) TP DESS RGTI 4

UHP Bioinformatique TP Maîtrise biol. (MBCP) 35

1.2.2 Détail des enseignements e�ectués

En tant qu'enseignant-chercheur, j'ai enseigné les principales matières de base de l'informatique : al-
gorithmique, programmation, système, réseaux, bases de données... Ces enseignements ont été dispensés à
l'ensemble des publics universitaires (élèves de grandes Ecoles, étudiants de facultés et d'IUT) en premier,
deuxième et troisième cycle. Il s'agissait essentiellement d'étudiants en informatique et en biologie. Dès
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cette époque, j'ai également donné des cours en lien plus direct avec mon domaine de recherche : sta-
tistique et probabilités, apprentissage automatique et bioinformatique. Devenu chercheur, j'ai concentré
mon activité d'enseignement sur la présentation des fondements et méthodes de l'apprentissage statis-
tique, avec comme application privilégiée le traitement des données biologiques. Ainsi, depuis l'année
universitaire 05-06, je suis responsable de l'UE 3.105 "Apprentissage statistique et fouille de données" de
la spécialité "Génomique et Informatique" en deuxième année du parcours professionnel (M2P) du Master
"Sciences de la Vie et de la Santé" (SVS) de l'Université Nancy 1. Le support du cours que je donne dans
ce cadre est disponible à l'adresse suivante : http://www.loria.fr/~guermeur/Cours_01.ps.

1.3 Encadrement d'activités de recherche

1.3.1 Stages de DEA - Master 2 recherche

Durant l'année scolaire 97-98, Hélène Paugam-Moisy et moi avons co-encadré Olivier Teytaud, élève
normalien e�ectuant son stage du DEA Informatique de Lyon (DIL). Olivier a rédigé un mémoire intitulé
"Représentations internes dans les réseaux de neurones arti�ciels". Ce travail a produit des résultats
originaux dans deux domaines : le calcul des dichotomies polyédriques par les PMC à unités à seuil et
l'étude des capacités de généralisation des SVM. Olivier est actuellement chargé de recherche à l'INRIA.

Durant l'année scolaire 01-02, j'ai encadré Régis Vert, élève de l'Ecole Nationale Supérieure des Mines
de Nancy (ENSMN) e�ectuant son stage du DEA Informatique de Lorraine. Le sujet du stage était la
conception et la mise en ÷uvre de M-SVM dédiées au traitement de séquences biologiques. Le princi-
pal résultat de cette étude a été une extension du principe d'alignement de noyaux au cas multiclasse.
Ceci a permis à Régis de proposer un nouveau noyau pour la prédiction de la structure secondaire des
protéines (voir en particulier la référence [CL02] de ma liste de publications). Après avoir soutenu une
thèse en théorie statistique de l'apprentissage en juin 2006, Régis est actuellement chercheur dans le privé.

Durant l'année scolaire 02-03, j'ai encadré le stage du DEA Informatique de Lorraine d'Emmanuel
Didiot. Celui-ci a poursuivi les recherches de Régis Vert sur la mise au point d'un noyau dédié au traite-
ment des séquences protéiques. La validation de ces travaux a de nouveau été e�ectuée en prédiction de
la structure secondaire des protéines. Emmanuel achève actuellement une thèse en parole dans l'équipe
Parole du LORIA. De mai à juillet 2003, j'ai également encadré Sumit Kumar Jha, étudiant en avant-
dernière année de l'IIT de Kharagpur, en Inde. Nous avons travaillé sur l'application d'une M-SVM à la
prédiction des ponts disulfures. Sumit est actuellement en thèse à l'Université Carnegie Mellon, où il a
conservé comme domaine d'application de ses recherches la prédiction du repliement des protéines.

Durant l'année scolaire 05-06, Nadir T. Mrabet et moi avons co-encadré Levoly Fani, élève de l'Ecole
Nationale Supérieure d'Electricité et de Mécanique (ENSEM), à l'occasion de son stage du Master Infor-
matique, dans la spécialité "Services Distribués et Réseaux de Communication" (SDRC), proposée par
l'UHP, l'Université Nancy 2 et l'Institut National Polytechnique de Lorraine (INPL). Celui-ci a rédigé
un mémoire intitulé "Spiralix, un programme PERL pour dé�nir les positions frontières d'hélices α :
optimisation et représentation vectorielle des hélices α". Il travaille à présent en Afrique.

Cette année, j'ai encadré deux étudiants en stage de deuxième année de Master recherche. Aurélie
Colas, élève de l'ENSMN, suivait les enseignements du Master Chimie et Physico-chimie Moléculaires
(CPM) dans la spécialité "Chimie Informatique et Théorique" (CIT), de l'UHP et de l'INPL. L'intitulé
de son travail de stage était : "Mise en ÷uvre d'une solution e�cace au problème de programmation
quadratique de grande taille correspondant à l'apprentissage des SVM multiclasses". Julien Vannesson,
étudiant du Master Informatique, dans la spécialité "Perception, Raisonnement, Interaction Multimodale"
(PRIM), proposée par l'UHP, l'Université Nancy 2 et l'INPL, a travaillé à l'intégration des modules
discriminants et génératifs du modèle hybride de prédiction de la structure secondaire des protéines
développé dans l'équipe ABC. Il poursuit actuellement ces recherches comme ingénieur.

http://www.loria.fr/~guermeur/Cours_01.ps
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1.3.2 Thèse

De septembre 2003 à septembre 2006, Alexander Bockmayr et moi avons co-encadré le travail de
thèse de Yannick Darcy intitulé "Conception, mise en ÷uvre et évaluation de machines à noyau dédiées au
traitement de séquences biologiques". Le �nancement de cette thèse de l'UHP par une bourse ministérielle
a été obtenu dans le cadre du projet GENOTO3D décrit dans la section 1.4.1. Des raisons personnelles
ont conduit Yannick à décider d'interrompre ses recherches pour partir à l'étranger. Celles-ci ont déjà fait
l'objet de publications et sont poursuivies par d'autres membres de l'équipe ABC.

1.3.3 Recherches post-doctorales

D'octobre 2004 à août 2005, j'ai encadré le stage post-doctoral du STIC-CNRS de Frédéric Sur, trai-
tant du sujet suivant : "Modèles statistiques hybrides pour la recherche de motifs dans les séquences
biologiques". Frédéric Sur occupe à présent un poste de maître de conférences à l'INPL (plus précisément
à l'ENSMN).

D'octobre 2005 à mars 2007, j'ai supervisé le stage post-doctoral qu'a e�ectué Emmanuel Monfrini
dans le cadre du projet "Développement et utilisation d'approches informatiques et théoriques pour
l'analyse des liens existant entre défauts d'épissage et maladies génétiques" �nancé par le programme
Décrypthon (voir la section 1.4.1). Ce stage portait sur la conception et le développement d'un noyau
dédié à l'identi�cation des di�érentes catégories intervenant dans les phénomènes d'épissage alternatif.
Pendant les six premiers mois du projet, les bases de données utilisées par Emmanuel ont été assemblées
par un ingénieur d'études, Delphine Autard. Celle-ci occupe à présent un poste d'ingénieur d'études
permanent à l'INSERM.

1.4 Administration de la recherche et responsabilités collectives

1.4.1 Actions nationales et internationales

De 1999 à 2002, j'ai participé au groupe de travail ESPRIT "Neural and Computational Learning
Theory" (NeuroCOLT2) : http://www.neurocolt.com/. Ce groupe de travail se poursuit à travers
le réseau d'excellence européen "Pattern Analysis, Statistical Modelling and Computational Learning"
(PASCAL) : http://www.pascal-network.org/. J'ai été membre du comité d'organisation du chal-
lenge théorique PASCAL "Type I and type II errors for multiple simultaneous hypothesis testing"
(http://www.lri.fr/~teytaud/risq/risq.html) proposé par Olivier Teytaud en 2006. Ce challenge
s'est achevé par un workshop organisé à Paris en mai 2007.

En 2003, j'ai été membre du comité de pilotage de l'Action Spéci�que (AS) du CNRS "Apprentissage
et bioinformatique". J'ai animé dans ce cadre un groupe de travail portant sur l'apprentissage et le trai-
tement de séquences : http://www.loria.fr/~guermeur/GdT/. J'ai également été membre de l'AS du
CNRS intitulée "Machines à vecteurs support et méthodes à noyau".

Je suis membre de la "Fédération des Equipes de Recherche en Apprentissage" (FERA) : http:
//www.lri.fr/~proml/wiki/index.php/Main_Page.

De mars 2003 à novembre 2006, j'ai animé le projet GENOTO3D �nancé pour trois ans par l'Action
Concertée Incitative (ACI) "Masses de Données". Ce projet, dont l'objectif était de prédire la structure
tertiaire des protéines par des méthodes issues de l'apprentissage automatique, regroupait six équipes de
six laboratoires : le LORIA, l'IBCP, le LIF, l'IRISA, le LIRMM et l'unité MIG de l'INRA. Son site web
se trouve à l'adresse suivante : http://www.loria.fr/~guermeur/ACIMD/.

Depuis septembre 2003, je participe au projet intitulé "Développement et utilisation d'approches
informatiques et théoriques pour l'analyse des liens existant entre défauts d'épissage et maladies géné-
tiques". Ce projet, une collaboration avec le laboratoire "Maturation des ARN et Enzymologie Molé-

http://www.neurocolt.com/
http://www.pascal-network.org/
http://www.lri.fr/~teytaud/risq/risq.html
http://www.loria.fr/~guermeur/GdT/
http://www.lri.fr/~proml/wiki/index.php/Main_Page
http://www.lri.fr/~proml/wiki/index.php/Main_Page
http://www.loria.fr/~guermeur/ACIMD/
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culaire" (MAEM), UMR 7567 à Nancy, a été �nancé pendant 18 mois par le programme Décrypthon
(http://www.decrypthon.fr/). De 2005 à 2006, il a également fait l'objet d'une opération du thème
"Bioinformatique et applications à la génomique" du PRST "Intelligence Logicielle", opération dont
j'étais co-responsable.

De 2005 à 2006, j'ai été membre du projet intitulé "Modélisation de la protéine FAK (Focal Adhesion
Kinase) en vue de l'identi�cation de molécules anti-métastases". Cette collaboration avec l'"équipe de
Dynamique des Assemblages Membranaires" (eDAM) du laboratoire "Structure et Réactivité des Sys-
tèmes Moléculaires Complexes", UMR 7565 à Nancy, était une opération du thème "Bioinformatique et
applications à la génomique" du PRST "Intelligence Logicielle". Elle béné�cie actuellement d'un �nan-
cement de l'ANR, dans le cadre du projet "Tyrosines kinases de la famille de FAK : bases structurales
de la régulation et de la localisation intracellulaire" (FAKs) retenu par l'ANR non-thématique pour les
années 2006 à 2008.

1.4.2 Activités éditoriales

Je suis relecteur régulier pour de nombreuses revues, dont le "Journal of Machine Learning Research"
(JMLR), Machine Learning, Neurocomputing, IEEE Transactions on Neural Networks, IEEE Transac-
tions on Pattern Analysis and Machine Intelligence (PAMI), IEEE Transactions on Systems, Man and
Cybernetics (Part B) (SMCB), Statistics and Computing, la revue RIA et Bioinformatics, ainsi que pour
de nombreuses conférences dont IJCAI, ICANN, NIPS, COLT, WABI, ECA, JOBIM et IJCNN.

J'ai également relu des articles soumis à des revues portant sur des thèmes a priori plus éloignés des
miens, comme l'"Internet Electronic Journal of Molecular Design" ou "Process Biochemistry".

En 2000, Hélène Paugam-Moisy, André Elissee� et moi avons organisé une session spéciale de la
conférence "International Joint Conference on Neural Networks" (IJCNN) intitulée "Multi-Class Sup-
port Vector Machines".

Depuis 2003, je suis membre du comité de programme de la "Conférence francophone d'Apprentis-
sage" (CAp). J'ai été membre du comité de programme de la conférence "Reconnaissance des Formes et
Intelligence Arti�cielle" (RFIA) en 2004.

En 2007, j'ai organisé la session spéciale de la conférence "Applied Stochastic Models and Data Ana-
lysis" (ASMDA 2007, http://www.asmda.com/id7.html) intitulée "Supervised Prediction with Neural
Networks and SVMs" (http://www.loria.fr/~guermeur/ASMDA_CFP.html).

1.4.3 Responsabilités collectives

De septembre 1999 à septembre 2003, j'ai été co-directeur des études du département "Services et
Réseaux de Communication" (SRC) de l'IUT de Saint-Dié-des-Vosges, qui est une composante de l'Uni-
versité Nancy 1. J'ai appartenu aux di�érents jurys d'admission, de passage et de diplôme de cet IUT.
De février 2000 à septembre 2003, j'ai également fait partie de la commission de choix. A ce titre, j'ai
en particulier rapporté sur les dossiers de candidature aux postes de maîtres de conférences et d'ATER
ouverts au recrutement au département. J'ai aussi participé aux travaux de la commission mixte consti-
tuée à partir de la commission de choix et de la commission de spécialistes des sections 7, 11, 12 et 71 de
l'Université Nancy 1.

Depuis janvier 2006, je suis membre suppléant élu de la commission de spécialistes de la section 27
de l'Université Nancy 1.

En juin 2007, j'ai été nommé membre titulaire de la commission de spécialistes de la section 27 de
l'Université Paris 13.

http://www.decrypthon.fr/
http://www.asmda.com/id7.html
http://www.loria.fr/~guermeur/ASMDA_CFP.html
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De 2004 à 2006, j'ai été membre du comité des opérations du thème "Bioinformatique et applications
à la génomique" du PRST "Intelligence Logicielle". Je poursuis cette activité dans le cadre du thème
"Modélisation des Biomolécules et de leurs Interactions" (MBI) du CPER "Modélisations, Informations
et Systèmes Numériques" (MISN) qui s'étend de 2007 à 2013.

Je suis le représentant des équipes ABC et CARTE à la Commission "Information Scienti�que et
Technique" (IST), anciennement Commission Documentation (ComDoc), du LORIA.

1.4.4 Activités d'expertise

De 2003 à 2005, j'ai rédigé des rapports sur plusieurs projets soumis aux ACI "Masse de Données"
et IMPBio. Depuis 2006, je suis expert pour l'ANR. Dans ce cadre, j'ai rédigé des rapports sur des
projets soumis aux programmes "blanc", "Jeunes chercheuses - jeunes chercheurs" et "Masse de Données"
(actuellement "Masse de Données et COnnaissances"). En 2007, j'ai également expertisé un projet soumis
au programme "Plates-formes technologiques du vivant" (PFTV).

1.4.5 Jurys de thèses

Le 11 janvier 2006, j'ai participé en tant que membre invité au jury de thèse de Nicolas Sapay. Cette
thèse de biologie de l'Université Lyon 1, dirigée par Gilbert Deléage et François Penin, est intitulée "Les
peptides d'ancrages à l'interface membranaire, analyses structurales par RMN et dynamique moléculaire
et développement d'une méthode de prédiction bioinformatique".

1.4.6 Animation d'équipes de recherche

J'anime actuellement l'activité scienti�que de l'équipe ABC du LORIA, anciennement projet MOD-
BIO de l'INRIA Lorraine. Le texte de notre nouveau projet de recherche est disponible à l'adresse sui-
vante : http://modbio.loria.fr/download/abc2006.pdf. Il a été présenté à l'assemblée des respon-
sables d'équipes (AREQ) du LORIA le 25 septembre 2006.

1.5 Publications

1.5.1 Chapitres de livres

[CL03] Y. Guermeur et O. Teytaud (2006). Estimation et contrôle des performances en généralisation
des réseaux de neurones. Dans Apprentissage connexionniste, édité par Y. Bennani, Hermès, Chapitre 10,
279-342.

[CL02] Y. Guermeur, A. Lifchitz et R. Vert (2004). A kernel for protein secondary structure prediction.
Dans Kernel Methods in Computational Biology, édité par B. Schölkopf, K. Tsuda et J.-P. Vert, The MIT
Press, Chapitre 9, 193-206.

[CL01] Y. Guermeur et H. Paugam-Moisy (1999). Théorie de l'apprentissage de Vapnik et SVM, Sup-
port Vector Machines. Dans Apprentissage automatique, édité par M. Sebban et G. Venturini, Hermès,
Chapitre 5, 109-138.

1.5.2 Journaux internationaux

[JI07] Y. Guermeur (2007). VC theory of large margin multi-category classi�ers. Journal of Machine
Learning Research (JMLR), Vol. 8, 2551-2594.

[JI06] N. Sapay, Y. Guermeur et G. Deléage (2006). Prediction of amphipathic in-plane membrane an-
chors in monotopic proteins using a SVM classi�er. BMC Bioinformatics, Vol. 7, no 255.

http://modbio.loria.fr/download/abc2006.pdf
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[JI05] Y. Guermeur, A. Elissee� et D. Zelus (2005). A comparative study of multi-class support vector
machines in the unifying framework of large margin classi�ers. Applied Stochastic Models in Business and
Industry (ASMBI), Vol. 21, no 2, 199-214.

[JI04] Y. Guermeur, G. Pollastri, A. Elissee�, D. Zelus, H. Paugam-Moisy et P. Baldi (2004). Combining
protein secondary structure prediction models with ensemble methods of optimal complexity. Neurocom-
puting, Vol. 56C, 305-327.

[JI03] Y. Guermeur (2002). Combining discriminant models with new multi-class SVMs. Pattern Analysis
and Applications (PAA), Vol. 5, no 2, 168-179.

[JI02] Y. Guermeur, C. Geourjon, P. Gallinari, et G. Deléage (1999). Improved performance in protein
secondary structure prediction by inhomogeneous score combination. Bioinformatics, Vol. 15, no 5, 413-
421.

[JI01] O. Gascuel et al. (groupe SYMENU) (1998). Twelve numerical, symbolic and hybrid supervised
classi�cation methods. International Journal of Pattern Recognition and Arti�cial Intelligence (IJPRAI),
Vol. 12, no 5, 517-571.

Soumis

[JI00] Y. Guermeur (2007). Sample complexity of classi�ers taking values in RQ, application to multi-class
SVMs. Soumis à la revue Communications in Statistics.

1.5.3 Journaux nationaux

[JN01] Y. Guermeur et H. Paugam-Moisy (1999). Théorie de l'apprentissage de Vapnik et SVM, Support
Vector Machines. Revue Electronique sur l'Apprentissage par les Données (READ), Vol. 3, no 1, 17-38.

1.5.4 Conférences internationales avec comité de lecture et publication des
actes

[CI09] Y. Guermeur (2007). Scale-sensitive Ψ-dimensions : the capacity measures for classi�ers taking
values in RQ. Actes de l'International Symposium on Applied Stochastic Models and Data Analysis (ASM-
DA'07).

[CI08] Y. Guermeur, M. Maumy et F. Sur (2005). Model selection for multi-class SVMs. ASMDA'05,
507-517.

[CI07] Y. Guermeur, A. Elissee� et D. Zelus (2002). Bound on the risk for M-SVMs. Actes de la confé-
rence Statistical Learning, Theory and Applications (SLTA'02), 48-52.

[CI06] Y. Guermeur, A. Elissee� et H. Paugam-Moisy (2000). A new multi-class SVM based on a uniform
convergence result. Actes de l'International Joint Conference on Neural Networks (IJCNN'00), IEEE,
Vol. IV, 183-188.

[CI05] H. Paugam-Moisy, A. Elissee� et Y. Guermeur (2000). Generalization performance of multi-class
discriminant models. IJCNN'00, IEEE, Vol. IV, 177-182.

[CI04] Y. Guermeur, A. Elissee� et H. Paugam-Moisy (1999). Estimating the sample complexity of a multi-
class discriminant model. Actes de l'International Conference on Arti�cial Neural Networks (ICANN'99),
publié par IEE, 310-315.
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[CI03] Y. Guermeur, H. Paugam-Moisy et P. Gallinari (1998). Multivariate linear regression on classi�er
outputs : a capacity study. ICANN'98, Perspectives in neural computing, Springer-Verlag, 693-698.

[CI02] Y. Guermeur, F. d'Alché-Buc et P. Gallinari (1997). Optimal linear regression on classi�er outputs.
ICANN'97, LNCS vol. 1327, Springer-Verlag, 481-486.

[CI01] Y. Guermeur et P. Gallinari (1996). Combining statistical models for protein secondary structure
prediction. ICANN'96, LNCS vol. 1112, Springer-Verlag, 599-604.

1.5.5 Conférences internationales avec comité de lecture (posters)

[PI02] D. Eveillard et Y. Guermeur (2002). Statistical processing of SELEX results. International Confe-
rence on Intelligent Systems for Molecular Biology (ISMB'02).

[PI01] Y. Guermeur et D. Zelus (2000). Combining protein secondary structure prediction methods with
a new multi-category SVM. ISMB'00.

1.5.6 Ateliers de travail internationaux avec comité de lecture

[AI02] Y. Guermeur, A. Lifchitz et R. Vert (2003). A hybrid kernel machine for protein secondary struc-
ture prediction. Communication invitée au workshop Kernel Methods in Computational Biology de la Se-
venth Annual International Conference on Research in Computational Molecular Biology (RECOMB'03).

[AI01] Y. Guermeur (1997). An ensemble method for protein secondary structure prediction.Mathematical
Analysis of Biological Sequences (MABS'97).

1.5.7 Conférences nationales avec comité de lecture et publication des actes

[CN07] Y. Darcy, E. Monfrini et Y. Guermeur (2006). Borne "rayon-marge" sur l'erreur "leave-one-out"
des SVM multi-classes. Actes des XXXVIII-ièmes Journées de Statistique (JdS'06).

[CN06] N. Sapay, Y. Guermeur et G. Deléage (2005). Prediction of in-plane amphipathic membrane seg-
ments based on an SVM method. Actes des Journées Ouvertes : Biologie, Informatique et Mathématiques
(JOBIM'05), 299-311.

[CN05] D. Eveillard et Y. Guermeur (2002). Traitement statistique des résultats de SELEX. JOBIM'02,
277-283.

[CN04] Y. Guermeur et D. Zelus (2001). Combining protein secondary structure prediction models with
ensemble methods of optimal complexity. JOBIM'01, 97-104.

[CN03] A. Elissee�, H. Paugam-Moisy et Y. Guermeur (1999). Risque garanti pour les modèles de discrimi-
nation multi-classes. Actes des 7-ièmes rencontres de la Société Francophone de Classi�cation (SFC'99),
111-118.

[CN02] Y. Guermeur (1998). Combinaison de classi�eurs estimant les probabilités a posteriori des classes.
SFC'98, 121-124.

[CN01] Y. Guermeur, F. d'Alché-Buc et P. Gallinari (1997). Combinaison linéaire optimale de classi�eurs.
JdS'97, 425�428.
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1.5.8 Rapports de recherche et rapports techniques

[RR08] Y. Darcy et Y. Guermeur (2005). Radius-margin bound on the leave-one-out error of multi-class
SVMs. Rapport de recherche RR-5780 de l'INRIA.

[RR07] Y. Guermeur (2004). Large margin multi-category discriminant models and scale-sensitive Ψ-
dimensions. Rapport de recherche RR-5314 de l'INRIA (révisé en 2006).

[RR06] E. Gothié, Y. Guermeur, S. Muller, C. Branlant et A. Bockmayr (2003). Recherche des gènes
d'ARN non codants. Rapport de recherche RR-5057 de l'INRIA.

[RR05] Y. Guermeur (2002). A simple unifying theory of multi-class support vector machines. Rapport
de recherche RR-4669 de l'INRIA.

[RR04] Y. Guermeur, A. Elissee� et D. Zelus (2002). Bounding the capacity measure of multi-class dis-
criminant models. Rapport technique NC2-TR-2002-123 du groupe de travail ESPRIT NeuroCOLT2.

[RR03] Y. Guermeur (2000). Combining discriminant models with new multi-class SVMs. Rapport tech-
nique NC2-TR-2000-086 du groupe de travail ESPRIT NeuroCOLT2.

[RR02] A. Elissee�, Y. Guermeur et H. Paugam-Moisy (1999). Margin error and generalization capa-
bilities of multi-class discriminant systems. Rapport technique NC2-TR-1999-051 du groupe de travail
ESPRIT NeuroCOLT2 (révisé en 2001).

[RR01] Y. Guermeur et H. Paugam-Moisy (1998). Linear ensemble methods for multiclass discrimination.
Rapport de recherche 1998-52 du LIP, ENS Lyon.

1.5.9 Logiciels

[L03] Le logiciel "AmphipaSeeK" mettant en ÷uvre la méthode de prédiction des ancrages membranaires
interfaciaux introduite dans l'article [JI06] (voir aussi [CN06]) est disponible en ligne depuis le serveur
d'analyse de séquences protéiques NPS@ (http://npsa-pbil.ibcp.fr/) du Pôle Bio-Informatique Lyon-
nais (PBIL Lyon-Gerland, http://pbil.univ-lyon1.fr/), à l'adresse suivante : http://npsa-pbil.
ibcp.fr/cgi-bin/npsa_automat.pl?page=/NPSA/npsa_amphipaseek.html.

La mise en ligne de cette application est due à Nicolas Sapay.

[L02] Deux versions du logiciel de la M-SVM nommée M-SVM1 dans la référence [JI03], l'une de base,
déposée à l'APP sous le numéro IDDN IDDN.FR.001.170014.000.R.P.2005.000.10000, l'autre dé-
diée au traitement des séquences protéiques (voir la référence [CL02]), sont di�usées sous la licence
GNU GPL. Elles sont accessibles à partir du site web des "kernel machines", à l'adresse suivante :
http://www.kernel-machines.org.

[L01] Deux logiciels de prédiction de la structure secondaire des protéines globulaires, HNN et MLRC,
décrits respectivement dans les références [CI01] et [JI02], sont disponibles en ligne sur le serveur NPS@
du PBIL, à l'adresse suivante : http://npsa-pbil.ibcp.fr/cgi-bin/npsa_automat.pl?page=/NPSA/
npsa_seccons.html.

http://npsa-pbil.ibcp.fr/
http://pbil.univ-lyon1.fr/
http://npsa-pbil.ibcp.fr/cgi-bin/npsa_automat.pl?page=/NPSA/npsa_amphipaseek.html
http://npsa-pbil.ibcp.fr/cgi-bin/npsa_automat.pl?page=/NPSA/npsa_amphipaseek.html
http://www.kernel-machines.org
http://npsa-pbil.ibcp.fr/cgi-bin/npsa_automat.pl?page=/NPSA/npsa_seccons.html
http://npsa-pbil.ibcp.fr/cgi-bin/npsa_automat.pl?page=/NPSA/npsa_seccons.html
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Chapitre 2

Machines à vecteurs support

multiclasses

2.1 Introduction

Ce chapitre présente l'essentiel de nos contributions à la théorie et à la mise en ÷uvre pratique des SVM
multiclasses. Il ne porte que sur des résultats généraux, c'est-à-dire indépendants de toute application
particulière. Le chapitre suivant viendra compléter l'exposé, en détaillant nos réalisations sur un problème
ouvert de biologie structurale : la prédiction de la structure secondaire des protéines globulaires.

Les SVM multiclasses sont des modèles de l'apprentissage de conception relativement récente, dont
l'étude est actuellement en plein essor. Ceci résulte en premier lieu du fait que la communauté des
théoriciens, qui avait jusque dans un passé récent consacré l'essentiel de ses forces au développement de
la théorie statistique du calcul des dichotomies, exprime à présent un intérêt de plus en plus marqué pour
le cas multiclasse, dont elle perçoit mieux les spéci�cités. Cette situation nouvelle fait naître un besoin,
celui de disposer d'une étude synthétique sur les SVM multiclasses, ou plus généralement l'utilisation de
SVM pour la discrimination à catégories multiples. C'est la raison qui nous a conduits à donner pour
cadre de la présentation de nos résultats dans le domaine un exposé général tentant de réaliser un état
de l'art.

Dans [37, 55], Vapnik et ses co-auteurs ont introduit les machines à vecteurs support (SVM) comme des
extensions non linéaires d'un séparateur linéaire : l'hyperplan de marge maximale [227]. Ainsi, à l'image
du perceptron [182, 12], ces machines étaient initialement dédiées au calcul des dichotomies. Cependant,
si les di�cultés rencontrées lors du cheminement conduisant du modèle de Rosenblatt jusqu'au perceptron
multicouche (PMC) actuel se sont revélées être de nature essentiellement technique (de ce point de vue,
l'introduction de l'algorithme de rétro-propagation du gradient a constitué une étape essentielle), il n'en a
pas été de même avec les SVM. De fait, si l'utilisation des PMC pour e�ectuer des tâches de discrimination
à catégories multiples ou de régression multivariée ne pose pas de problème conceptuel particulier, les
résultats standard de la théorie statistique de l'apprentissage [65, 229, 106, 39] ne peuvent être étendus
de manière triviale a�n de spéci�er des SVM dédiées à la discrimination à catégories multiples (dans ce
qui suit, nous nommerons ces modèles "SVM multiclasses"). En outre, si cette di�culté théorique n'a pas
empêché l'apparition dans la littérature de plusieurs modèles de ce type, ceux-ci doivent systématiquement
faire face à deux critiques : d'une part, ils sont d'un emploi malaisé, d'autre part, leurs performances ne
les distinguent pas signi�cativement des méthodes de décomposition impliquant des SVM biclasses. Ainsi,
en dépit de près de dix ans de travail, la théorie et la pratique des SVM multiclasses demeurent encore
aujourd'hui des sujets de recherche largement ouverts.

En rédigeant ce chapitre, nous poursuivons deux objectifs. Le premier, évoqué plus haut, consiste à
fournir un exposé de nos travaux inscrit dans un état de l'art. Le second consiste à mettre en lumière,
domaine par domaine, le fait que les trois théories dont relèvent le plus directement les SVM : théorie
statistique des classi�eurs à grande marge [229], des machines à noyau [197] et de la régularisation
[217, 15], ainsi que les éléments de leur mise en ÷uvre pratique, s'étendent ou résistent à l'extension
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au cas multiclasse. Il s'agit ainsi de mettre en évidence à la fois les propriétés intrinsèques du cas des
catégories multiples (ou a contrario le caractère ad hoc de certaines solutions dérivées pour le cas biclasse)
et les problèmes sur lesquels la communauté bute actuellement, ce qui permet en dé�nitive de dégager
des perspectives de recherche claires.

Chacun des cadres théoriques dont relèvent les SVM fournit un angle particulier pour les considérer.
Cependant, en première approximation, il est possible de distinguer deux grandes approches pour leur
étude. La première, de nature essentiellement géométrique, consiste à les présenter comme des classi�eurs à
vaste marge. La seconde, relevant plutôt de l'analyse fonctionnelle, plonge ces machines dans le cadre de la
régularisation de Tikhonov. Elle permet de tirer le meilleur parti des propriétés du noyau. Naturellement,
ces deux options sont duales, et mettent simplement en évidence le fait qu'un même objectif, le contrôle
des performances en généralisation (dans le premier cas, il s'agit plus précisément de la mise en ÷uvre
du principe inductif de minimisation structurelle du risque (SRM) [227]), poursuivi par des chemins
di�érents, peut conduire à des solutions identiques. Dans ce chapitre, nous les adopterons alternativement,
en fonction des besoins de l'exposé.

Le plan est le suivant. La section 2.2 est dédiée à l'introduction du cadre théorique dans lequel nous
nous plaçons. La section 2.3 présente la première approche mise en ÷uvre pour e�ectuer des tâches
de discrimination à catégories multiples au moyen de SVM, l'emploi de méthodes de décomposition.
Nous considérons ensuite dans la section 2.4 les principaux modèles de SVM multiclasses, en mettant en
évidence leurs spéci�cités. Le calcul de risques garantis fait l'objet de la section 2.5. Les sections suivantes
abordent les questions pratiques que sont la résolution du problème de programmation mathématique
correspondant à l'algorithme d'apprentissage (section 2.6) et la sélection de modèle (choix du noyau et
des valeurs des hyperparamètres, section 2.7).

2.2 Cadre théorique et notations

Nous présentons ici le cadre théorique de la discrimination à catégories multiples ainsi que les familles
de fonctions sur lesquelles s'appuient les principaux modèles de SVM multiclasses, familles de fonctions
construites à partir d'un noyau symétrique semi-dé�ni positif. Une introduction aux notions de base
d'analyse fonctionnelle utilisées dans ce chapitre peut être trouvée dans [49, 45, 225].

2.2.1 Théorie statistique de la discrimination à catégories multiples

Nous nous plaçons dans le cadre de la théorie statistique de l'apprentissage de Vapnik [229]. Parmi
les trois types de problèmes auxquels cette théorie s'applique : discrimination, régression et estimation
de la (fonction de) densité, seul le premier est considéré ici. Nous nous intéressons plus spéci�quement à
des problèmes de discrimination à Q catégories, avec 3 ≤ Q <∞. Ceux-ci consistent à a�ecter des objets
à leur catégorie. Un objet est représenté par sa description x appartenant à l'espace de description X et
l'ensemble des catégories, Y, peut être identi�é à l'ensemble des indices des catégories, i.e. {1, . . . , Q}.
Les catégories sont supposées être indépendantes les unes des autres. Ainsi, l'ordre dans lequel elles
se présentent (l'indexation) est arbitraire. Le lien entre objets et catégories est supposé être de nature
probabiliste. Plus précisément, X et Y sont des espaces probabilisés, et l'espace produit X ×Y est muni
d'une mesure de probabilité P , �xe mais inconnue. La mesure P caractérise entièrement le problème
traité. Dans le domaine de l'apprentissage probablement approximativement correct (PAC) [222], ce
cadre standard est connu sous le nom d'apprentissage de concepts probabilistes [123]. L'a�ectation d'une
description x à une catégorie y s'e�ectue au moyen d'une fonction g choisie dans une famille de fonctions
G sur X qui est donnée.

Présentée de manière idéale, la tâche de sélection de fonction correspondant à l'apprentissage consiste
à rechercher dans G une fonction dont la probabilité d'erreur est aussi proche que possible de celle de la
règle de décision de Bayes [84], c'est-à-dire égale à cette probabilité augmentée de l'erreur d'approximation
[42]. Ce problème statistique se reformule immédiatement comme un problème d'optimisation consistant
à minimiser sur G un critère (une fonctionnelle) correspondant à l'espérance par rapport à la mesure P
d'une fonction de perte donnée. Cette espérance est nommée le risque. Naturellement, P étant inconnue,
ce problème ne peut pas être résolu directement. On a recours à une procédure approchée, induisant une
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erreur supplémentaire nommée erreur d'estimation [42]. Cette procédure s'appuie sur l'utilisation d'un
échantillon d'apprentissage. Soit (X,Y ) un couple aléatoire à valeurs dans X ×Y distribué suivant P . On
suppose disposer d'un m-échantillon Dm = ((Xi, Yi))1≤i≤m constitué de copies de (X,Y ) indépendantes
(échantillon i.i.d.). Cet échantillon est utilisé pour construire un estimateur empirique du risque à la base
d'un nouveau critère de sélection de fonction pouvant cette fois, en théorie du moins, être optimisé sur
G. Le problème de l'apprentissage se reformule ainsi comme un problème de M-estimation [223]. A ce
point de l'exposé, les propriétés de la famille de fonctions G doivent être précisées. Ce chapitre considère
principalement des familles de fonctions de X dans RQ véri�ant certaines conditions de mesurabilité
qui apparaîtront de manière implicite dans la suite (voir par exemple le chapitre 10 de [72] pour une
étude détaillée de la question dans un contexte analogue), plus la contrainte

∑Q
k=1 gk = 0, dont la

signi�cation apparaîtra elle aussi ultérieurement. Il ne s'agit donc pas directement de règles de décision.
Dans ce cas, une fonction g = (gk)1≤k≤Q a�ecte x ∈ X à la catégorie d'indice l si et seulement si on
a : gl(x) > maxk 6=l gk(x). En cas d'égalité, elle ne se prononce pas, ou a�ecte l'exemple à une catégorie
�ctive ∗, ce qui est compté comme une réponse erronée (i.e. contribue au risque). Ceci conduit tout
naturellement à choisir pour fonction de perte la fonction indicatrice ` dé�nie sur Y × G (X ) par

` (y, g(x)) = 1l{gy(x)≤maxk 6=y gk(x)}.

Le risque de g est alors donné par la formule :

Définition 1 (Risque)

R(g) = E [` (Y, g (X))] =
∫
X×Y

1l{gy(x)≤maxk 6=y gk(x)}dP (x, y).

Il représente simplement la probabilité d'erreur correspondant à cette fonction. Précisément, en notant
f la règle de décision associée à g (f peut être considérée comme une fonction de X dans {1, . . . , Q, ∗}),
on a :

R(g) = P (f (X) 6= Y ) .

Dans la suite, on nommera "ensemble d'apprentissage" une réalisation ((xi, yi))1≤i≤m ∈ (X × Y)m du
m-échantillon Dm. On notera mk le nombre d'exemples de la catégorie k dans cet ensemble. La valeur
optimale d'une quantité sera identi�ée par l'ajout d'une étoile en exposant.

2.2.2 Du noyau à la machine à noyau multivariée

Soit κ un noyau symétrique semi-dé�ni positif ou noyau de Mercer [159, 2] sur X . Soit
(
Hκ, 〈., .〉Hκ

)
l'espace de Hilbert à noyau reproduisant (RKHS) [13, 233, 234, 29] correspondant. L'existence et l'unicité
de
(
Hκ, 〈., .〉Hκ

)
sont assurées par le théorème de Moore-Aronszajn [13] (voir aussi le théorème 6.1 de

[234] ou le théorème 3 de [29]). Φ est l'une quelconque des fonctions sur X satisfaisant :

∀ (x, x′) ∈ X 2, κ (x, x′) = 〈Φ (x) ,Φ (x′)〉, (2.1)

où 〈., .〉 désigne le produit scalaire de l'espace `2. Par abus de langage, on parlera de l'espace de représen-
tation (feature space) pour évoquer l'un quelconque des espaces de Hilbert

(
EΦ(X ), 〈., .〉

)
engendrés par les

Φ (X ). Du fait même de la dé�nition d'un RKHS, H =
((
Hκ, 〈., .〉Hκ

)
+ {1}

)Q
est la famille des fonctions

à valeurs vectorielles h = (hk)1≤k≤Q dont les fonctions composantes sont les combinaisons a�nes de taille
�nie de la forme :

hk(.) =
lk∑

i=1

βikκ (xik, .) + bk,

où les xik sont des éléments de X (les βik et bk sont des scalaires), ainsi que les limites de ces fonctions
lorsque les ensembles {xik : 1 ≤ i ≤ lk} deviennent denses dans X au sens de la norme induite par le
produit scalaire. Il résulte de l'équation 2.1 que la famille H peut également être considérée comme un
modèle a�ne multivarié sur Φ (X ). Les fonctions composantes des fonctions h prennent alors la forme
suivante :

hk(.) = 〈wk, .〉+ bk,
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où wk est un élément de EΦ(X ). Ainsi, Hκ apparaît comme l'espace dual de EΦ(X ) (l'espace des formes
linéaires sur EΦ(X )). Compte tenu de la dé�nition de 〈., .〉Hκ

, il s'agit même de l'espace de Hilbert dual
de EΦ(X ). Dans la suite, pour une fonction h donnée, w désignera le vecteur (wk)1≤k≤Q de EQ

Φ(X ) et b le
vecteur (bk)1≤k≤Q de RQ. On notera H̄ l'espace produitHQ

κ , h̄ = (〈wk, .〉)1≤k≤Q ses fonctions (considérées
comme des fonctions sur Φ (X )) et ‖.‖H̄ sa norme. Par défaut, on prendra

∥∥h̄∥∥H̄ =

√√√√ Q∑
k=1

∥∥h̄k

∥∥2

Hκ
=

√√√√ Q∑
k=1

‖wk‖2 = ‖w‖ ,

où ‖.‖ désigne la norme de `2. On munira également EQ
Φ(X ) et donc H̄ d'une seconde norme, ‖.‖∞, dé�nie

par ‖w‖∞ = max1≤k≤Q ‖wk‖. Par un faible abus de notations, on pourra aussi considérer que H̄ est
le sous-ensemble de H correspondant aux fonctions véri�ant b = 0. Dans ce cas, ses éléments pourront
également être notés h.

Pour établir le lien entre les familles de fonctions évoquées dans cette section et la famille de fonctions
univariées sur laquelle s'appuient les SVM biclasses, il faut considérer que dans le cas biclasse, il existe
de manière implicite une famille H de fonctions à valeurs dans R2. Soit H̃ la famille des fonctions h̃
réalisables par une SVM. L'opérateur associant à une fonction h̃ de H̃ une fonction h = (h1, h2) de H est

dé�ni par : h =
(
h̃,−h̃

)
. Nous voyons ainsi apparaître l'intérêt de la contrainte

∑Q
k=1 hk = 0, qui fait de

cette opérateur une bijection. Ainsi, pour plonger une SVM biclasse dans le cadre plus général considéré
ici, il su�t de réécrire ses paramètres sous la forme w1 = w = −w2 et b1 = b = −b2.

2.3 Méthodes de décomposition

Les méthodes de décomposition permettent d'aborder un problème de discrimination à catégories
multiples comme une combinaison de problèmes de calcul de dichotomies.

2.3.1 Approches "un contre tous"

L'approche "un contre tous" est la plus simple et la plus ancienne des méthodes de décomposition. Elle
consiste à utiliser un classi�eur binaire (à valeurs réelles) par catégorie. Le k-ième classi�eur est destiné
à distinguer la catégorie d'indice k de toutes les autres. Pour a�ecter un exemple, on le présente donc à
Q classi�eurs, et la décision s'obtient en application du principe "winner-takes-all" : l'étiquette retenue
est celle associée au classi�eur ayant renvoyé la valeur la plus élevée. On cite ordinairement comme plus
anciens travaux évoquant l'emploi de cette stratégie avec des SVM [194] (voir aussi [228]). Dans [180], les
auteurs soutiennent la thèse selon laquelle cette approche, aussi simple soit-elle, lorsqu'elle est mise en
÷uvre avec des SVM correctement paramétrées, obtient des performances qui ne sont pas signi�cativement
inférieures à celles des autres méthodes de décomposition et des SVM multiclasses actuelles. Il convient
cependant de souligner qu'elle implique d'e�ectuer des apprentissages aux répartitions entre catégories
très déséquilibrées, ce qui soulève souvent des di�cultés pratiques.

2.3.2 Approches "un contre un"

Une autre méthode de décomposition très naturelle est la méthode "un contre un". Ordinairement
attribuée à Knerr et ses co-auteurs [127], elle consiste à utiliser un classi�eur par couple de catégories. Le
classi�eur indicé par le couple (k, l) (avec 1 ≤ k < l ≤ Q), est destiné à distinguer la catégorie d'indice k
de celle d'indice l. Pour a�ecter un exemple, on le présente donc à C2

Q classi�eurs, et la décision s'obtient
habituellement en e�ectuant un vote majoritaire ("max-wins voting"). La voix de chaque classi�eur peut
être pondérée par une fonction de la valeur de la sortie calculée. Une référence de base pour l'analyse
statistique de cette stratégie (dans un cadre où les SVM ne sont pas considérées spéci�quement) est
[83]. L'auteur y dérive l'approche un contre un dans le cadre de l'estimation du classi�eur de Bayes.
Sous l'hypothèse que la frontière séparant une catégorie d'une autre peut être moins complexe que celle
séparant cette même catégorie de toutes les autres, il y voit un moyen d'obtenir des estimateurs présentant
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un biais plus faible qu'avec l'approche un contre tous. Naturellement, le prix à payer est un possible
accroissement de la variance de ces estimateurs, compte tenu du fait que les bases d'apprentissage de
chacun des classi�eurs sont plus petites que l'échantillon initial.

Les premiers articles envisageant l'utilisation d'une méthode un contre un avec des SVM datent de
1998. Dans [155], les auteurs évoquent simplement cette possibilité (section 6), tandis qu'elle est évaluée
dans le cadre d'une étude comparative dans [240] (voir aussi [130]). Mais l'extension la plus naturelle des
travaux de Friedman est présentée dans [105]. Les auteurs considèrent également des classi�eurs binaires
estimant les probabilités a posteriori des classes P (k | x, x ∈ {k, l}), 1 ≤ k < l ≤ Q, et la synthèse des
sorties s'e�ectue au moyen d'une méthode nommée "couplage par paire" (pairwise coupling, PWC), de
manière à produire à nouveau des estimations des probabilités a posteriori P (k | x) pour l'ensemble des
Q catégories. Le modèle probabiliste sous-jacent est celui de Bradley-Terry [43], et la détermination de
la valeur des paramètres s'obtient par minimisation de la divergence de Kullback-Leibler. Notons que
cette solution, qui impose de post-traiter les sorties des SVM, semble en contradiction avec le principe
même de ces machines : rechercher la frontière de décision optimale (de Bayes) et non une estimation des
densités conditionnelles. On voit ainsi se pro�ler les di�cultés inhérentes aux problèmes incorrectement
posés au sens d'Hadamard [15], ou au �éau de la dimension (curse of dimensionality). Cependant, les
résultats expérimentaux fournis sont bons. De nombreux auteurs ont proposé des améliorations de la
méthode de base, portant soit sur la façon de réaliser le couplage par paire, soit sur l'estimation des
probabilités conditionnelles P (k | x, x ∈ {k, l}). Parmi les contributions du premier type, on peut en
particulier citer [162, 142]. Pour produire des estimations des probabilités a posteriori d'un couple de
catégories à partir des sorties de la SVM correspondante, Hastie et Tibshirani proposent de modéliser
les densités conditionnelles par des gaussiennes sphériques. m+ et m− représentant respectivement les
moyennes des exemples d'apprentissage de la classe "positive" et de la classe "négative", les centres
de ces gaussiennes sont b − (m+ + m−)/2 et b + (m+ + m−)/2, et la variance, commune, est le seul
paramètre qui reste à déterminer. Cela revient à modéliser les probabilités a posteriori par des sigmoïdes
dont la pente est fonction de la variance des gaussiennes. Dans [174], Platt critique ce modèle qu'il juge
trop pauvre. Au lieu d'estimer les densités conditionnelles, il propose d'utiliser un modèle paramétrique
s'adaptant directement à la probabilité conditionnelle de la classe "positive" sachant la sortie de la SVM.
Il considère spéci�quement le cas où ce modèle est une sigmoïde à deux paramètres A et B :

P
(
+1 | h̃(x)

)
=

1

1 + exp
(
Ah̃(x) +B

) .
Les valeurs de A et B sont déterminées par un apprentissage appliquant le principe de maximum de
vraisemblance. Cependant, Platt n'évalue pas l'utilisation de cette modi�cation dans le cadre de la mise
en ÷uvre du couplage par paire. L'incorporation de sa méthode d'estimation des probabilités a posteriori
des classes dans une méthode de décomposition s'appuyant sur un ra�nement du couplage par paire
est l'objet d'un travail postérieur de Li et ses co-auteurs [142]. De manière étonnante, la combinaison
avec la version originale du couplage par paire est encore postérieure [68]. Les auteurs de ce dernier
article n'avaient probablement pas pris connaissance de [142] à l'époque de leurs travaux. La méthode
ainsi produite, nommée PWC_PSVM, fournit des résultats expérimentaux supérieurs à ceux des autres
méthodes de décomposition classiques. Les auteurs, s'appuyant sur ces résultats, soulignent la qualité des
estimations fournies par le modèle de Platt.

Un ra�nement très intéressant est introduit dans [10, 11]. Il consiste à utiliser des classi�eurs de
base produisant non plus deux mais trois réponses di�érentes, −1, 0 et 1, suivant que le point qui leur
est présenté appartient à l'une des deux catégories qu'ils privilégient (réponse −1 ou 1), ou au contraire
à l'une des Q − 2 autres catégories (réponse 0). Pour appliquer ce schéma avec des SVM, les auteurs
spéci�ent une machine originale, nommée K-SVCR, qui combine celle dédiée à la discrimination et celle
dédiée à la régression [204, 229]. Dans cette con�guration, l'approche un contre un ne sou�re plus de son
principal défaut évoqué plus haut, celui d'utiliser des bases d'apprentissage pouvant être signi�cativement
plus petites que l'échantillon initial.

La référence la plus récente sur l'analyse et l'évaluation de l'approche un contre un semble être [85].
L'auteur y démontre que, lorsque l'algorithme d'apprentissage du classi�eur de base est super-linéaire en
la taille de l'ensemble d'apprentissage, ce qui est notamment le cas avec les SVM (voir la section 2.6.1),
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l'utilisation d'une décomposition un contre un prend moins de temps que l'utilisation d'une décomposition
un contre tous. Le gain est d'autant plus important que le classi�eur de base est plus complexe.

Au-delà des arguments théoriques ou empiriques avancés pour justi�er l'emploi de méthodes de dé-
composition, une considération pratique explique leurs bonnes performances. Les experts spéci�ant le
problème d'apprentissage et e�ectuant la collecte des données ont souvent à l'esprit le schéma cano-
nique dans lequel les catégories se trouvent être aussi indépendantes que possible les unes des autres. Les
membres de la classe 1 sont aussi di�érents de ceux de la classe 2 que de ceux de la classe 3. Les cas
pratiques échappant à ce schéma sont rares.

2.3.3 Utilisation de codes correcteurs d'erreurs

L'introduction de l'emploi de codes correcteurs d'erreurs (ECOC) [171] en apprentissage est ordinai-
rement attribuée à Duda et ses co-auteurs [70]. La référence de base dans laquelle ces codes sont utilisés
en discrimination multiclasse pour spéci�er des méthodes de décomposition est [67]. Ce cadre, dans une
version avancée présentée plus bas, englobe les deux méthodes de décomposition décrites ci-dessus. A
la base, le principe consiste à représenter les catégories par des mots binaires de même taille, les "mots
codes". En notant N la taille de ces mots, on obtient ainsi une matrice M = (mkl) de MQ,N ({0, 1}) (ou
MQ,N ({−1, 1})) dont les lignes (Mk.)1≤k≤Q sont les mots codes et dont les colonnes (M.l)1≤l≤N spéci�ent
N dichotomies (partitions en deux super-catégories de l'ensemble des catégories). Chaque dichotomie est
calculée par un classi�eur. Ainsi, chaque exemple est associé à un vecteur de {0, 1}N ou {−1, 1}N (suivant
l'espace auquel appartient M). Il est a�ecté à la catégorie correspondant au mot code (vecteur Mk.) le
plus proche de ce vecteur au sens de la distance de Hamming. Naturellement, cette approche est d'autant
plus e�cace que les mots codes sont plus distants les uns des autres (toujours au sens de la distance
de Hamming). C'est là qu'interviennent les ECOC. En fait, il convient de maximiser non seulement la
séparation des lignes de la matrice, mais aussi la séparation de ses colonnes. Si cette dernière séparation
n'est pas assurée, alors les classi�eurs associés à des colonnes proches risquent d'e�ectuer des erreurs si-
milaires (corrélées). Or, l'utilisation des ECOC n'est e�cace que si les erreurs e�ectuées sur les di�érents
bits sont relativement peu corrélées, de manière que la probabilité d'observer des erreurs simultanées sur
un grand nombre de bits soit faible. Les auteurs de [67] décrivent une étude comparative dans laquelle
C4.5 et des PMC sont mis en ÷uvre pour e�ectuer des tâches de discrimination à catégories multiples
suivant trois procédures : l'approche multiclasse directe, la décomposition un contre tous et l'utilisation
d'ECOC. Leur conclusion est que la dernière solution donne les meilleures perfomances, même dans le
cas des petits échantillons, ceci en dépit du fait qu'elle conduise à la construction de fonctions de décision
relativement plus complexes. Le gain n'est pas fonction de la manière dont les mots codes sont associés
aux di�érentes catégories.

Spéci�er un système discriminant multiclasse fondé sur une méthode de décomposition nécessite d'ef-
fectuer trois choix : nature des classi�eurs de base, nature des dichotomies à réaliser au moyen de ces
classi�eurs et méthode de combinaison des prédictions. Dans [3], les auteurs étudient ce sujet pour les
classi�eurs à grande marge (SVM et AdaBoost [82, 193]), dans un cadre généralisant ceux des études
évoquées jusqu'ici dans la section 2.3. En premier lieu, en considérant une matrice des mots codes dont les
coe�cients peuvent prendre trois valeurs, {−1, 0, 1}, au lieu de deux, ils permettent l'intégration du cas
de l'approche un contre un. Elle résulte de la convention suivante : si mkl = 0, alors le classi�eur binaire
d'indice l ne prend pas en compte les exemples d'apprentissage appartenant à la catégorie k. Ensuite, ils
considèrent un décodage (une méthode de combinaison des prédictions) fondée sur une fonction de perte,
comme une alternative à l'emploi de la distance de Hamming. En notant g(l), pour l allant de 1 à N ,
les classi�eurs binaires, g̃ =

(
g(l)
)
1≤l≤N

, `dec la fonction de perte, dont l'argument est la marge biclasse
standard, et d`dec la fonction de décodage, on a :

∀x ∈ X , ∀k ∈ {1, . . . , Q} , d`dec (Mk., g̃(x)) =
N∑

l=1

`dec

(
mklg

(l)(x)
)
.

d`dec est une mesure de dissimilarité entre vecteurs (`dec est une fonction décroissante de son argument).



2.3. Méthodes de décomposition 19

En conséquence, la catégorie k∗ à laquelle est a�ecté x est celle dé�nie par :

k∗ = argmin
k

d`dec (Mk., g̃(x))

toujours sous l'hypothèse que cette expression n'est pas ambiguë. La "perte binaire moyenne" de g̃ sur
la suite d'observations ((xi, yi))1≤i≤m a pour formule :

ε =
1
mN

m∑
i=1

N∑
l=1

`dec

(
myilg

(l)(xi)
)

=
1
mN

m∑
i=1

d`dec (Myi., g̃ (xi)) .

Les deux principaux résultats exposés par les auteurs sont une borne sur l'erreur en apprentissage du
système multiclasse en fonction de N , ε, `dec(0) et la distance minimale entre deux lignes distinctes de
M (théorème 1) ainsi qu'une borne sur l'erreur en généralisation dédiée au cas où la détermination des
classi�eurs g(l) est fondée sur l'algorithme AdaBoost (théorème 3). Cette borne, comme l'extension de
celle de Bartlett évoquée dans la section 2.5.1, s'appuie sur une notion de risque impliquant une marge
multiclasse dé�nie de la manière suivante.

Définition 2 (Fonction M) Soit M la fonction de RQ × {1, . . . , Q} dans R dé�nie par :

∀(v, k) ∈ RQ × {1, . . . , Q} , M(v, k) =
1
2

(
vk −max

l 6=k
vl

)
.

On désigne par M(v, .) le maximum pour k appartenant à {1, . . . , Q} des termes M(v, k).

Définition 3 (Marge multiclasse, dé�nition 7 dans [75] (voir aussi [3])) Soit G une famille de
fonctions sur un domaine X à valeurs dans RQ. Pour un couple (x, y) ∈ X×Y donné, la marge multiclasse
de g ∈ G est dé�nie comme étant égale à M (g(x), y).

Cette notion de marge étend de manière directe au cas multiclasse la notion de marge biclasse standard
introduite par Vapnik et Chervonenkis dans les années 60. Allwein et ses co-auteurs dé�nissent la fonction
g = (gk)1≤k≤Q de manière que la k-ième composante du vecteur g(x) fournisse une mesure de la similarité
entre le vecteur g̃(x) et le mot code associé à la k-ième catégorie, Mk.. η étant un réel strictement positif,
la formule est la suivante :

g(x) =

(
−1
η

ln

(
1
N

N∑
l=1

e−ηmklg
(l)(x)

))
1≤k≤Q

. (2.2)

On aimerait disposer d'une étude évaluant l'intérêt de mettre en ÷uvre la machine K-SVCR dans
le cadre général considéré par Allwein et ses co-auteurs, c'est-à-dire au-delà de l'application de la seule
méthode de décomposition un contre un. A notre connaissance, cette étude demeure à réaliser.

La littérature fournit un certain nombre d'exemples de tâches de discrimination multiclasse du monde
réel abordées en mettant en ÷uvre une méthode de décomposition fondée sur l'emploi de codes correcteurs
d'erreurs, avec comme classi�eurs de base des SVM biclasses. Parmi celles-ci, on peut en particulier citer
la catégorisation de textes, étudiée dans [126]. Les auteurs observent que l'emploi d'ECOC fournit de
meilleures performances que la méthode de décomposition un contre tous pour la reconnaissance des
catégories faiblement représentées. Ils expliquent le phénomène par le fait que dans le cas où certaines
catégories sont nettement moins représentées que d'autres, les SVM tirent pro�t du rééquilibrage entre
exemples positifs et négatifs induit par les agrégations de catégories propres à l'utilisation d'ECOC. Les
auteurs de [57] proposent une méthode permettant de spéci�er un code (une matrice M) e�cace pour
un problème multiclasse donné, c'est-à-dire un ensemble donné de classi�eurs binaires déjà entraînés.
Pour ce faire, ils considèrent des matrices M appartenant à MQ,N (R) et non plus à MQ,N ({0, 1}) (la
recherche d'une matrice des mots codes optimale dans cet espace discret est un problème NP-complet),
et munissentMQ,N (R) de la norme `p, en considérant qu'à toute matrice de cet espace peut être associé
un vecteur de RQN correspondant à la concaténation de ses vecteurs lignes. Ils introduisent également un
produit scalaire K sur RN , qui vient se substituer à la distance de Hamming pour dé�nir le classement
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des exemples. Par comparaison avec les travaux d'Allwein et ses co-auteurs, le vecteur g(x) a donc pour
expression :

g(x) = (K (Mk., g̃(x)))1≤k≤Q

au lieu de l'équation 2.2. Ce cadre leur permet de dé�nir la matrice M recherchée comme étant solution
optimale du problème d'optimisation sous contraintes suivant :

Problème 1 (Optimisation de la matrice des mots codes)

min
M∈MQ,N (R)

{
λ‖M‖q

p +
m∑

i=1

ξi

}

s.c. K (Myi., g̃(x))−K (Mk., g̃(x)) + δyi,k ≥ 1− ξi, (1 ≤ i ≤ m), (1 ≤ k ≤ Q),

où δ est le symbole de Kronecker (δyi,k est égal à 1 si k = yi et 0 dans le cas contraire). On remarquera que
l'utilité des contraintes de bon classement correspondant à k = yi est d'imposer la positivité des variables
d'écart ξi. Les auteurs traitent les cas (p, q) = (1, 1) et (p, q) = (∞, 1), pour lesquels le problème 1 est
un problème linéaire, ainsi que le cas (p, q) = (2, 2), conduisant à la résolution d'un problème de pro-
grammation quadratique. L'apprentissage de la SVM multiclasse décrite dans la section 2.4.1.2 apparaît
comme un cas particulier de ce dernier problème. Ces travaux s'apparentent à ceux décrits dans [221], qui
introduisaient déjà un cadre théorique pour transformer le problème de nature combinatoire consistant à
trouver le codage optimal en un problème d'optimisation continue. Ce nouveau problème, découlant de
l'application du principe de maximum de vraisemblance, se prêtait à la mise en ÷uvre de l'algorithme
"espérance-maximisation" (EM) [63]. Dans [187], Rätsch et ses co-auteurs proposent une extension des
travaux de Crammer et Singer consistant à apprendre à la fois la fonction g̃ et la matrice M . Plus préci-
sément, une procédure itérative fait alterner la résolution de problèmes d'optimisation portant sur g̃ et la
résolution de problèmes d'optimisation portant sur M . Ces problèmes consistent en la minimisation d'un
risque empirique pénalisé sous des contraintes de bon classement qui sont pratiquement équivalentes à
celles du problème 1.

A notre connaissance, la dernière avancée majeure sur l'emploi d'ECOC pour combiner des classi�eurs
binaires à grande marge est décrite dans [169]. Elle consiste à résoudre le problème du décodage en
utilisant une fonction dPPF qui s'appuie non plus sur une fonction de perte mais sur des estimations des
probabilités conditionnelles des classes sachant g̃. Précisément,

∀k ∈ {1, . . . , Q} , dPPF (Mk., g̃(x)) = − log (P (Y = k|g̃(x))) .

Comme dans [3], la matriceM est supposée appartenir àMQ,N ({−1, 0, 1}). Soit O =
{
op : 1 ≤ p ≤ 2N

}
l'ensemble des mots codes de taille N sur {−1, 1} et O = (Ol)1≤l≤N un vecteur aléatoire à valeurs dans
cet ensemble. L'expression des probabilités conditionnelles est la suivante :

P (Y = k|g̃(x)) =
2N∑
p=1

P (Y = k|O = op, g̃(x))P (O = op|g̃(x)) .

A chaque ligne Mk. de la matrice M , et donc à chaque catégorie k, est associé l'ensemble Ck des mots
codes op = (opl)1≤l≤N véri�ant : ∀l ∈ {1, . . . , N}, opl = mkl si mkl 6= 0. On note C̄ = O \

⋃
1≤k≤Q Ck. Les

composantes Ol du vecteur aléatoire O véri�ent des hypothèses d'indépendance permettant de reformuler
les probabilités conditionnelles d'intérêt sous la forme :

P (Y = k|g̃(x)) =
∑

op∈Ck

N∏
l=1

P
(
Ol = opl|g(l)(x)

)
+

1
Q

∑
oq∈C̄

P (O = oq|g̃(x))

=
∏

l: mkl 6=0

P
(
Ol = mkl|g(l)(x)

)
+

1
Q

∑
oq∈C̄

P (O = oq|g̃(x)) .
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Comme dans le cas des travaux relatifs au couplage par paire exposés dans la section 2.3.2, les auteurs
s'inspirent des travaux de Platt en utilisant des sigmoïdes à deux paramètres pour estimer les probabilités
conditionnelles à la base de leur modèle. La formule est la suivante :

∀k ∈ {1, . . . , Q} , ∀l ∈ {1, . . . , N} : mkl 6= 0, P
(
Ol = mkl|g(l)(x)

)
=

1
1 + exp

{
mkl

(
Alg(l)(x) +Bl

)} ,
où les paramètres ajustables Al et Bl re�ètent la pente et l'ordonnée à l'origine des distributions cumulées
des fonctions g(l). Cette étude propose également une borne sur l'erreur empirique "leave-one-out" qui
est décrite dans la section 2.7.1.

2.3.4 Méthodes fondées sur des graphes de décision

La première méthode de décomposition fondée sur un graphe de décision est la DAGSVM [175].
Comme son nom l'indique, cette méthode s'appuie plus précisément sur un graphe de décision orienté
sans cycle (DDAG).

Définition 4 (Graphe de décision orienté sans cycle, dé�nition 1 dans [175]) Etant donnés un
espace X et un ensemble F de fonctions de X dans {0, 1}, la famille DDAG (F) de graphes de décision
orientés sans cycle à Q catégories sur F est l'ensemble des fonctions réalisables à partir d'un graphe
orienté sans cycle (DAG) enraciné à Q feuilles associées à chacune des classes, où chacun des C2

Q n÷uds
internes est étiqueté avec un élément de F . Les n÷uds sont disposés en triangle avec au sommet la seule
racine, deux n÷uds dans la seconde couche et ainsi de suite jusqu'à la couche �nale de Q feuilles. Le
i-ième n÷ud de la couche interne d'indice j (j < Q) est connecté aux n÷uds (ou feuilles) d'indices i et
i+ 1 de la couche d'indice j + 1.

Définition 5 (DAGSVM [175]) Une DAGSVM est un modèle de discrimination multiclasse dont
l'architecture est un graphe de décision orienté sans cycle avec pour étiquettes de ses n÷uds des SVM
biclasses. A un n÷ud donné est associée une liste de classes auxquelles l'exemple d'intérêt peut appartenir.
La SVM correspondante e�ectue une décision entre les deux catégories aux extrémités de la liste : les
catégories 1 et Q pour la SVM située à la racine, 2 et Q pour la SVM située sur le �ls gauche de la
racine, 1 et Q − 1 pour la SVM située sur le �ls droit de la racine et ainsi de suite. Les n÷uds de la
couche d'indice Q− 1 produisent une décision en séparant les deux seules catégories contenues dans leur
liste.

La �gure 2.1 représente la DAGSVM correspondant au cas où le nombre de catégories est quatre.

1 contre 4

2 contre 4

3 contre 4 2 contre 3

1 contre 3

1 contre 2

4 3 2 1

{1,2,3,4}

{2,3,4} {1,2,3}

{3,4}

{2,3}

{1,2}

pas 4 pas 1 pas 3pas 2

pas 1 pas 4

Fig. 2.1 � Architecture d'une DAGSVM à quatre catégories.
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En pratique, on s'aperçoit que les classi�eurs de base d'une DAGSVM sont exactement les mêmes
que dans le cas de la méthode de décomposition un contre un. La di�érence réside dans la manière de
construire la décision à partir de ces classi�eurs. Dans la DAGSVM, chaque exemple est présenté à Q− 1
SVM (une par couche interne du DAG), contre C2

Q avec la méthode de décomposition un contre un.
Les auteurs étudient leur architecture selon trois critères : performances en généralisation (calcul d'un
risque garanti à risque empirique nul, voir la section 2.5.3), performances mesurées sur des problèmes
jouet et temps de calcul. Sous l'hypothèse que les exemples d'apprentissage se répartissent de manière
équilibrée entre les Q catégories, ils établissent que le temps d'apprentissage de la DAGSVM est inférieur
à celui de la méthode de décomposition un contre tous. Le temps d'utilisation en test de la DAGSVM
est inférieur à celui des deux méthodes de décomposition, un contre tous et un contre un. Dans le second
cas, le gain résulte directement de la manière dont se construit la décision. Cette approche présente
cependant un défaut : la décision qu'elle produit peut être a�ectée par la manière dont sont numérotées
les catégories. Supposons ainsi un problème à trois catégories, où pour un exemple donné, le premier
classi�eur rencontré (1 contre 3) rejette la catégorie 3, le classi�eur "2 contre 3" choisissant la catégorie
3 tandis que le classi�eur "1 contre 2" choisit la catégorie 2. La DAGSVM a�ectera alors l'exemple à la
catégorie 2. Renumérotons à présent les catégories de la manière suivante : 1 −→ 2, 2 −→ 1 (3 −→ 3). On
s'aperçoit que la machine a�ecte cette fois l'exemple à la nouvelle catégorie 2, c'est-à-dire à l'ancienne
catégorie 1.

Dans [26], les auteurs proposent une méthode de décomposition dont la structure classi�catoire ne
s'appuie pas sur un DDAG mais sur un dendrogramme. Il la nomment en conséquence "Dendogram-based
SVM" (DSVM). Le dendrogramme est construit en calculant les centres de gravité des sous-ensembles
de l'ensemble d'apprentissage associés aux di�érentes catégories, et en appliquant ensuite à ces centres
l'algorithme de la classi�cation ascendante hiérarchique (CAH) [41, 133]. Le modèle discriminant s'obtient
alors en plaçant sur les n÷uds de l'arbre des SVM biclasses. L'architecture correspondante est illustrée
par la �gure 2.2.

1 3 4 6 5 2

SVM1

21SVM

SVMSVM SVM31 2232

Fig. 2.2 � Architecture d'une DSVM à six catégories.

Dans cet exemple, la SVM d'indice 1 sépare l'ensemble de catégories {1, 3, 4, 6} de l'ensemble de
catégories {2, 5}, tandis que la SVM d'indice 21 sépare l'ensemble de catégories {1, 3} de l'ensemble
de catégories {4, 6}. A�n d'illustrer les performances de la DSVM, les auteurs fournissent les résultats
d'expériences comparatives faisant intervenir les méthodes de décomposition un contre tous et un contre
un, ainsi qu'un PMC. Malheureusement, ils n'incorporent à leur étude ni la DAGSVM ni aucune SVM
multiclasse. Cependant, les taux de reconnaissance obtenus sont encourageants.

2.4 Principaux modèles de SVM multiclasses

La plupart des modèles de SVM multiclasses partagent la même "architecture" de base. Ils se dis-
tinguent simplement par leurs algorithmes d'apprentissage. Cette architecture correspond à la famille de
fonctions H décrite dans la section 2.2.2. Dans la suite, nous nommerons M-SVM ces machines.
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2.4.1 M-SVM

En reprenant les notations introduites dans la section 2.2.2, les M-SVM s'appuient sur le modèle a�ne
multivarié donné par :

∀x ∈ X , h(x) = (〈wk,Φ(x)〉+ bk)1≤k≤Q .

Plus précisément, elles s'appuient sur la restriction de ce modèle à l'hyperplan d'équation
∑Q

k=1 hk = 0. Ce
potentiel n'est en fait pas entièrement disponible. Il est limité par la nature de l'ensemble d'apprentissage,
((xi, yi))1≤i≤m. La forme générale que peut prendre la solution de l'apprentissage en fonction de la
classe de fonctions de base et de cet ensemble est donnée par des théorèmes de représentation [125]. Ces
théorèmes s'appuient sur la forme générale prise par la fonction objectif minimisée par l'apprentissage. On
s'aperçoit ainsi que pour les M-SVM, comme pour les SVM, architecture et algorithme d'apprentissage
sont indissociables. Cela nous conduit à revenir brièvement au cas biclasse. Dans ce cas, la fonction
objectif est un risque empirique pénalisé où l'indicatrice caractérisant le bon classement est remplacée
par une fonction de perte positive, décroissante et convexe, `SVM. La raison de cette substitution est
purement pratique. Il s'agit d'obtenir pour algorithme d'apprentissage la résolution d'un problème de
programmation convexe. La fonction `SVM habituelle est celle utilisée dans l'article introduisant la SVM
à marge douce, [55]. Elle est nommée fonction de perte charnière (hinge loss) et a pour expression

`CV

(
y, h̃(x)

)
=
(
1− yh̃(x)

)
+
, la fonction (.)+ retournant son argument si celui-ci est positif, et 0 dans

le cas contraire. Nous en rencontrerons d'autres dans la suite de ce chapitre. La littérature propose
plusieurs théorèmes de représentation relatifs aux SVM biclasses (voir en particulier [234, 78, 196]). Ces
théorèmes utilisent des hypothèses sur la fonction de perte `SVM et la manière dont le terme de pénalisation
s'exprime en fonction de la norme de la fonction de Hκ considérée. Les fonctionnelles utilisées comme
fonction objectif par les di�érentes M-SVM peuvent toutes être exprimées sous une forme similaire à celle
du cas biclasse. Ceci permet de donner de ces machines la dé�nition générique suivante.

Définition 6 (M-SVM) Soit ((xi, yi))1≤i≤m ∈ (X × {1, . . . , Q})m
. Une M-SVM à Q catégories est

un modèle discriminant à grande marge obtenu en minimisant sur l'hyperplan
∑Q

k=1 hk = 0 de H une
fonction objectif JM-SVM de la forme :

JM-SVM (h) =
m∑

i=1

`M-SVM (yi, h (xi)) + λ
∥∥h̄∥∥2

H̄ (2.3)

où la fonction de perte `M-SVM est construite autour de la fonction (.)+.

Les deux éléments distinguant les di�érentes M-SVM sont donc cette fonction et le choix de la norme
sur H̄. Cependant, dans tous les cas, la forme générale des fonctions composantes hk (le théorème de
représentation) est la même que dans le cas biclasse, c'est-à-dire que l'on a :

∀x ∈ X , hk(x) =
m∑

i=1

βikk (xi, x) + bk. (2.4)

Nous décrivons à présent les trois principaux modèles de M-SVM, ainsi que les variantes auxquelles
ils ont donné naissance.

2.4.1.1 Modèle de Weston et Watkins et ses variantes

La première publication décrivant une SVM multiclasse est [240] (voir aussi [241]). Elle présente
un modèle proposé indépendamment par Vapnik et Blanz lors de communications orales légèrement
antérieures (communication personnelle de Volker Blanz), puis plus tard par d'autres auteurs sous des
formes variées. Si plusieurs justi�cations à sa spéci�cation ont été avancées, justi�cations sans lien, au
moins explicite, avec le principe inductif de minimisation structurelle du risque, la manière la plus naturelle
de l'introduire est probablement de le relier à la notion d'hyperplan de marge maximale. L'extension
multiclasse la plus directe de la notion de marge géométrique sur laquelle reposent les SVM standard est
la suivante :
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Définition 7 (Marges géométriques multiclasses) Considérons une M-SVM (une fonction de H)
dont l'erreur sur l'ensemble d'apprentissage ((xi, yi))1≤i≤m est nulle. γkl, sa marge relative aux classes
d'indices k et l, est la distance euclidienne minimale (dans l'espace de représentation) entre un point
de l'ensemble d'apprentissage dans l'une ou l'autre de ces classes et l'hyperplan les séparant (d'équation
〈wk − wl,Φ(x)〉+ bk − bl = 0). En notant

dM-SVM = min
1≤k<l≤Q

{
min

[
min

xi :yi=k
(hk(xi)− hl(xi)) , min

xj :yj=l
(hl(xj)− hk(xj))

]}
et

dkl =
1

dM-SVM
min

[
min

xi :yi=k
(hk(xi)− hl(xi)− dM-SVM) , min

xj :yj=l
(hl(xj)− hk(xj)− dM-SVM)

]
,

l'expression analytique de γkl est donc :

γkl = dM-SVM
1 + dkl

‖wk − wl‖
.

Cette extension s'appuie, comme la dé�nition originale, sur la notion de forme canonique d'un hyper-
plan séparateur. A la valeur 1 choisie par Vapnik pour caractériser cette forme se substitue la valeur de
dM-SVM (nous verrons dans la suite que cette valeur est e�ectivement fonction de la M-SVM considérée).
L'introduction des termes positifs ou nuls dkl prend alors en compte le fait qu'a priori, un seul hyper-
plan séparateur se trouve sous la forme canonique. Si les dé�nitions de la marge (analytique) multiclasse
(dé�nition 3) et des marges géométriques multiclasses apparaissent comme des extensions naturelles des
dé�nitions correspondantes du cas biclasse, à l'inverse, le lien qu'elles entretiennent entre elles est plus
di�cile à caractériser que dans le cas biclasse. Ainsi, un même exemple peut appartenir à plusieurs marges
géométriques, correspondant à des frontières faisant intervenir des catégories n'entrant pas dans l'expres-
sion de sa marge multiclasse. La dé�nition 7 laisse apparaître

∑
k<l ‖wk − wl‖2 comme l'un des termes

de contrôle susceptibles de généraliser le terme ‖w‖2 du cas biclasse (en gardant à l'esprit le fait que le
vecteur w peut se réécrire sous la forme 1

2 (w1 − w2)). Une fois le pénalisateur choisi, reste à déterminer
la fonction de perte rendant compte de l'adéquation des fonctions du modèle aux données d'apprentis-
sage. Une des formulations possibles pour les contraintes de bon classement, qui tende à maximiser, pour
chaque exemple d'apprentissage (xi, yi), la marge multiclasse M (h(xi), yi), est la suivante :

∀k 6= yi, hyi(xi)− hk(xi) ≥ 1− ξik,

où les Q− 1 variables d'écart ξik sont positives ou nulles. On obtient ainsi pour fonction de perte :

`WW (y, h(x)) =
∑
k 6=y

(1− hy(x) + hk(x))+

et dWW = 1. Si l'on s'arrête à ces considérations, la fonction objectif qui en découle est :

J(h) =
m∑

i=1

∑
k 6=yi

(1− hyi(xi) + hk(xi))+ + λ
∑
k<l

‖wk − wl‖2. (2.5)

L'intérêt de considérer pour classe de fonctions la restriction deH à l'hyperplan d'équation
∑Q

k=1 hk =
0 se présente ici sous un nouveau jour. En e�et, si la forme quadratique

∑
k<l ‖wk−wl‖2 n'est pas positive

non dégénérée, et ne dé�nit donc pas une norme sur H̄, (
∑

k<l ‖wk − wl‖2 = 0 6=⇒ w = 0), à l'inverse,
elle induit une norme sur le l'hyperplan de H̄ dé�ni par l'équation

∑Q
k=1 wk = 0. La preuve est apportée

par l'équation : ∑
k<l

‖wk − wl‖2 = Q

Q∑
k=1

‖wk‖2 −

∥∥∥∥∥
Q∑

k=1

wk

∥∥∥∥∥
2

(2.6)

qui établit que sous l'hypothèse
∑Q

k=1 wk = 0,
∑

k<l ‖wk − wl‖2 = Q ‖w‖2 = Q
∥∥h̄∥∥2

H̄. La fonction
objectif dé�nie par l'équation 2.5 apparaît ainsi pour cet hyperplan comme une instanciation de celle
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caractérisant de manière générale les M-SVM, donnée par l'équation 2.3. En choisissant pour expression
de la constante de marge douce en fonction du coe�cient de pénalisation C = (2Qλ)−1, on obtient en
dé�nitive pour algorithme d'apprentissage le programme quadratique suivant, qui est celui dé�nissant la
M-SVM de Weston et Watkins :

Problème 2 (M-SVM de Weston et Watkins, problème primal)

min
h∈H

1
2

Q∑
k=1

‖wk‖2 + C

m∑
i=1

∑
k 6=yi

ξik


s.c.

{
〈wyi

− wk,Φ(xi)〉+ byi
− bk ≥ 1− ξik, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)

ξik ≥ 0, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q) .

La caractérisation de cette machine comme séparateur à vaste marge, reposant sur l'équation 2.6, a été
e�ectuée dans [93]. Il convient de remarquer qu'il n'est pas utile d'ajouter aux contraintes du problème 2
la contrainte

∑Q
k=1 wk = 0. Celle-ci est implicite, puisqu'elle est véri�ée par la solution optimale. Pour

s'en convaincre, il su�t d'appliquer la dualité lagrangienne. Plus précisément, on peut rechercher le point-
selle du lagrangien, correspondant, en application des conditions de Kuhn-Tucker [80, 160], au zéro de son
gradient par rapport aux variables primales. Soit αik le multiplicateur de Lagrange associé à la contrainte
de bon classement 〈wyi − wk,Φ(xi)〉+ byi − bk ≥ 1− ξik. A�n de rendre l'exposé plus clair, nous utilisons
la notation matricielle α = (αik)1≤i≤m,1≤k≤Q pour désigner le vecteur de ces multiplicateurs (le passage
de la matrice au vecteur s'obtient naturellement par concaténation des vecteurs lignes). Sont introduites
à cette occasion, pour i allant de 1 à m, les pseudo-variables αiyi

toutes égales à 0. On obtient alors pour
expression analytique des vecteurs w∗k :

∀k ∈ {1, . . . , Q} , w∗k =
∑
xi∈k

Q∑
l=1

α∗ilΦ(xi)−
m∑

i=1

α∗ikΦ(xi) (2.7)

et par conséquent
∑Q

k=1 w
∗
k =

∑m
i=1

∑Q
l=1 α

∗
ilΦ(xi) −

∑Q
k=1

∑m
i=1 α

∗
ikΦ(xi) = 0. A cette observation,

e�ectuée a posteriori à partir de la solution du problème dual, répond une explication a priori de cette
propriété, fondée sur un simple calcul concernant le problème primal.

Proposition 1 Soit JWW la fonction objectif du problème 2 et h un élément de H dé�ni par le couple
(w,b), tel que

∑Q
k=1 wk 6= 0. Soit h′ l'élément de H dé�ni par le couple (w′,b) construit de la manière

suivante : ∀k ∈ {1, . . . , Q}, w′k = wk − 1
Q

∑Q
l=1 wl. Alors,{ ∑Q
k=1 w

′
k = 0

JWW(h′) < JWW(h)
.

Preuve Notons en premier lieu que les deux fonctions h et h′ sont associées aux mêmes variables d'écart :
∀x ∈ X , ∀(k, l) ∈ {1, . . . , Q}2, h′k(x)− h′l(x) = hk(x)− hl(x). De plus, en posant sw = 1

Q

∑Q
l=1 wl, on a :

Q∑
k=1

‖w′k‖2 −
Q∑

k=1

‖wk‖2 =
Q∑

k=1

〈wk − sw, wk − sw〉 −
Q∑

k=1

〈wk, wk〉.

Q∑
k=1

‖w′k‖2 −
Q∑

k=1

‖wk‖2 = −2Q ‖sw‖2 +Q ‖sw‖2 = −Q ‖sw‖2 < 0.

La formulation du problème d'apprentissage donnée par le problème 2 est précisément celle retenue dans
[240, 229]. Dans [44], les auteurs utilisent un terme de contrôle di�érent : 1

2

{∑
k<l ‖wk − wl‖2 +

∑Q
k=1 ‖wk‖2

}
.
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Cependant, là encore, la contrainte
∑Q

k=1 wk = 0 intervient de manière implicite, et l'équation 2.6 nous
indique par suite que cela revient au même (fournit la même solution), pourvu que la constante de marge
douce soit modi�ée en conséquence. La dimension de l'espace de représentation pouvant être très grande,
voire in�nie, de même que dans le cas biclasse, dans la majorité des cas, il est préférable de substituer à
la résolution du problème 2 celle de son dual de Wolfe [80]. La formulation de ce dual résulte de l'applica-
tion de la procédure décrite pour obtenir l'équation 2.7 : recherche du zéro du gradient du lagrangien par
rapport aux variables primales et exploitation des équations ainsi produites a�n d'obtenir un problème ne
faisant plus intervenir que les multiplicateurs de Lagrange. En notant HWW =

(
h

(WW)
ik,jl

)
1≤i,j≤m,1≤k,l≤Q

la matrice de MQm,Qm (R) de terme général

h
(WW)
ik,jl =

(
δyi,yj − δyi,l − δyj ,k + δk,l

)
κ(xi, xj) (2.8)

et 1Qm le vecteurs de RQm dont toutes les composantes sont égales à 1, on obtient ainsi :

Problème 3 (M-SVM de Weston et Watkins, problème dual)

min
α

{
1
2
αTHWWα− 1T

Qmα

}

s.c.

{
0 ≤ αik ≤ C, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)∑

xi∈k

∑Q
l=1 αil −

∑m
i=1 αik = 0, (1 ≤ k ≤ Q− 1)

.

Comme dans le cas biclasse, les seuls multiplicateurs de Lagrange qui deviennent variables duales sont ceux
associés aux contraintes de bon classement. Ceux associés à la positivité des variables d'écart interviennent
simplement dans la forme prise par les contraintes-inégalités. Compte tenu de la présence des pseudo-
variables αiyi

, la matrice HWW et le vecteurs 1Qm ne constituent naturellement pas l'unique solution pour
cette formulation algébrique. La résolution du problème 3 fournit l'expression des fonctions composantes
〈w∗k, .〉. La valeur des composantes du vecteur b∗ = (b∗k)1≤k≤Q se déduit de l'application des conditions

de Kuhn-Tucker et de la contrainte
∑Q

k=1 bk = 0. En utilisant les variables intermédiaires b̃k, on obtient
ainsi le système linéaire suivant :

b̃1 = 0
0 < α∗ik < C =⇒ b̃k − b̃yi = 〈w∗yi

− w∗k,Φ (xi)〉 − 1, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)
b∗k = b̃k − 1

Q

∑Q
l=1 b̃l, (1 ≤ k ≤ Q)

. (2.9)

En exprimant la matrice HWW dans le cas de deux catégories, on retrouve la matrice hessienne de
la SVM biclasse à un facteur multiplicatif 2 près. Ceci est une conséquence du fait que le terme de
pénalisation utilisé dans le problème 2 est

∑Q
k=1 ‖wk‖2 et non le terme qui permettrait d'incorporer

directement le cas biclasse (en multipliant également par 1
2 le membre de gauche des contraintes de bon

classement) : 1
4

∑
k<l ‖wk − wl‖2 = Q

4

∑Q
k=1 ‖wk‖2. En e�et,

‖w‖2 =
∥∥∥∥1

2
(w1 − w2)

∥∥∥∥2

=
1
4

{
‖w1‖2 + ‖w2‖2 − 2〈w1, w2〉

}
=

1
2

(
‖w1‖2 + ‖w2‖2

)
.

A cette di�érence de détail près, cette M-SVM se réduit bien à la SVM biclasse standard dans le cas
de deux catégories. Le lien entre les valeurs des marges géométriques et celles des variables duales à
l'optimum est très simple :

1
Q

∑
k<l

(1 + dkl)2

γ2
kl

=
Q∑

k=1

‖w∗k‖2 = α∗THWWα
∗.

Il permet de véri�er rapidement que plus C est grand, plus les variables duales sont grandes et plus
les marges sont petites. La machine se concentre sur la satisfaction des contraintes de bon classement,
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au détriment de la taille des marges. Lorsque la machine est à marge dure, ce qui peut s'exprimer par
C = ∞, l'application des conditions de Kuhn-Tucker fournit un lien plus simple encore, puisqu'aux
égalités précédentes vient s'ajouter la suivante :

1
Q

∑
k<l

(1 + dkl)2

γ2
kl

= 1T
Qmα

∗. (2.10)

Nous illustrons à présent le comportement de cette M-SVM sur un problème jouet emprunté à [74],
a�n de caractériser les marges géométriques "douces" qu'elle calcule. Dans ce problème de discrimination
(partitionnement) à trois catégories dans le carré unité (X = {x = (x1, x2) : 0 ≤ x1, x2 ≤ 1}), le domaine
de la catégorie 1 est dé�ni par (x1 > x2)∧ (1− x1 < x2), celui de la catégorie 2 par (x1 < x2) et celui de
la catégorie 3 par (x1 > x2)∧ (1−x1 > x2), le symbole ∧ désignant l'opérateur de conjonction entre deux
événements. Les points des deux segments de droites restants, constituant les frontières, ne sont a�ectés
à aucune catégorie. Si le classi�eur de Bayes correspondant à ce problème est bien linéaire, il n'appartient
pas à la classe des fonctions réalisables par la M-SVM utilisant pour noyau le produit scalaire euclidien.
En e�et, pour que cette M-SVM sépare les classes 1 et 2 d'une part, 2 et 3 d'autre part, de manière
optimale, il faut qu'elle véri�e w1 = w3 et b1 = b3, ce qui ne lui permet pas de séparer correctement les
classes 1 et 3.

La �gure 2.3 représente le comportement d'une M-SVM linéaire avec C = 100. L'ensemble d'appren-
tissage est constitué de 100 exemples tirés suivant la loi uniforme sur X .

Fig. 2.3 � M-SVM de Weston et Watkins appliquée à un problème de discrimination à trois catégories
dans le plan. Les frontières de décision optimales apparaissent en rouge, celles calculées par une M-SVM
linéaire en bleu, les marges correspondantes étant matérialisées en vert. Les vecteurs support posés sur
une marge sont cerclés de jaune.
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On remarque que seuls quatre vecteurs support se trouvent sur une marge (il s'agit d'exemples pour
lesquels au moins une variable duale appartient à l'intervalle ouvert ]0, C[), aucun d'entre eux n'appar-
tenant à la catégorie 1. Ceci ne permet pas de déterminer les surfaces de séparation calculées par la
M-SVM en s'appuyant uniquement sur des éléments géométriques simples. Il faut utiliser pour ce faire
l'expression analytique des hyperplans dont nous avons décrit ci-dessus l'obtention (équation 2.7 et sys-
tème linéaire 2.9). Cette expression fait intervenir l'ensemble des vecteurs support (posés ou non sur une
marge). La marge séparant les catégories 1 et 3 est nettement plus grande que les deux autres, ce qui
démontre que le choix de la norme sur w joue un rôle important.

Au lieu d'optimiser globalement les marges, on peut souhaiter simplement maximiser la plus petite
d'entre elles. On verra à la section 2.5.1 quelle incidence cela peut avoir sur la valeur du risque garanti.
Cette possibilité, qui a à notre connaissance été explorée pour la première fois dans [93], ne peut pas être
mise en ÷uvre en utilisant directement pour terme de contrôle maxk<l ‖wk −wl‖2. En e�et, le problème
d'optimisation qui en résulte alors n'est pas un problème de programmation convexe. Une solution consiste
à remarquer que 1

4 maxk<l ‖wk −wl‖2 est majoré par maxk ‖wk‖2 = ‖w‖2∞, qui est une fonction convexe
de w puisqu'il s'agit d'une norme au carré, et choisir en conséquence cette dernière expression comme
terme de pénalisation. Ceci conduit à la résolution du problème d'optimisation suivant :

Problème 4 (M-SVM de Weston et Watkins utilisant la norme ‖.‖∞)

min
h∈H

1
2
t2 + C

m∑
i=1

∑
k 6=yi

ξik


s.c.

 〈wyi − wk,Φ(xi)〉+ byi − bk ≥ 1− ξik, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)
ξik ≥ 0, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)
‖wk‖ ≤ t, (1 ≤ k ≤ Q)

.

Notons en premier lieu qu'il n'est pas possible de proposer une méthode de résolution de ce pro-
blème s'appuyant sur l'étude de la version du problème 1 correspondant à (p, q) = (∞, 1). La "norme
in�nie" que nous avons dé�nie sur EQ

Φ(X ) est en fait nettement plus di�cile à manipuler que la norme
in�nie (standard) surMQ,N (R) (‖M‖∞ = max(k,l)∈{1,...,Q}×{1,...,N} |mkl|). La résolution de ce problème
est également nettement plus compliquée que celle du problème 2. La raison en est cette fois la non
di�érentiabilité de la norme ‖.‖∞, qui rend délicate, par exemple, l'application du principe de dualité
lagrangienne. L'algorithme que nous avons retenu est une variante de l'algorithme de Frank et Wolfe (voir
la section 2.6.2) qui s'appuie sur la détermination, à chaque pas de la descente en gradient, du vecteur
wk véri�ant ‖wk‖ = maxl ‖wl‖. L'e�cacité de cette procédure reste à établir.

2.4.1.2 Modèle de Crammer et Singer

Dans [56, 57], les auteurs considèrent une architecture simpli�ée, qui n'est plus a�ne (dans l'espace
de représentation) mais linéaire. En d'autres termes, ils restreignent leur étude à la classe de fonctions H̄.
Pour cette famille, des considérations liées à la notion de marge multiclasse correspondant à la dé�nition
3 les conduisent à proposer pour fonction de perte

`CS (y, h(x)) = max
1≤k≤Q

{hk(x) + 1− δy,k} − hy(x) =
(

1− hy(x) + max
k 6=y

hk(x)
)

+

(dCS = 1) et donc l'algorithme d'apprentissage suivant :

Problème 5 (M-SVM de Crammer et Singer, problème primal)

min
h̄∈H̄

{
1
2

Q∑
k=1

‖wk‖2 + C

m∑
i=1

ξi

}

s.c. 〈wyi − wk,Φ(xi)〉+ δyi,k ≥ 1− ξi, (1 ≤ i ≤ m), (1 ≤ k ≤ Q),
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où δ est comme précédemment le symbole de Kronecker. Lorsque κ est le produit scalaire euclidien (Φ
est l'identité, et il existe n ∈ N∗ tel que X ⊂ Rn), ce problème est bien un cas particulier du problème 1,
obtenu en posant N égal à n et en choisissant pour fonction g̃ l'identité. Les vecteurs lignes de la matrice
M sont les vecteurs wk, le produit scalaire K est le produit scalaire euclidien et (p, q) est égal à (2, 2). Ce
problème fait intervenir Q contraintes de bon classement par élément de l'ensemble d'apprentissage. En
conservant les notations de la sous-section précédente, les αiyi apparaissent donc ici comme de véritables
multiplicateurs de Lagrange et non des pseudo-variables. L'expression des vecteurs w∗k en fonction des
variables α∗il est :

∀k ∈ {1, . . . , Q} , w∗k =
∑
xi∈k

Q∑
l=1

α∗ilΦ(xi)−
m∑

i=1

α∗ikΦ(xi) =
m∑

i=1

(Cδyi,k − α∗ik) Φ(xi). (2.11)

Le problème dual est donné par :

Problème 6 (M-SVM de Crammer et Singer, problème dual (formulation initiale))

min
α

1
2

m∑
i=1

m∑
j=1

{
Q∑

k=1

(Cδyi,k − αik)
(
Cδyj ,k − αjk

)}
κ(xi, xj) +

m∑
i=1

Q∑
k=1

αikδyi,k


s.c.

{
αik ≥ 0, (1 ≤ i ≤ m), (1 ≤ k ≤ Q)∑Q

k=1 αik = C, (1 ≤ i ≤ m)
.

Notons en premier lieu que les contraintes-égalités impliquent que les Q variables duales associées à
un exemple d'apprentissage ne représentent en fait que Q − 1 degrés de liberté. L'équation 2.11 nous
apprend que l'expression analytique des vecteurs w∗k est la même que dans le cas de la machine de
Weston et Watkins. En conséquence, la contrainte

∑Q
k=1 w

∗
k = 0 apparaît ici encore de manière implicite.

Ce résultat était de nouveau prévisible, la proposition 1 s'étendant directement à la nouvelle machine.
Une autre conséquence de l'identité des expressions des vecteurs w∗k est le fait que la matrice hessienne
du problème 6 est la même que celle du problème 3. En notant δ = (δyi,k)1≤i≤m,1≤k≤Q, la forme standard
de la fonction objectif est donc donnée par :

JCS,d (α) =
1
2
αTHWWα+ δTα. (2.12)

Un changement de variables permet de reformuler le problème 6 sous une forme algébrique plus
compacte. Soient αi. = (αik)1≤k≤Q, δyi,. = (δyi,k)1≤k≤Q et τi. = (τik)1≤k≤Q = Cδyi,. − αi., pour i allant
de 1 à m. Soit τ = (τik)1≤i≤m,1≤k≤Q. On obtient alors :

Problème 7 (M-SVM de Crammer et Singer, problème dual (formulation �nale))

min
τ

1
2

m∑
i=1

m∑
j=1

τT
i. τj.κ(xi, xj)−

m∑
i=1

τT
i. δyi,.


s.c.

{
τik ≤ Cδyi,k, (1 ≤ i ≤ m), (1 ≤ k ≤ Q)
1T

Qτi. = 0, (1 ≤ i ≤ m) .

Crammer et Singer voient deux avantages à l'emploi de cette M-SVM. D'une part, l'utilisation d'une
unique variable d'écart par exemple d'apprentissage permet de concentrer les e�orts sur l'optimisa-
tion de la quantité jouant, pour un couple (xi, yi) donné, le rôle central : la di�érence entre hyi(xi)
et maxk 6=yi hk(xi) (et non chacun des hk(xi) considéré séparément). D'autre part, l'apprentissage se
prête à la mise en ÷uvre d'une méthode de décomposition particulièrement e�cace. La raison en est que
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les contraintes du problème 7 font intervenir les di�érents exemples d'apprentissage de manière indépen-
dante. Il est donc possible de passer d'une solution réalisable de ce problème à une autre de meilleure
qualité en e�ectuant l'optimisation par rapport à un seul point. Cette optimisation correspond à la ré-
solution d'un nouveau problème de programmation quadratique, à Q variables et Q+ 1 contraintes (les
contraintes du problème 7 relatives au point considéré). L'idée de cette décomposition est à rapprocher
de celle se trouvant à la base de l'algorithme "sequential minimal optimization" (SMO) [173], qui, elle,
fait intervenir deux points. Les auteurs considèrent l'application d'un algorithme de point �xe a�n de
résoudre les problèmes quadratiques partiels, et proposent plusieurs méthodes pour choisir les points par
rapport auxquels e�ectuer l'optimisation. Il convient de souligner que si la possibilité d'appliquer la dé-
composition précitée est appréciable, elle est au moins autant liée au choix de travailler simplement dans
H̄, ce qui permet d'éviter de faire apparaître certaines contraintes-égalités, qu'aux propriétés intrinsèques
du problème 5 (à la nature de la fonction de perte `CS).

2.4.1.3 Modèle de Lee et co-auteurs

Pour un problème d'apprentissage (une mesure de probabilité P ) donné, une méthode de sélection
de fonction est dite consistante si le risque de la fonction qu'elle retourne converge en probabilité vers le
risque de Bayes lorsque la taille de l'échantillon d'apprentissage tend vers l'in�ni. Cette dé�nition s'étend
au cas où le classi�eur de Bayes n'appartient pas à la famille de fonctions considérée en substituant au
risque de Bayes le plus petit risque possible sur cette famille, c'est-à-dire le risque de Bayes augmenté
de l'erreur d'approximation [42]. La consistance est dite forte si la convergence est presque sûre. Elle est
universelle si la convergence a lieu quelle que soit P . Le lecteur souhaitant obtenir plus d'informations
sur ce sujet pourra par exemple se reporter à [87, 100]. La question de la consistance du principe in-
ductif de minimisation empirique du risque (ERM) se situe au c÷ur même de la théorie statistique de
l'apprentissage, à travers les trois étapes importantes (milestones) atteintes par Vapnik entre la �n des
années 60 et le début des années 90 (voir en particulier le chapitre 3 de [229]). On sait que les SVM
n'appliquent pas le principe de minimisation empirique du risque mais le principe de minimisation struc-
turelle du risque. Plus précisément, leurs algorithmes d'apprentissage consistent en la minimisation d'une
fonction objectif convexe faisant intervenir un terme empirique di�érent de la fréquence des erreurs et un
terme de pénalisation (dépendant de la norme induite par le noyau). Elles appellent donc la formulation
de résultats de consistance dédiés. La littérature propose plusieurs résultats de consistance universelle
pour les SVM biclasses (voir en particulier [209, 145, 22, 210]). Ceux-ci reposent sur des hypothèses
faibles concernant la nature de la fonction de perte `SVM, du noyau, du terme de pénalisation et de la
décroissance du coe�cient de pénalisation λ avec la taille de l'échantillon d'apprentissage. Le résultat
de base est que l'apprentissage de la SVM standard se concentre sur la détermination des x véri�ant
P (+1|x) = P (−1|x) = 1

2 . Plusieurs auteurs ont souligné le fait qu'à l'inverse, l'étude de la consistance
des algorithmes d'apprentissage des M-SVM soulève des problèmes originaux. On pourra se référer sur
ce sujet à [248, 215]. Il apparaît en particulier que les deux M-SVM décrites ci-dessus, pour naturels que
soient leurs principes, étendant directement celui de la SVM biclasse, ne convergent pas vers le classi�eur
de Bayes lorsque la taille de l'ensemble d'apprentissage tend vers l'in�ni.

Dans [135, 137], Lee et ses co-auteurs proposent un modèle de M-SVM conçu de manière que le principe
inductif sur lequel il repose soit universellement consistant. Cette propriété est obtenue en choisissant un
codage approprié pour les catégories. Il correspond au choix de représentants des catégories situés sur les
sommets d'un polytope régulier de RQ−1 à Q sommets centré sur l'origine de RQ. Plus précisément, la
catégorie d'indice k est représentée par le vecteur de RQ dont la l-ième composante est égale à 1 si l = k
et à − 1

Q−1 dans le cas contraire. Le polytope en question est donc un simplexe. Le cas où Q = 3 est
illustré par la �gure 2.4.

Naturellement, cette répartition optimale de points est bien connue en théorie de l'apprentissage. Elle
est en particulier utilisée par Vapnik dans [227] a�n d'établir une variante du lemme de Sauer-Shelah
(voir la section 2.5.1.2). Elle est également à la base de l'extension multiclasse du principe d'alignement
noyau-cible proposée dans [232] et que nous avons appliquée à la prédiction de la structure secondaire des
protéines (voir la section 3.2). Prolongeant la propriété de sommation à 0 des représentants, les auteurs
introduisent, cette fois explicitement, la contrainte standard

∑Q
k=1 hk = 0. On voit ainsi apparaître pour
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Fig. 2.4 � M-SVM de Lee et ses co-auteurs pour un problème à trois catégories. Les représentants des
catégories sont situés sur les sommets d'un triangle équilatéral centré sur l'origine de R3. Les frontières
de décision optimales apparaissent en rouge.

fonction de perte

`LLW (y, h(x)) =
∑
k 6=y

(
hk(x) +

1
Q− 1

)
+

avec dLLW = Q
Q−1 et l'apprentissage consiste donc à rechercher dans H la fonction minimisant la fonction

objectif suivante :

JLLW (h) =
m∑

i=1

∑
k 6=yi

(
hk(xi) +

1
Q− 1

)
+

+ λ

Q∑
k=1

‖wk‖2,

sous la contrainte
∑Q

k=1 hk = 0. Le problème primal d'apprentissage prend ainsi la forme du problème
de programmation quadratique suivant :

Problème 8 (M-SVM de Lee et co-auteurs, problème primal)

min
h∈H

1
2

Q∑
k=1

‖wk‖2 + C

m∑
i=1

∑
k 6=yi

ξik


s.c.


〈wk,Φ(xi)〉+ bk ≤ − 1

Q−1 + ξik, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)
ξik ≥ 0, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)∑Q

k=1 wk = 0,
∑Q

k=1 bk = 0
.

Il convient de remarquer qu'ici, il est bien nécessaire de prendre en compte explicitement les contraintes∑Q
k=1 wk = 0 et

∑Q
k=1 bk = 0 (la seconde ayant une importance relative, puisqu'elle peut toujours être

satisfaite a posteriori). Le raisonnement de la proposition 1 n'est pas transposable, car les contraintes de
bon classement ne font plus intervenir les fonctions composantes sous la forme de di�érences. Cependant,
ceci ne complique pas l'expression du problème dual, dont les variables sont, comme dans le cas des deux
M-SVM déjà rencontrées, les multiplicateurs de Lagrange associés aux contraintes de bon classement.
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En notant G = (κ(xi, xj))1≤i,j≤m la matrice de Gram, α.k = (αik)1≤i≤m, pour k allant de 1 à Q et

ᾱ = 1
Q

∑Q
k=1 α.k, on obtient en e�et :

∀k ∈ {1, . . . , Q} , w∗k =
m∑

i=1

(
1
Q

Q∑
l=1

α∗il − α∗ik

)
Φ(xi)

(on véri�e que l'on a bien
∑Q

k=1 w
∗
k = 0). Le problème dual est le suivant :

Problème 9 (M-SVM de Lee et co-auteurs, problème dual)

min
α

{
1
2

Q∑
k=1

(α.k − ᾱ)T
G (α.k − ᾱ)− 1

Q− 1
1T

Qmα

}

s.c.

{
0 ≤ αik ≤ C, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)
1T

m (α.k − ᾱ) = 0, (1 ≤ k ≤ Q) .

En notant HLLW =
(
h

(LLW)
ik,jl

)
1≤i,j≤m,1≤k,l≤Q

la matrice de MQm,Qm (R) de terme général

h
(LLW)
ik,jl =

(
δk,l −

1
Q

)
κ(xi, xj),

on obtient la fonction objectif de ce problème sous sa forme standard, c'est-à-dire :

JLLW,d (α) =
1
2
αTHLLWα−

1
Q− 1

1T
Qmα.

Pour cette machine, les auteurs établissent d'une part un théorème de représentation exprimant le fait
que la solution du problème 8 est de la forme (2.4) (théorème 1), et d'autre part un résultat de consistance
universelle (lemme 1). Ils discutent de plus, de manière plus sommaire que Zhang, Tewari et Bartlett,
les liens existant entre la machine de Weston et Watkins et le classi�eur de Bayes, en fournissant, avec
le lemme 2, une preuve que pour cette machine, la fonction h minimisant E [`WW (Y, h(X)) |X = x] peut
ne pas être associée à une fonction de décision correspondant en x au classi�eur de Bayes (i.e. peut ne
pas a�ecter x à la catégorie k véri�ant P (k|x) > maxl 6=k P (l|x)). La portée de ce lemme est cependant
limitée, comme le prouve le résultat suivant.

Proposition 2 x étant un élément quelconque de X et `WW la fonction de perte associée à la M-SVM
de Weston et Watkins, la fonction h minimisant sur H E [`WW (Y, h(X)) |X = x] véri�e nécessairement :

P (k|x) = max
1≤l≤Q

P (l|x) =⇒ hk(x) = max
1≤l≤Q

hl(x).

Preuve Considérons un x tel que P (k|x) > maxl 6=k P (l|x) et une fonction h(1) de H telle que h(1)
k (x) <

max1≤l≤Q h
(1)
l (x). On établit que h(1) ne minimise pas E [`WW (Y, h(X)) |X = x] sur H. Sans perte de

généralité, on fait l'hypothèse k = 1 et h(1)
2 (x) = max1≤l≤Q h

(1)
l (x). Considérons la fonction h(2) déduite

de h(1) de la manière suivante : h(2)
1 (x) = h

(1)
2 (x), h(2)

2 (x) = h
(1)
1 (x) et h(2)

k (x) = h
(1)
k (x) pour k allant de

3 à Q.
E
[
`WW

(
Y, h(1)(X)

)
|X = x

]
− E

[
`WW

(
Y, h(2)(X)

)
|X = x

]
=∑

k 6=1

(
1− h

(1)
1 (x) + h

(1)
k (x)

)
+
P (1|x) +

∑
k 6=2

(
1− h

(1)
2 (x) + h

(1)
k (x)

)
+
P (2|x)

−
∑
k 6=2

(
1− h

(1)
2 (x) + h

(1)
k (x)

)
+
P (1|x)−

∑
k 6=1

(
1− h

(1)
1 (x) + h

(1)
k (x)

)
+
P (2|x) =
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k 6=1

(
1− h

(1)
1 (x) + h

(1)
k (x)

)
+
−
∑
k 6=2

(
1− h

(1)
2 (x) + h

(1)
k (x)

)
+

 (P (1|x)− P (2|x)) > 0.

On remarque ainsi que la seule faiblesse susceptible de poser un problème est le fait que l'on a uni-
quement hk(x) = max1≤l≤Q hl(x) et pas hk(x) > maxl 6=k hl(x), si bien que des cas d'ex æquo sources
d'indéterminations peuvent a priori survenir.

2.4.1.4 M-SVM "à coût quadratique"

Les sous-sections précédentes ont donné une description des trois M-SVM proposées à ce jour. Pour
toutes ces machines, la contribution des variables d'écart à la fonction objectif est linéaire. Notons ξ le
vecteur de ces variables. On a ξ = (ξik)1≤i≤m,1≤k≤Q, avec ξiyi = 0, (1 ≤ i ≤ m) dans le cas des M-SVM
de Weston et Watkins et Lee et co-auteurs, ξ = (ξi)1≤i≤m, dans le cas de la M-SVM de Crammer et
Singer. Ces notations étant posées, la contribution des variables d'écart à la fonction objectif est dans tous
les cas égale à C‖ξ‖1 (en conservant à l'esprit le fait qu'elles sont positives). La SVM biclasse standard
possède une variante dite "de norme 2", pour laquelle la contribution empirique à la fonction objectif est
quadratique. Il s'agit précisément de C‖ξ‖22. Avec cette variante, la contrainte de positivité des variables
d'écart devient super�ue (voir en particulier le chapitre 7 de [201]). Ce modèle possède une propriété
utile : il rend possible, au moyen d'un changement de noyau adéquat, la reformulation de l'algorithme
d'apprentissage d'une SVM à marge douce comme l'algorithme d'apprentissage d'une SVM à marge dure.
Un avantage immédiat de cette propriété est qu'elle permet l'utilisation de bornes "rayon-marge" (voir la
section 2.7.1) a�n de déterminer la valeur de la constante de marge douce, C. Il apparaît donc intéressant
d'étudier les propriétés des M-SVM "de norme 2", de manière en particulier à déterminer si la contribution
du terme empirique à la matrice hessienne peut à nouveau se reformuler comme un changement de noyau.
Si l'on utilise simplement le carré de la norme euclidienne, la réponse sur ce dernier point est négative.
Le tableau 2.1 résume la situation.

Modèle Hessien de base Terme empirique Modi�cation du hessien
SVM yiyjκ(xi, xj) C

∑m
i=1 ξ

2
i + 1

2C yiyjδi,j
M-SVM WW

(
δyi,yj − δyi,l − δyj ,k + δk,l

)
κ(xi, xj) C

∑m
i=1

∑
k 6=yi

ξ2ik + 1
2C δi,jδk,l

M-SVM CS
(
δyi,yj − δyi,l − δyj ,k + δk,l

)
κ(xi, xj) C

∑m
i=1 ξ

2
i + 1

2C δi,j

M-SVM LLW
(
δk,l − 1

Q

)
κ(xi, xj) C

∑m
i=1

∑
k 6=yi

ξ2ik + 1
2C δi,jδk,l

Tab. 2.1 � Hessiens de la SVM et des M-SVM dans leurs versions "de norme 1" et "de norme 2".

On observe que dans le cas de la SVM biclasse, les deux contributions au terme général du hessien,
celle provenant de ‖w‖2, yiyjκ(xi, xj), et celle provenant de C

∑m
i=1 ξ

2
i ,

1
2C yiyjδi,j , s'écrivent comme le

produit de la valeur d'une fonction noyau par un terme multiplicatif commun : yiyj . Il est donc possible
de mettre ce terme en facteur des deux noyaux. La somme de deux noyaux étant encore un noyau, comme
on s'en aperçoit en considérant l'implication n∑

i=1

n∑
j=1

aiajκ1(xi, xj) ≥ 0 ∧
n∑

i=1

n∑
j=1

aiajκ2(xi, xj) ≥ 0


=⇒

n∑
i=1

n∑
j=1

aiaj (κ1(xi, xj) + κ2(xi, xj)) ≥ 0,

tout se passe comme si l'on mettait en ÷uvre une machine à marge dure munie du noyau somme. Dans
le cas d'espèce, ce noyau, κ̃, est dé�ni par :

∀(i, j) ∈ {1, . . . ,m}2 , κ̃(xi, xj) = κ(xi, xj) +
1

2C
δi,j . (2.13)
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Dans le cas des M-SVM, les deux facteurs sont toujours di�érents, ce qui empêche de faire apparaître un
noyau somme. La question de l'existence d'une matrice Mξ symétrique semi-dé�nie positive telle qu'en
utilisant pour fonction objectif de l'une des SVM multiclasses 1

2

∑Q
k=1 ‖wk‖2 + CξTMξξ, on obtienne la

transition recherchée vers le cas à marge dure, a trouvé une réponse positive dans [161]. Elle correspond,

pour la M-SVM de Lee et co-auteurs, au choix d'une matrice Mξ =
(
m

(ξ)
ik,jl

)
1≤i,j≤m,1≤k,l≤Q

telle que

m
(ξ)
ik,jl =

(
δk,l −

1
Q

)
δi,j . (2.14)

On obtient alors pour problème primal d'apprentissage :

Problème 10 (M-SVM de Lee et co-auteurs "à coût quadratique", problème primal)

min
h∈H

{
1
2

Q∑
k=1

‖wk‖2 + CξTMξξ

}

s.c.

{
〈wk,Φ(xi)〉+ bk ≤ − 1

Q−1 + ξik, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)∑Q
k=1 wk = 0,

∑Q
k=1 bk = 0

.

Le dual de Wolfe a pour expression :

Problème 11 (M-SVM de Lee et co-auteurs "à coût quadratique", problème dual)

min
α

{
1
2
αT H̃LLWα−

1
Q− 1

1T
Qmα

}

s.c.

{
αik ≥ 0, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)
1T

m (α.k − ᾱ) = 0, (1 ≤ k ≤ Q) .

où la matrice H̃LLW se déduit de HLLW en remplaçant le noyau κ par le noyau κ̃ dé�ni sur l'ensemble
d'apprentissage par l'équation 2.13.

Il est important de remarquer que le fait que Ker (Mξ) soit un sous-espace de RQm de dimension m ne
pose pas de di�culté. En e�et, le vecteur ξ appartient à un sous-espace de RQm dé�ni par les contraintes
ξiyi = 0, (1 ≤ i ≤ m). Or, l'intersection de ce sous-espace avec le noyau Ker (Mξ) est réduite au vecteur
nul. Tout se passe donc en pratique comme si Mξ était symétrique dé�nie positive. Notons encore que
la démarche conduisant à la formulation de l'équation 2.14 est principalement calculatoire. Du point de
vue de la qualité du classement, il est plus di�cile de justi�er l'utilisation de la matrice Mξ que celle des
normes `1 et `2.

Au-delà de la question de la borne "rayon-marge", nous voyons à cette étude comparative un intérêt
plus grand, qui est celui de mettre en évidence une des di�cultés nouvelles induites par le passage au cas
multiclasse. Nombreux sont les résultats du cas biclasse reposant directement sur le choix de {−1, 1} plutôt
que {1, 2} comme ensemble des "étiquettes" des catégories. Citons en particulier certains résultats fondés
sur l'utilisation de moyennes de Rademacher (voir la section 2.5.1.4), ou les simpli�cations qu'obtient
Chapelle dans la mise en ÷uvre de son algorithme d'apprentissage construit autour de la méthode de
Newton-Raphson (voir la section 2.6.1). Dans le cas multiclasse, l'impossibilité d'étendre cette idée fait
apparaître dans les formules des termes qui sont beaucoup plus di�ciles à manipuler. Nous retrouverons
cette di�culté dans la section 2.5 consacrée aux performances en généralisation.

2.4.2 Des SVM multiclasses qui ne sont pas des M-SVM

Il n'existe à notre connaissance que trois SVM multiclasses qui ne soient pas des M-SVM.
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2.4.2.1 LS-SVM multiclasse

Comme la SVM "de norme 2", La "SVM des moindres carrés" (LS-SVM) [213] utilise pour contribu-
tion empirique à la fonction objectif le carré de la norme euclidienne du vecteur ξ (les auteurs évoquent
à ce propos une similitude avec la régression "ridge", similitude qui mériterait d'être précisée). La seule
di�érence entre les deux machines est que la seconde reprend les contraintes de bon classement de la pre-
mière sous la forme de contraintes-égalités. Ainsi, l'apprentissage correspond à la résolution du problème
d'optimisation suivant :

Problème 12 (Apprentissage de la LS-SVM)

min
h̃∈H̃

{
1
2
‖w‖2 + C

m∑
i=1

ξ2i

}

s.c. yi (〈w,Φ(xi)〉+ b) = 1− ξi, (1 ≤ i ≤ m),

qui se réduit à la résolution d'un système linéaire.
L'extension multiclasse de cette machine est décrite dans [214]. Elle repose sur l'emploi d'une matrice

de mots codes M = (mkl) ∈ MQ,N ({−1, 1}). La classe de fonctions utilisée est la même que dans le
cas des M-SVM, à cette di�érence près que le nombre de fonctions composantes est égal à N (taille
des mots codes) et non Q et que la somme de ces fonctions n'est plus supposée être nulle. L'algorithme
d'apprentissage correspond au problème de programmation convexe suivant :

Problème 13 (Apprentissage de la LS-SVM multiclasse)

min
h∈H

{
1
2

N∑
k=1

‖wk‖2 + C

m∑
i=1

N∑
k=1

ξ2ik

}

s.c. myik (〈wk,Φ(xi)〉+ bk) = 1− ξik, (1 ≤ i ≤ m), (1 ≤ k ≤ N).

Il se réduit encore à la résolution d'un système linéaire. Les auteurs ne donnent pas la formule de décodage
utilisée pour a�ecter les descriptions aux catégories en fonction de la valeur du vecteur (hk(x))1≤k≤N .
Ils ne discutent pas davantage la question du choix de la matrice M . Le lecteur en est réduit à constater
qu'ils traitent un problème à quatre catégories en utilisant des fonctions à deux composantes, avec pour
codage des catégories l'ensemble des vecteurs de {−1, 1}2.

2.4.2.2 Modèle d'Anguita et co-auteurs

L'architecture et l'algorithme d'apprentissage du modèle introduit dans [8, 9] sont exactement les
mêmes que ceux de la SVM biclasse. La prise en compte du caractère multiclasse de la tâche à e�ectuer
résulte d'une simple reformulation des données. Ici encore, c'est une matrice de mots codes qui est
utilisée. Cette matrice correspond au codage binaire canonique des catégories. On a donc M = (mkl) ∈
MQ,Q ({−1, 1}) avec mkl = 2δk,l− 1. A chaque exemple d'apprentissage (xi, yi) viennent se substituer Q
nouveaux exemples, (x(i−1)Q+k, y(i−1)Q+k), pour k allant de 1 à Q. x(i−1)Q+k est la concaténation de xi

et deM.k, et y(i−1)Q+k est égal à 1 si k = yi, et à −1 dans le cas contraire. Les données de test engendrent
également Q vecteurs suivant le même principe. Notons

(
x(k)

)
1≤k≤Q

la suite des concaténations de x et
des vecteurs M.k. x est a�ecté à la catégorie k∗ véri�ant :

k∗ = argmax
k

{
〈w,Φ(x(k))〉+ b

}
.

Deux remarques s'imposent. Tout d'abord, le biais b n'intervient pas dans la décision et son utilité
n'apparaît donc pas clairement. Ensuite, le choix du noyau revêt ici une importance accrue. Ainsi, il n'est
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pas possible d'utiliser cette SVM avec le noyau linéaire (le produit scalaire euclidien dans l'espace où
vivent les données reformulées). En e�et, dans cette con�guration, la valeur de la fonction de décision
calculée en x serait indépendante de x. Si le principe de cette machine est nettement plus simple que celui
des M-SVM, son apprentissage ne l'est pas autant. On sait en e�et que le problème de programmation
quadratique à résoudre pour entraîner une SVM biclasse fait intervenir, dans sa formulation duale, une
variable par exemple d'apprentissage. Les transformations opérées ici spéci�ent donc un problème de
programmation quadratique à Qm variables, c'est-à-dire autant que dans le cas de la M-SVM de Crammer
et Singer et m de plus que dans le cas des M-SVM de Weston et Watkins et Lee et ses co-auteurs.
Naturellement, la di�érence favorable est le fait de conserver une contrainte-égalité unique, ce qui joue
souvent un rôle majeur dans la résolution. L'exemple le plus signi�catif sur ce point est l'algorithme SMO
et ceux qui s'appuient sur lui, comme LASVM [36]. Il est possible de diminuer le nombre de paramètres
de cette machine en choisissant, comme dans le cas de la LS-SVM multiclasse, une matrice de mots codes
di�érente. N peut alors au mieux prendre pour valeur le plus petit entier véri�ant 2N ≥ Q. Cependant,
les performances expérimentales s'en trouvent dégradées.

2.4.2.3 Modèle de Tsochantaridis et co-auteurs

La description du modèle proposé par Anguita et ses co-auteurs fournit une transition naturelle pour
présenter cette machine. Introduite dans [218] (voir aussi [219]), elle s'appuie sur un cadre théorique
di�érent de celui que nous avons décrit à la section 2.2.1. Dans ce cadre, l'ensemble Y n'est plus réduit
à un ensemble d'indices de catégories, mais représente un ensemble d'éléments structurés (séquences,
arbres, treillis, graphes. . . ) qui peut être in�ni dénombrable [16]. La classe de fonctions de décision F
utilisée, formellement paramétrée par w (F = {fw}), est dé�nie de X dans Y à partir d'une classe G de
fonctions gw de même paramétrage et dé�nies de X ×Y dans R. Le lien entre les deux familles est donné
par l'équation suivante :

fw(x) = argmax
y∈Y

gw(x, y).

La nature particulière de l'ensemble Y appelle un changement de la fonction de perte et donc du risque
à minimiser. En notant ∆Y la fonction de perte de Y × Y dans R+, on obtient pour risque :

R∆Y (fw) =
∫
X×Y

∆Y (y, fw(x)) dP (x, y).

Les auteurs considèrent plus particulièrement le cas où G est un modèle linéaire opérant dans un espace
de représentation dé�ni par ΦX ,Y , c'est-à-dire une famille de fonctions du type :

gw(x, y) = 〈w,ΦX ,Y(x, y)〉.

Ceci leur permet de dé�nir un ensemble de SVM multiclasses dont les contraintes de bon classement
constituent des variantes de celles de la M-SVM de Crammer et Singer (une contrainte par exemple),
variantes prenant en compte la fonction de perte ∆Y . Dans tous les cas, le problème d'apprentissage
demeure un problème de programmation quadratique que les auteurs proposent de résoudre en utilisant
une méthode des plans sécants (voir par exemple le chapitre 5 de [160]). Cette méthode possède l'avantage
d'assurer la convergence tout en nécessitant uniquement le calcul et le stockage d'une petite partie du
gradient. La M-SVM de Crammer et Singer peut elle-même être obtenue dans ce cadre, en posant w égal
à la matrice de vecteurs lignes wk et ΦX ,Y(x, y) = Φ(x)⊗ (δy,k)1≤k≤Q, où ⊗ désigne le produit tensoriel
ou produit de Kronecker.

2.4.3 Discussion

En présentant les principales SVM multiclasses et M-SVM, nous avons évoqué les motivations de leurs
auteurs. Celles-ci sont de natures très diverses, les considérations liées à la consistance côtoyant celles
liées au temps de résolution du problème d'optimisation dé�nissant l'apprentissage, ou à l'extension des
notions de marges biclasses. Cependant, elles reposent globalement sur une même idée, celle de tirer parti
des résultats et de l'expertise disponibles dans le cas biclasse. Dans ces conditions, on aurait pu s'attendre
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à ce que les premiers articles traitant de SVM multiclasses démontrent une borne sur les performances
en généralisation des systèmes a�nes multivariés faisant intervenir une notion de dimension de Vapnik-
Chervonenkis (VC) généralisée. Nous savons déjà que cela ne fut pas le cas. Les SVM multiclasses furent
développées sans lien explicite avec le principe inductif de minimisation structurelle du risque. La section
suivante est consacrée aux di�érentes manières d'établir ce lien a posteriori.

2.5 Bornes sur le risque

Dans les sections précédentes, nous avons introduit les méthodes de décomposition avant les SVM
multiclasses, respectant en cela globalement l'ordre chronologique. L'étude des performances en générali-
sation des di�érents modèles nous invite à retenir l'ordre inverse, de manière à faire apparaître la théorie
multiclasse comme une extension naturelle de la théorie biclasse. Cela permet en particulier d'organiser
l'introduction des di�érents schémas de construction des bornes et les concepts associés suivant la même
progression.

2.5.1 M-SVM

Dans cette section, nous considérons deux types de bornes : des lois fortes des grands nombres uni-
formes classiques, fondées sur des extensions du théorème de Glivenko-Cantelli, et une borne s'appuyant
sur la notion de moyenne de Rademacher. En suivant le cheminement standard de construction des risques
garantis (voir par exemple [71], le chapitre 2 de [176], le chapitre 12 de [65] ou le chapitre 4 de [229]),
Bartlett a démontré dans [19] une borne (correcte aux constantes près), dédiée aux séparateurs biclasses
à grande marge. Cette borne s'applique également aux SVM. Nous avons fondé la théorie VC des M-SVM
sur l'extension de cette borne au cas multiclasse.

2.5.1.1 Résultat de convergence uniforme de base

A�n de formuler le théorème correspondant, nous devons au préalable introduire quelques dé�nitions
et notations. Il s'agit de caractériser le pouvoir discriminant, au sens de la marge multiclasse donnée par
la dé�nition 3, des fonctions de la famille G. Cela passe par l'application d'un ensemble d'"opérateurs de
marge" destinés à extraire, dans di�érents contextes, l'information pertinente pour réaliser la caractéri-
sation.

Définition 8 (Opérateur ∆, dé�nition 6 dans [75]) G étant une famille de fonctions de X dans
RQ et M la fonction de la dé�nition 2, soit ∆ l'opérateur sur G dé�ni par :

∆ : G −→ ∆G
g 7→ ∆g = (∆gk)1≤k≤Q

∀x ∈ X , ∆g(x) = (M (g(x), k))1≤k≤Q .

Dans un souci de simpli�cation des notations, nous avons écrit ∆gk au lieu de (∆g)k. Dans la suite,
cette simpli�cation sera réitérée implicitement pour d'autres opérateurs.

Définition 9 (Opérateur ∆∗, dé�nition 7 dans [95]) G étant une famille de fonctions de X dans
RQ et M la fonction de la dé�nition 2, soit ∆∗ l'opérateur sur G dé�ni par :

∆∗ : G −→ ∆∗G
g 7→ ∆∗g = (∆∗gk)1≤k≤Q

∀x ∈ X , ∆∗g(x) = (max (∆gk(x),−M (g(x), .)))1≤k≤Q .

Remarque 1 Si M (g(x), .) > 0, ∆g(x) possède une unique composante strictement positive, dans
le cas contraire il n'en a aucune. Considérons le premier cas et posons k∗ = argmax1≤k≤Q ∆gk(x) =
argmax1≤k≤Q gk(x) (∆gk∗(x) = M (g(x), .)).

∀x ∈ X ,
{

si M (g(x), .) > 0, ∆∗g(x) = ((2δk,k∗ − 1) ∆gk∗(x))1≤k≤Q

si M (g(x), .) = 0, ∆∗g(x) = 0
.
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On remarque que l'opérateur ∆, dont l'application permet de restituer, à une constante additive
près, l'intégralité du comportement de son argument, fournit plus d'informations que l'opérateur ∆∗.
Ce dernier opérateur permet simplement d'identi�er la sortie la plus haute, ainsi que la di�érence entre
cette sortie et la seconde plus haute (en supposant qu'il n'y ait pas d'ex æquo). En pratique, il fournit
à peine plus d'informations que ce qui est nécessaire et su�sant pour calculer le risque à marge (voir
la dé�nition 10 ci-dessous). Considérons en particulier le cas d'un exemple x pour lequel on connaît la
catégorie, y. Alors la valeur de la marge multiclasseM(g(x), y) est fournie par ∆gy(x), tandis qu'a priori,
aucune des composantes de ∆∗g(x) ne lui est égale. Cette di�érence disparaît lorsque Q = 2, car les deux
opérateurs s'avèrent alors être identiques. En reprenant les notations de la section 2.2.2, on a encore dans
ce cas h̃(x) = ∆h1(x) = −∆h2(x). Dans ce qui suit, ∆# remplace ∆ et ∆∗ dans les formules véri�ées
par les deux opérateurs de marge. Naturellement, la première d'entre elles est une reformulation de la
dé�nition du risque.

Proposition 3 Soit G une famille de fonctions de X dans RQ. Le risque d'une fonction g de G, donné
par la dé�nition 1, peut être reformulé comme suit :

R(g) = E
[
1l{∆#gY (X)≤0}

]
.

Ces dé�nitions étant posées, la notion de risque à marge multiclasse s'obtient comme une extension directe
de la notion biclasse.

Définition 10 (Risque à marge γ, dé�nition 8 dans [75]) Soient G une famille de fonctions de
X dans RQ et γ ∈ R∗+. Le risque à marge γ d'une fonction g de G est dé�ni par :

Rγ(g) = E
[
1l{∆#gY (X)<γ}

]
.

Définition 11 (Risque empirique à marge γ) Soient G une famille de fonctions de X dans RQ et
γ ∈ R∗+. g étant un élément de G, son risque empirique à marge γ sur un m-échantillon est dé�ni par :

Rγ,m(g) =
1
m

m∑
i=1

1l{∆#gYi
(Xi)<γ}.

En conservant à l'esprit l'objectif de ne retenir que l'information utile pour la tâche à e�ectuer,
on observe que la valeur du risque à marge n'est pas a�ectée si les fonctions composantes ∆#gk sont
seuillées de manière à prendre leurs valeurs dans l'intervalle [−γ, γ]. A l'inverse, ce seuillage peut s'avérer
béné�que. En e�et, certaines méthodes utilisées pour borner la capacité des classes de fonctions exploitent
directement le fait que leur codomaine soit un compact de la forme [−MG ,MG ]Q. C'est en particulier le
cas des méthodes fondées sur une discrétisation telles que celle que nous décrirons dans la section suivante
(voir aussi [4] pour le cas biclasse). Ceci conduit à faire usage de l'opérateur suivant.

Définition 12 (Opérateur πγ, d'après [19]) G étant une famille de fonctions de X dans RQ et
γ ∈ R∗+, soit πγ l'opérateur sur G dé�ni par :

πγ : G −→ πγG
g 7→ πγg = (πγgk)1≤k≤Q

∀x ∈ X , πγg(x) = (signe (gk(x)) ·min (|gk(x)|, γ))1≤k≤Q .

où la fonction signe retourne 1 si son argument est positif ou nul, et −1 dans le cas contraire. En
conservant les notations ci-dessus, ∆#

γ désigne l'opérateur πγ ◦∆# et ∆#
γ G la famille des fonctions ∆#

γ g
pour g appartenant à G.

Les mesures de capacité standard pour les classi�eurs à marge sont des nombres de couverture. Leur
dé�nition repose sur celles des ε-couvertures et des ε-réseaux.
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Définition 13 (ε-couverture et ε-réseau, d'après les dé�nitions 1 et 2 dans [129]) Soit (E, ρ)
un espace pseudo-métrique. e appartenant à E et r à R∗+, B(e, r) désigne la boule ouverte de centre e et

de rayon r dans E. Soit E′ un sous-ensemble de E et ε un élément de R∗+. Un sous-ensemble E′ de E
est un ε-réseau de E′ si et seulement si :

E′ ⊂
⋃

e∈E′

B(e, ε).

⋃
e∈E′ B(e, ε) constitue alors une ε-couverture de E′. E′ est un ε-réseau propre de E′ s'il est inclus dans

E′.

Définition 14 (Nombre de couverture [129]) Soit (E, ρ) un espace pseudo-métrique, E′ un sous-
ensemble de E et ε un réel strictement positif. Si E′ possède un ε-réseau de cardinalité �nie, alors son
nombre de couverture N (ε, E′, ρ) est le plus petit des cardinaux de ses ε-réseaux. Si un tel réseau n'existe
pas, alors le nombre de couverture est ∞. On notera N (p)(ε, E′, ρ) les nombres de couverture calculés en
ne considérant que des ε-réseaux propres.

Dans la suite, la pseudo-métrique dont seront munies les classes de fonctions considérées est la suivante.

Définition 15 (Pseudo-métrique dxn) Soit G une famille de fonctions de X dans RQ et n ∈ N∗.
Etant donnée une suite xn = (xi)1≤i≤n ∈ Xn, on dé�nit la pseudo-métrique dxn sur G de la manière
suivante :

∀(g, g′) ∈ G2, dxn(g, g′) = max
1≤i≤n

‖g(xi)− g′(xi)‖∞ .

A ce point de l'exposé, il est important de rappeler pourquoi il convient de travailler avec une pseudo-
métrique empirique de ce type plutôt qu'avec une métrique fonctionnelle standard. L'idée de base des
bornes VC est de caractériser la capacité d'une famille de fonctions de cardinalité in�nie en calculant la
trace de ces fonctions, éventuellement après discrétisation dans le cas où celles-ci sont à valeurs réelles, sur
un ensemble de points de cardinalité �nie. L'ensemble des traces ainsi obtenues permet de regrouper les
fonctions en classes d'équivalence, et de passer de ce fait d'un ensemble in�ni de fonctions à un ensemble
�ni. Sur l'ensemble �ni, établir des résultats de convergence uniforme ne pose pas de problème. Il su�t
d'appliquer la fameuse "union bound". Naturellement, en ne considérant le comportement des fonctions
qu'en un nombre �ni de points, on ne peut véri�er la propriété de séparation des métriques, c'est-à-dire
que l'on a g 6= g′ 6=⇒ d(g, g′) 6= 0. Cependant, c'est précisément ce qui rend possible la constitution des
classes d'équivalence. L'application de la discrétisation aux familles de fonctions considérées ici est décrite
dans la section 5 de [95].

Définition 16 G, n et ε étant dé�nis comme précédemment, on note :

N (p)(ε,G, n) = max
xn∈Xn

N (p)(ε,G, dxn),

où le maximum est utilisé à la place d'un supremum pour souligner le fait que nous faisons implicitement
l'hypothèse que tous les ε-réseaux considérés ici sont de cardinalité �nie.

L'introduction de ces dé�nitions permet de formuler le résultat de convergence uniforme suivant,
étendant au cas multiclasse le corollaire 9 de [19] (la preuve e�ectue également un emprunt à celle du
théorème 4.1 de [229]).

Théorème 1 (Théorème 22 dans [95]) Soit G la famille de fonctions sur un domaine X à valeurs
dans RQ que peut réaliser un classi�eur à Q catégories à grande marge. Soient Γ ∈ R∗+ et δ ∈ ]0, 1[. Avec
une probabilité au moins égale à 1−δ, uniformément pour toute valeur de γ dans ]0,Γ], le risque de toute
fonction g de G est borné supérieurement de la manière suivante :

R(g) ≤ Rγ,m(g) +

√
2
m

(
ln
(
2N (p)

(
γ/4,∆#

γ G, 2m
))

+ ln
(

2Γ
γδ

))
+

1
m
. (2.15)
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Cette borne "d'un seul côté" est valable quelle que soit la mesure de probabilité P (on parle d'une
borne indépendante de la distribution ou "distribution-free"). L'intérêt pratique d'un tel risque garanti
repose entièrement sur la possibilité de dériver un majorant de bonne qualité sur le nombre de couverture
qu'il fait intervenir. Pour ce faire, la littérature propose deux grandes familles de stratégies. Elles font
l'objet des deux sections suivantes.

2.5.1.2 Utilisation de dimensions VC étendues

L'article fondateur de Vapnik et Chervonenkis sur l'extension du théorème de Glivenko-Cantelli (voir
par exemple [176, 224]) aux processus indexés par des familles de fonctions à valeurs booléennes [231]
a mis en évidence, pour les classi�eurs binaires, le rôle central joué par la fonction de croisssance dans
la caractérisation de la convergence uniforme, en probabilité (la convergence est en fait presque sûre) et
pour toute mesure de probabilité P , du risque empirique vers le vrai risque. A part dans des cas simples,
comme celui des PMC à unités à seuil, cette fonction est di�cile à borner directement. Cependant,
plusieurs auteurs [231, 191, 202] ont démontré indépendamment le résultat suivant : lorsque la dimension
VC est �nie, et pour une taille d'échantillon m supérieure à cette dimension, la fonction de croissance est
bornée par une fonction croissant polynomialement avec m, le degré du polynôme étant précisément la
dimension VC. On nomme ordinairement le lemme correspondant lemme de Sauer-Shelah. Ainsi, pour les
classi�eurs à valeurs binaires, l'étude des performances en généralisation peut se réduire au calcul d'une
borne sur la dimension VC.

Le pendant standard du couple (fonction de croissance, dimension VC) pour les classi�eurs à vaste
marge calculant des dichotomies est le couple (nombres de couverture, dimension fat-shattering [122,
123]). Pour cette dernière dimension, les résultats théoriques de base ont été établis dans [4]. Cette
référence fournit en particulier l'extension correspondante du lemme de Sauer-Shelah (lemme 3.5). C'est
précisément ce résultat qui permet à Bartlett de prolonger le corollaire 9 de [19] de manière à produire
des bornes sur les performances en généralisation des PMC biclasses (à unité de sortie unique) faisant
intervenir les modules des poids des connexions. Comme le théorème 4.6 de [21] (entre autres) fournit
une borne sur la dimension fat-shattering d'un séparateur linéaire, il est aisé de regrouper les éléments
permettant de borner (avec une forte probabilité) l'erreur en généralisation d'une SVM biclasse.

Il existe également des dimensions dédiées aux systèmes discriminants multiclasses prenant leurs
valeurs dans des ensembles �nis, en premier lieu l'ensemble des catégories {1, . . . , Q}. Parmi celles-ci,
on peut en particulier citer la dimension graphique [73, 164], ainsi que la dimension de Natarajan [164].
Toutes ces dimensions ont été munies dans [24] d'un cadre théorique uni�cateur. Elles apparaissent ainsi
comme des Ψ-dimensions. Là encore, des lemmes de Sauer-Shelah généralisés sont fournis (voir aussi
[108]), ainsi que des bornes sur les dimensions VC généralisées.

En résumé, la théorie standard propose des résultats pour les classi�eurs calculant des dichotomies
(avec ou sans marge), ainsi que pour les modèles multiclasses à valeurs dans l'ensemble des catégories,
c'est-à-dire sans marge. Elle s'avère ainsi applicable, en particulier, pour di�érentes familles de PMC
biclasses (voir par exemple [23, 206, 188, 128, 207, 19, 12]) ou multiclasses à unités à seuil [200]. Naturel-
lement, ceci ne permet pas de traiter de manière satisfaisante le cas des M-SVM (non plus que celui des
PMC multiclasses à fonctions d'activation dérivables). Pour de telles machines, il convient de spéci�er des
mesures de capacité qui constituent à la fois des Ψ-dimensions "à marge" et des dimensions fat-shattering
"multivariées". C'est précisément ce que nous avons fait dans [95].

Définition 17 (Ψ-dimensions, [24]) Soit F une famille de fonctions sur un domaine X à valeurs
dans l'ensemble �ni {1, . . . , Q}. Soit Ψ une famille d'applications ψ de {1, . . . , Q} dans {−1, 1, ∗}, où le
symbole ∗ représente une valeur prise par défaut. Un sous-ensemble sXn = {xi : 1 ≤ i ≤ n}, de X est dit
être Ψ-pulvérisé par F s'il existe une application ψn =

(
ψ(i)

)
1≤i≤n

dans Ψn telle que, pour tout vecteur

vy de {−1, 1}n
, il existe une fonction fy dans F satisfaisant(

ψ(i) ◦ fy(xi)
)

1≤i≤n
= vy.

La Ψ-dimension de F , notée Ψ-dim(F), est le cardinal du plus grand sous-ensemble de X Ψ-pulvérisé par
F , si ce cardinal est �ni, et l'in�ni dans le cas contraire.
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Remarque 2 Soient F et Ψ les familles de fonctions dé�nies ci-dessus. En étendant la dé�nition de la
dimension VC, VC-dim, de manière qu'elle s'applique aux familles de fonctions prenant leurs valeurs dans
{−1, 1, ∗}, ce qui ne change rien en pratique, on dispose de la caractérisation suivante des Ψ-dimensions :

Ψ-dim(F) = VC-dim ({(x, ψ) 7→ ψ ◦ f(x) : f ∈ F , ψ ∈ Ψ}) .

La Ψ-dimension la plus utilisée est la dimension graphique.

Définition 18 (Dimension graphique, [73]) Soit F une famille de fonctions sur un domaine X à
valeurs dans {1, . . . , Q}. La dimension graphique de F , G-dim(F), est la Ψ-dimension de F dans le cas
particulier où Ψ = {ψk : 1 ≤ k ≤ Q}, l'application ψk prenant la valeur 1 si son argument est égal à k et
la valeur −1 dans le cas contraire. En reformulant cette dé�nition dans le contexte de la discrimination
multiclasse, les fonctions ψk sont les fonctions indicatrices des catégories.

Naturellement, les Ψ-dimensions sont liées aux méthodes de décomposition décrites dans la section 2.3,
et de ce point de vue, la dimension graphique correspond à la méthode un contre tous. La Ψ-dimension
correspondant à la méthode un contre un a été proposée par Natarajan.

Définition 19 (Dimension de Natarajan, [164]) Soit F une famille de fonctions sur un domaine
X à valeurs dans {1, . . . , Q}. La dimension de Natarajan de F , N-dim(F), est la Ψ-dimension de F dans
le cas particulier où Ψ = {ψk,l : 1 ≤ k 6= l ≤ Q}, l'application ψk,l prenant la valeur 1 si son argument
est égal à k, la valeur −1 si son argument est égal à l, et la valeur ∗ partout ailleurs.

Définition 20 (Dimension fat-shattering, [123]) Soit G une famille de fonctions sur X à valeurs
réelles. Pour γ ∈ R∗+, un sous-ensemble sXn = {xi : 1 ≤ i ≤ n} de X est dit être γ-pulvérisé par G s'il
existe un vecteur vb = (bi) ∈ Rn tel que, pour tout vecteur vy = (yi) de {−1, 1}n

, il existe une fonction
gy dans G satisfaisant

∀i ∈ {1, . . . , n} , yi (gy(xi)− bi) ≥ γ.

La dimension fat-shattering à marge γ, ou Pγ dimension, de la famille G, Pγ-dim (G), est le cardinal du
plus grand sous-ensemble de X γ-pulvérisé par G, si ce cardinal est �ni, et l'in�ni dans le cas contraire.

Ces dé�nitions étant posées, nous proposons d'introduire la notion de marge dans les Ψ-dimensions de la
manière suivante.

Définition 21 (γ-Ψ-dimensions, dé�nition 28 dans [95]) Soit G une famille de fonctions sur un
domaine X à valeurs dans RQ. Soit Ψ une famille d'applications ψ de {1, . . . , Q} dans {−1, 1, ∗}, où le
symbole ∗ représente une valeur prise par défaut. Pour γ ∈ R∗+, un sous-ensemble sXn = {xi : 1 ≤ i ≤ n}
de X est dit être γ-Ψ-pulvérisé (Ψ-pulvérisé avec une marge γ) par ∆#G s'il existe une application
ψn =

(
ψ(i)

)
1≤i≤n

dans Ψn et un vecteur vb = (bi) de Rn tels que, pour tout vecteur vy = (yi) de

{−1, 1}n
, il existe une fonction gy dans G satisfaisant

∀i ∈ {1, . . . , n} ,
{

si yi = 1, ∃k : ψ(i)(k) = 1 ∧ ∆#gy,k(xi)− bi ≥ γ
si yi = −1, ∃l : ψ(i)(l) = −1 ∧ ∆#gy,l(xi) + bi ≥ γ

.

La γ-Ψ-dimension, ou Ψ-dimension à marge γ, de ∆#G, notée Ψ-dim(∆#G, γ), est le cardinal du plus
grand sous-ensemble de X γ-Ψ-pulvérisé par ∆#G, si ce cardinal est �ni, et l'in�ni dans le cas contraire.

On véri�e aisément que cette dé�nition, reformulée dans le cas biclasse, correspond exactement à celle
de la dimension fat-shattering. Nous avons vu qu'il existait deux Ψ-dimensions principales, la dimension
graphique et la dimension de Natarajan. La première est inspirée de la méthode de décomposition un
contre tous, tandis que la seconde est inspirée de la méthode de décomposition un contre un. Cette
dernière approche est celle qui se prête le mieux à une extension directe de résultats biclasses. Pour
cette raison, parmi les γ-Ψ-dimensions, celle qui apparaît la plus utile en pratique est la dimension de
Natarajan à marge.
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Définition 22 (Dimension de Natarajan à marge γ, dé�nition 29 dans [95]) Soit G une fa-
mille de fonctions sur un domaine X à valeurs dans RQ. Pour γ ∈ R∗+, un sous-ensemble sXn =
{xi : 1 ≤ i ≤ n} de X est dit être γ-N-pulvérisé (N-pulvérisé avec une marge γ) par ∆#G s'il existe
un ensemble

I(sXn) = {(i1(xi), i2(xi)) : 1 ≤ i ≤ n}
de n couples d'indices distincts dans {1, . . . , Q} et un vecteur vb = (bi) de Rn tels que, pour tout vecteur
binaire vy = (yi) ∈ {−1, 1}n

, il existe une fonction gy de G satisfaisant

∀i ∈ {1, . . . , n} ,
{

si yi = 1, ∆#gy,i1(xi)(xi)− bi ≥ γ
si yi = −1, ∆#gy,i2(xi)(xi) + bi ≥ γ

.

La dimension de Natarajan à marge γ de la famille ∆#G, N-dim(∆#G, γ), est le cardinal du plus grand
sous-ensemble de X γ-N-pulvérisé par ∆#G, si ce cardinal est �ni, et l'in�ni dans le cas contraire.

Nous avons vu que la spéci�cation d'une dimension VC généralisée n'a de sens que si l'on dispose pour
elle de deux résultats : un lemme de Sauer-Shelah étendu et une borne sur sa valeur pour les classi�eurs
d'intérêt. De ce point de vue, l'utilisation de l'opérateur πγ , qui ne présentait que des avantages dans la
dérivation du théorème 1, soulève ici une di�culté. Il est en e�et délicat de gérer la non-linéarité qu'il
introduit dans le cadre du calcul d'une borne sur une dimension VC généralisée. C'est la raison pour
laquelle nous avons donné une dé�nition des γ-Ψ-dimensions faisant intervenir les familles de fonctions
∆#G et non ∆#

γ G. La manière la plus naturelle d'e�ectuer la transition entre ces deux familles consiste
à opérer au niveau des nombres de couverture (établir un lien au niveau des γ-Ψ-dimensions demeure
un problème ouvert). Pro�tant du fait que πγ est une fonction lipschitzienne de rapport 1, on démontre
immédiatement le lemme suivant.

Lemme 1 Soit G une famille de fonctions d'un domaine X dans RQ, (γ, ε) ∈
(
R∗+
)2

et n ∈ N∗. Alors,

N (p)(ε,∆#
γ G, n) ≤ N (p)(ε,∆#G, n).

Comme nous l'avons vu dans la section précédente, le prix à payer pour l'utilisation de ce lemme dans
le cadre du passage par une dimension VC généralisée est l'ajout d'une hypothèse supplémentaire sur la
famille G, celle d'un codomaine borné. Plus précisément, on suppose qu'il existe MG ∈ R∗+ tel que les
fonctions g, et par voie de conséquence les fonctions ∆#g, prennent leurs valeurs dans [−MG ,MG ]Q. Sous
ces hypothèses, les seules valeurs du paramètre de marge γ correspondant à une situation non dégénérée
(un risque à marge di�érent de 1) sont celles qui sont inférieures ou égales à MG . En conséquence, nous
considérons dans la suite que Γ est égal àMG . Dans ces conditions, on dispose du lemme de Sauer-Shelah
généralisé suivant.

Lemme 2 (Lemme 39 dans [95]) Soit G une famille de fonctions sur un domaine X à valeurs dans

[−MG ,MG ]Q. Pour toute valeur d'ε dans ]0,MG ] et toute valeur entière de n satisfaisant n ≥ N-dim (∆G, ε/6),
on dispose de la borne suivante :

N (p)(ε,∆∗G, n) < 2

(
n Q2(Q− 1)

⌊
3MG

ε

⌋2
)l

d log2

“
enC2

Q

“
2

j
3MG

ε

k
−1

”
/d

”m

où d = N-dim (∆G, ε/6) et e est la base des logarithmes népériens.

La caractéristique fondamentale de ce résultat réside dans le fait que l'opérateur de marge �gurant
dans le nombre de couverture doit être l'opérateur ∆∗, ceci alors qu'il est possible de substituer ∆∗ à ∆
dans l'expression de la dimension de Natarajan à marge. L'utilisation de ∆∗ est en e�et nécessaire pour
étendre au cas multiclasse le lien entre séparation de fonctions au sens de la pseudo-métrique utilisée et
capacité de pulvérisation, lien qui est à la base des lemmes de Sauer-Shelah. Cette caractéristique du cas
multiclasse (rappelons que dans le cas biclasse, ∆ = ∆∗) est analysée en détail dans la section 5.3 de [95]
(voir en particulier le lemme 35 et la remarque 36 de cet article). En combinant le résultat de convergence
uniforme de base et le lemme de Sauer-Shelah généralisé, on obtient en dé�nitive la borne suivante sur
les performances en généralisation des systèmes discriminants multiclasses à grande marge.
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Théorème 2 (Théorème 40 dans [95]) Soit G la famille de fonctions sur un domaine X à valeurs

dans [−MG ,MG ]Q que peut réaliser un classi�eur à Q catégories à grande marge. Soit δ ∈ ]0, 1[. Avec
une probabilité au moins égale à 1 − δ, uniformément pour toute valeur de γ dans ]0,MG ], le risque de
toute fonction g de G est borné supérieurement de la manière suivante :

R(g) ≤ Rγ,m(g)+√√√√√√ 2
m

ln

4

(
2m Q2(Q− 1)

⌊
12MG

γ

⌋2
)l

d log2

“
emQ(Q−1)

“
2

j
12MG

γ

k
−1

”
/d

”m+ ln
(

2MG

γδ

)+
1
m

où d = N-dim (∆G, γ/24).

L'analyse de cette borne en fonction de ses deux principaux paramètres, m et Q, souligne une fois
de plus les di�cultés originales auxquelles nous confronte le cas multiclasse. Sa dépendance au nombre
de catégories Q est en e�et entièrement liée au choix de la Ψ-dimension sous-jacente, ici la dimension
de Natarajan. Pour présenter les choses de manière rapide, le choix de cette dimension, reposant sur le
principe de la méthode de décomposition un contre un, fait naturellement apparaître dans les formules le
coe�cient du binôme C2

Q. En utilisant pour γ-Ψ-dimension la dimension graphique à marge, nous aurions
vu se substituer à ce coe�cient le nombre de catégories, Q. Ce résultat est donc très relatif. En fait, en
prolongeant le raisonnement ci-dessus, on conclut assez simplement que l'équivalent du Lemme 2 ou du
théorème 2 qui fait intervenir la plus petite fonction de la γ-Ψ-dimension employée est justement celui
correspondant à la dimension graphique à marge. Se repose alors la question du choix de la γ-Ψ-dimension.
Nous avons eu l'occasion de souligner les avantages de nature méthodologique présentés par la méthode
de décomposition un contre un. Le second théorème de cette section est une borne sur la dimension de
Natarajan à marge des M-SVMs. Nous ne savons pas actuellement comment dériver une borne similaire
pour la dimension graphique à marge. La di�culté principale tient au fait que le domaine complémentaire
du domaine associé à une catégorie par un classi�eur linéaire multiclasse n'est pas convexe.

Le terme de contrôle du risque garanti apparaît également comme un O
(

ln(m)√
m

)
. Ce taux de décrois-

sance en fonction de la taille de l'échantillon d'apprentissage est moins bon que celui de la borne VC

standard, qui était initialement en
√

ln(m)
m (voir le théorème 6.7 de [227]), avant de trouver sa forme

optimale en
√

1
m (voir par exemple le théorème 3.4. de [39], ainsi que la discussion dans [153]). Des

améliorations peuvent naturellement être apportées a�n de combler ce fossé, par exemple en changeant
de pseudo-métrique.

Le théorème 2 fournit une borne "distribution-free" correspondant, uniformément pour toute valeur
de γ dans l'intervalle ]0,MG ], à une convergence en probabilité "d'un seul côté" de la forme

lim
m−→+∞

sup
P

PDm

(
sup
g∈G

(R(g)−Rγ,Dm(g)) > ε

)
= 0.

En fait, on dispose d'un résultat plus fort, dans la mesure où la convergence s'avère être presque sûre.
Dans un but de simpli�cation, nous exprimons ce résultat pour une valeur de γ donnée.

Proposition 4 (Résultat de convergence presque sûre) Soit G la famille de fonctions sur un

domaine X à valeurs dans [−MG ,MG ]Q que peut réaliser un classi�eur à Q catégories à grande marge.
Si, pour γ appartenant à ]0,MG ], N-dim (∆G, γ/24) <∞, alors pour tout ε appartenant à R∗+,

lim
m−→+∞

sup
P

P
(

sup
n≥m

sup
g∈G

(R(g)−Rγ,n(g)) > ε

)
= 0.

Le théorème 2 s'applique pour des familles de fonctions à valeurs dans un domaine borné de la
forme [−MG ,MG ]Q. A�n de l'appliquer aux M-SVM, il convient donc d'introduire des hypothèses sur
X et la fonction noyau κ, qui se traduisent par des hypothèses sur Φ(X ), ainsi que des restrictions sur
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les paramètres w et b. Ces hypothèses et restrictions trouveront également leur utilité lors des étapes
ultérieures de la construction du risque garanti. Elles constituent en fait une extension directe du cadre
dans lequel est ordinairement traité le cas biclasse, cadre qui distingue la sélection de modèle (pas de
restriction a priori sur les valeurs que peuvent prendre les paramètres du noyau κ et C, sauf dans le cas
des approches bayésiennes) et la sélection de fonction (contraintes a priori sur w et b).

Hypothèses 1 Pour majorer la capacité d'une M-SVM à Q catégories, les hypothèses et contraintes
suivantes sont introduites :

1. Φ (X ) est inclus dans la boule fermée de rayon ΛΦ(X ) centrée sur l'origine de EΦ(X ) ;

2. le vecteur w satisfait la condition ‖w‖∞ ≤ Λw ;

3. le vecteur b appartient à [−β, β]Q.

Dans ces conditions, il résulte de l'inégalité de Cauchy-Schwarz que dans le cas d'une M-SVM, le paramètre
MG peut être instancié de la manière suivante : MH = ΛwΛΦ(X ) + β (MH̄ = ΛwΛΦ(X )).

Borner les dimensions VC à marge fait essentiellement appel à des résultats d'algèbre. Dans le cas
des M-SVM, cette étape est donc simpli�ée si elle est précédée d'une transition de H vers H̄, a�n de
travailler uniquement dans des espaces de Hilbert. Ici encore, la transition s'e�ectue plus simplement au
niveau des nombres de couverture. Elle est alors fournie par le lemme suivant.

Lemme 3 Soit H la famille des fonctions réalisables par une M-SVM à Q catégories sous l'hypothèse
que b appartient à [−β, β]Q et H̄ sa restriction aux fonctions véri�ant b = 0. Soient ε ∈ R∗+ et n ∈ N∗.
Alors,

N (p)
(
ε,∆#H, n

)
≤
(

2
⌈
β

ε

⌉
+ 1
)Q

N (p)
(
ε/2,∆#H̄, n

)
.

Ce lemme peut être légèrement amélioré en exploitant l'hypothèse supplémentaire
∑

k hk = 0. Il se
présente alors comme une généralisation directe du résultat biclasse. Il permet en dé�nitive de calculer la
complexité en échantillon des M-SVM par application d'un dernier résultat sur la dimension de Natarajan
à marge de la famille de fonctions ∆H̄.

Théorème 3 (Théorème 48 dans [95]) Soit H̄ la famille des fonctions réalisables par une M-SVM
à Q catégories sous les hypothèses 1 et la contrainte supplémentaire b = 0. Alors, pour toute valeur
strictement positive d'ε, on dispose de la borne suivante :

N-dim
(
∆H̄, ε

)
≤ C2

Q

(
ΛwΛΦ(X )

ε

)2

. (2.16)

Il convient de souligner le fait qu'ici, c'est l'opérateur de marge ∆ qui doit être utilisé. Plus précisément,
c'est son utilisation qui permet d'étendre au cas multiclasse le lemme 4.2 de [21]. Cette observation achève
l'explication de la forme prise par le lemme 2.

Ce théorème, reformulé dans le cas Q = 2, correspond à la borne sur la dimension fat-shattering d'un
séparateur linéaire fournie par le théorème 4.6 de [21] (voir aussi la remarque 1 dans [103]) :

Pε-dim (Hκ) ≤
(

ΛwΛΦ(X )

ε

)2

.

Dans le cas général, il nous apprend que la dimension de Natarajan à marge d'une M-SVM à Q ca-
tégories peut être bornée supérieurement par une borne uniforme sur les dimensions fat-shattering de
ses hyperplans séparateurs (dé�nis par l'équation 〈wk − wl,Φ(x)〉 = 0) multipliée par le nombre de ces
hyperplans, C2

Q. Il convient de noter que la preuve s'appuie directement sur l'idée fondant la dé�nition
des Ψ-dimensions, qui est de simuler la mise en ÷uvre d'une méthode de décomposition, et en tirer
parti pour exploiter des résultats biclasses. En ce sens, la discussion rejoint celle du théorème 2 : ce
résultat est entièrement lié au principe de la méthode de décomposition un contre un. Les termes C2

Q et
‖w‖∞ apparaissent dans (2.16) parce que toutes les paires de catégories sont considérées indépendam-
ment les unes des autres et qu'elles jouent toutes le même rôle (ce qui appelle l'utilisation d'une borne
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sur 1/2 max1≤k<l≤Q ‖wk −wl‖). Bien entendu, prendre en compte le fait que les C2
Q classi�eurs binaires

ne sont pas indépendants, dans la mesure où ils s'appuient sur un ensemble commun de Q vecteurs wk,
devrait engendrer une borne de meilleure qualité. Ici apparaît une fois encore le besoin de produire des
solutions originales pour le cas multiclasse, au lieu de simples extensions de résultats biclasses. Un autre
problème ouvert est celui qui consiste à harmoniser les considérations pratiques, incitant à utiliser la
norme `2 sur EQ

Φ(X ), et la majoration de la mesure de capacité, incitant au contraire à utiliser la norme
‖.‖∞. De nouveau, on peut s'appuyer sur la grande di�érence entre les marges observées sur la �gure 2.3
pour établir que ce problème est d'importance.

Un grand nombre de travaux ont porté sur la majoration des nombres de couverture associés à la SVM
biclasse par des méthodes ne faisant pas intervenir de dimension VC généralisée. L'idée de base consiste
à tirer le meilleur parti de la nature du noyau et du domaine dans lequel vivent les données, ce qui est
di�cile à e�ectuer dans le cadre précédent. L'extension multiclasse de ces travaux doit naturellement
fournir des alternatives intéressantes à la borne résultant de la combinaison des lemmes 2 et 3 et du
théorème 3, dont la preuve repose essentiellement sur des résultat valables pour des familles de fonctions
plus générales que H. Nous exposons à présent la première étude de ce type.

2.5.1.3 Utilisation des nombres d'entropie de l'opérateur d'évaluation

A la �n des années 90, Williamson et ses co-auteurs ont dérivé un ensemble de résultats permettant
de borner directement les nombres de couverture associés à des machines à noyau binaires, en particulier
les SVM standard. Ces résultats sont exposés dans [245, 243, 244, 197, 102]. Ils sont à l'origine des
travaux de même nature que nous avons e�ectués dans le cas multiclasse. Le théorème 1 a été établi pour
les deux opérateurs de marge, ∆ et ∆∗. Dans le cas de l'utilisation d'une dimension VC généralisée, le
lemme 2 impose de travailler sur les nombres de couverture de ∆∗

γG (ou ∆∗G). Les résultats de la présente
section peuvent être formulés avec l'un ou l'autre des opérateurs. Cependant, a�n de nous conformer à
l'exposition e�ectuée dans [98], nous les exprimons ici pour le seul opérateur ∆. Pour borner directement
N (p)(γ/4,∆γH, 2m)), comme dans le cas de l'utilisation de la dimension de Natarajan à marge, une
simpli�cation préliminaire apparaît utile. Elle est fournie par le lemme suivant :

Lemme 4 Soit G une famille de fonctions d'un domaine X dans RQ. Soient ε ∈ R∗+ et n ∈ N∗. Alors,

N (p) (ε,∆G, n) ≤ N (p) (ε,G, n) .

Appliquer successivement les lemmes 1, 3 et 4, permet de substituer à l'étude de la capacité de la famille
de fonctions ∆γH celle de H̄ (plus précisément, sa restriction à l'hyperplan d'équation

∑Q
k=1 wk = 0 sous

les hypothèses 1). Cette transition e�ectuée, il devient possible d'exploiter l'idée développée dans [243]
(voir également [244]), consistant à borner les nombres de couverture de H̄ en fonction des nombres
d'entropie de l'opérateur d'évaluation correspondant, et tirer parti ensuite des résultats disponibles sur
les nombres d'entropie des opérateurs linéaires entre espaces de Banach. Comme dans le cas des ε-
couvertures, ε-réseaux et nombres de couverture, il est di�cile d'identi�er la référence de base introduisant
la notion de nombres d'entropie. Dans le premier cas, nous avions dirigé le lecteur vers un célèbre article de
Kolmogorov et Tihomirov, présentant l'intérêt supplémentaire d'exposer plusieurs résultats sur la capacité
de familles de fonctions très utiles en apprentissage. Nous employons ici comme référence le traité de base
sur l'entropie et la compacité des opérateurs, [49], sur lequel nous aurons d'autres occasions de nous
appuyer dans la suite.

Définition 23 (Nombres d'entropie d'un ensemble et d'un opérateur [49]) Soit (E, ρ) un es-
pace pseudo-métrique. Soit E′ un sous-ensemble borné de E et n ∈ N∗. Le n-ième nombre d'entropie de
E′, εn(E′), est dé�ni comme étant le plus petit réel ε tel qu'il existe un ε-réseau de E′ de cardinalité au
plus n. Soient E et F deux espaces de Banach. L (E,F ) désigne l'espace de Banach de tous les opérateurs
(linéaires bornés) de E dans F muni de sa norme habituelle. Soit UE la boule unité fermée de E. Le
n-ième nombre d'entropie de S ∈ L (E,F ) est dé�ni par :

εn(S) = εn (S(UE)) .
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Dans cette double dé�nition apparaissent à la fois un espace pseudo-métrique et des espaces de Banach.
Naturellement, le passage d'un espace pseudo-métrique (complet) (E, ρ) à un espace semi-normé (complet)
(E, ‖.‖E) s'obtient en posant ‖e‖E = ρ(e, 0), le passage inverse s'obtenant en posant ρ(e, e′) = ‖e− e′‖E .
On désigne par `np l'espace vectoriel des suites de réels de longueur n muni de la norme ‖.‖p.

Définition 24 (Opérateur d'évaluation) Pour n ∈ N∗, soit xn ∈ Xn. L'opérateur d'évaluation
Sxn sur H̄ est dé�ni par :

Sxn : H̄ −→ `Qn
∞

h̄ = (wk)1≤k≤Q 7→ Sxn

(
h̄
)

= (〈wk,Φ(xi)〉)1≤i≤n, 1≤k≤Q .

Lemme 5 Considérons la restriction de H̄ aux fonctions véri�ant ‖w‖∞ ≤ Λw. Soit U sa restriction
aux fonctions véri�ant ‖w‖∞ ≤ 1. Soient ε ∈ R∗+ et n ∈ N∗. Alors,

N (p)(Λwε, H̄, n) ≤ N (p)(ε,U , n).

Naturellement, ce résultat est indépendant du choix de la norme. EQ
Φ(X ) n'a été muni ici de la norme

‖.‖∞ que dans le but de rendre les résultats de cette sous-section directement comparables à ceux de
la sous-section précédente. Pour établir le lien entre N (p)(ε,U , n) et les nombres d'entropie de Sxn , il
convient en premier lieu d'identi�er une di�culté. Depuis la formulation du théorème 1, nous n'avons
considéré que des ε-réseaux propres. Or, la dé�nition des nombres d'entropie ne se fonde pas sur une telle
restriction. Cette di�culté est surmontée grâce au lemme suivant, qui découle directement de l'inégalité
triangulaire.

Lemme 6 Soit G une famille de fonctions d'un domaine X dans RQ. Soient ε ∈ R∗+ et n ∈ N∗. Alors,

N (p) (2ε,G, n) ≤ N (ε,G, n) .

Ce résultat n'est bien entendu pas spéci�que aux familles de fonctions G. La question de savoir s'il est
possible de développer l'ensemble du raisonnement qui suit en ne considérant que des ε-réseaux propres,
de manière à éviter, comme dans le cas de l'utilisation de la dimension de Natarajan à marge, l'emploi
de ce lemme, reste ouverte. Le lien entre N (ε,U , n) et les nombres d'entropie de Sxn est fourni par la
proposition suivante.

Proposition 5 Soient ε ∈ R∗+ et n ∈ N∗.

sup
xn∈Xn

εp(Sxn) ≤ ε =⇒ N (ε,U , n) ≤ p.

Di�érents résultats sont disponibles pour borner εp(Sxn), suivant que l'espace de représentation EΦ(X )

est de dimension �nie ou non. Le premier cas est le plus simple. Il permet l'utilisation de la proposition
suivante.

Proposition 6 (Proposition 1.3.1 dans [49]) Soient E et F des espaces de Banach et S ∈ L (E,F ).
Si S est de rang r, alors pour n ∈ N∗,

εn(S) ≤ 4‖S‖n−1/r,

la norme de S étant dé�nie de manière canonique comme ‖S‖ = supe∈E :‖e‖E=1 ‖S(e)‖F .

Cette situation, étudiée dans [75, 74], fournit une borne par combinaison des lemmes 1, 3, 4, 5 et 6
(naturellement, di�érents enchaînements sont possibles), et des propositions 5 et 6. Elle est donnée par
le théorème suivant.

Théorème 4 (D'après le théorème 3 de [98]) Soit H la famille des fonctions réalisables par une
M-SVM à Q catégories sous les hypothèses 1. Si la dimension de l'espace EΦ(X ) est �nie et égale à d,
alors, pour toute valeur strictement positive de γ, on dispose de la borne suivante :

N (p) (γ/4,∆γH, 2m) ≤
(

2
⌈

8β
γ

⌉
+ 1
)Q

·
(

64ΛwΛΦ(X )

γ

)Qd

. (2.17)
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La preuve de cette borne repose sur le fait que sous l'hypothèse dim
(
EΦ(X )

)
= d, pour tout n ∈ N∗, le

rang de l'opérateur Sxn est majoré par la dimension de son domaine, dimension égale à Qd (puisque les
vecteurs wk appartiennent à Rd). Cette dimension peut être ramenée à (Q− 1)d en utilisant l'hypothèse
supplémentaire

∑
k hk = 0. Dans le cas contraire, ce qui se produit par exemple si le noyau est un noyau

RBF (gaussien), la seule borne sur le rang disponible est une borne sur la dimension du codomaine de
l'opérateur, Qn. François Denis a observé que ce dernier majorant, pour n = 2m, se substituant à d
dans l'inégalité (2.17), produit une borne sur les nombres de couverture inutilisable dans le risque garanti
donné par (2.15). En e�et, en employant cette borne, la borne sur le terme de contrôle ne tend plus vers
0 lorsque m tend vers l'in�ni. Il est alors nécessaire de recourir à un résultat plus complexe, le théorème
de Maurey-Carl.

Théorème 5 (Théorème de Maurey-Carl (lemme 6.4.1 dans [49])) Soient H un espace de Hil-
bert et S un opérateur appartenant à L (`n1 ,H) ou L (H, `n∞). Alors, pour tout couple d'entiers (k, n)
véri�ant 1 ≤ k ≤ n, on a

ek(S) ≤ c

(
1
k

log2

(
1 +

n

k

))1/2

‖S‖, (2.18)

où le nombre d'entropie dyadique ek(S) est égal à ε2k−1(S) et c est une constante universelle.

En substituant le théorème 5 à la proposition 6 dans l'enchaînement des résultats conduisant au théo-
rème 4, on obtient en dé�nitive la borne recherchée.

Théorème 6 (D'après le théorème 2 de [98]) Soit H la famille des fonctions réalisables par une
M-SVM à Q catégories sous les hypothèses 1. Alors, pour toute valeur strictement positive de γ, on dispose
de la borne suivante :

N (p)(γ/4,∆γH, 2m) ≤
(

2
⌈

8β
γ

⌉
+ 1
)Q

· 2
16cΛwΛΦ(X)

γ

q
2Qm
ln(2)−1

.

Cette majoration du nombre de couverture d'intérêt fait intervenir la même norme sur EQ
Φ(X ) que celle

impliquant la dimension de Natarajan à marge. Elle ne permet donc pas davantage de caractériser pré-
cisément l'in�uence du pénalisateur commun aux formulations de base des trois M-SVM :

∑Q
k=1 ‖wk‖2.

L'incorporer dans la borne sur le risque donnée par le théorème 1 fournit pour taux de décroissance du
terme de contrôle

√
1√
m
. Cette borne est donc, au moins pour une taille de l'échantillon d'apprentissage

su�samment grande, moins bonne que celle issue de l'emploi de la dimension de Natarajan à marge.
Naturellement, l'utilisation pratique de ce résultat, par exemple pour mettre en ÷uvre une méthode de
sélection de modèle, nécessite la détermination de la valeur de la constante universelle c. Si l'on com-
pare les résultats exposés ci-dessus aux sources d'inspiration provenant du cas biclasse, on s'aperçoit que
beaucoup reste à faire, en particulier pour exploiter les propriétés du noyau, autrement qu'à travers son
in�uence sur les marges ou sur la valeur de ΛΦ(X ). Dans [245, 244, 197] la famille des fonctions réalisables
par une machine à noyau est considérée comme étant engendrée par un opérateur intégral induit par le
noyau, et des propriétés de cet opérateur sont utilisées a�n de borner les nombres de couverture d'intérêt.
L'étude est poursuivie dans [102], où le cas d'un noyau RBF est plus particulièrement considéré. Les
auteurs obtiennent une borne sur les nombres de couverture en fonction de la variance σ2 du noyau. Plus
précisément, le logarithme des nombres de couverture apparaît comme un "grand o" de l'inverse de σ
(équation 30). Tous ces travaux demeurent encore à étendre au cas multiclasse.

2.5.1.4 Utilisation d'une moyenne de Rademacher

La borne établie dans cette section s'appuie de nouveau sur les hypothèses 1 et la contrainte sup-
plémentaire b = 0 (on travaille avec H̄). Elle est directement inspirée des résultats biclasses exposés
dans [20] et les sections 3 et 4 de [39]. Elle fait également appel au contenu des chapitres 4 de [134]
et [201]. Nous débutons en rappelant la dé�nition d'une moyenne de Rademacher. On nomme suite de
Bernoulli ou suite de Rademacher une suite (σi)1≤i≤n de variables aléatoires indépendantes véri�ant :
∀i ∈ {1, . . . , n} , P (σi = 1) = P (σi = −1) = 1

2 .
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Définition 25 (Moyenne de Rademacher) Pour n ∈ N∗, soient A un ensemble borné de vecteurs
a = (ai)1≤i≤n appartenant à Rn et (σi)1≤i≤n une suite de Rademacher. La moyenne de Rademacher
associée à A, Rn(A), est dé�nie par :

Rn(A) = E sup
a∈A

1
n

∣∣∣∣∣
n∑

i=1

σiai

∣∣∣∣∣ .
L'utilisation de moyennes de Rademacher se trouve au centre de nombreux résultats en théorie des pro-
cessus empiriques et théorie des bornes. On dispose pour ces moyennes d'un vaste ensemble de propriétés,
au nombre desquelles se trouve le principe de contraction, dont la première formulation correspond au
théorème 4.12 de [134], et qui nous sera utile dans la suite.

Théorème 7 (Principe de contraction, d'après le théorème 4.15 de [201]) A et n étant dé�-
nis comme dans la dé�nition 25, soit φ une fonction lipschitzienne de rapport Lφ telle que φ(0) = 0.
Notons

φ (A) =
{

(φ (ai))1≤i≤n : (ai)1≤i≤n ∈ A
}
.

Alors :

Rn (φ (A)) ≤ 2LφRn (A) .

Comme dans le cas du théorème 1, la construction de la borne exposée dans cette section s'appuie sur la
dé�nition d'un nouveau risque et l'utilisation d'une inégalité de concentration. En nous inspirant de la
fonction de perte de la M-SVM de Crammer et Singer, nous considérons le risque suivant :

R̃(h) = E
[
(1−∆hY (X))+

]
.

R̃m(h) désigne le risque empirique correspondant, mesuré sur un m-échantillon. La preuve du théorème 1
faisait intervenir l'inégalité de Hoe�ding [112]. L'inégalité de concentration à la base de notre borne
s'appuyant sur une moyenne de Rademacher est l'inégalité des di�érences bornées.

Théorème 8 (Inégalité des di�érences bornées, [157]) Pour n appartenant à N∗, soit (Ti)1≤i≤n

une suite de n variables aléatoires indépendantes à valeurs dans un ensemble T . Soit g une fonction de
T n dans R telle qu'il existe une suite de constantes positives (ci)1≤i≤n véri�ant :

∀i ∈ {1, . . . , n} , sup
(ti)1≤i≤n∈T n,t′i∈T

|g(t1, . . . , tn)− g(t1, . . . , ti−1, t
′
i, ti+1, . . . , tn)| ≤ ci.

Alors, pour toute valeur strictement positive de τ , la variable aléatoire g (T1, . . . , Tn) satisfait les inégalités
suivantes :

P {g (T1, . . . , Tn)− Eg (T1, . . . , Tn) > τ} ≤ e−
2τ2

c

et

P {Eg (T1, . . . , Tn)− g (T1, . . . , Tn) > τ} ≤ e−
2τ2

c

où c =
∑n

i=1 c
2
i .

Ces dé�nitions et résultats de base étant posés, nous démontrons la borne suivante.

Théorème 9 (Théorème 6 dans [94]) Soit H̄ la famille des fonctions réalisables par une M-SVM à
Q catégories sous les hypothèses 1 et la contrainte supplémentaire b = 0. Soit KH̄ = ΛwΛΦ(X ) + 1. Avec
une probabilité au moins égale à 1− δ, le risque de toute fonction h̄ de H̄ est borné supérieurement de la
manière suivante :

R(h̄) ≤ R̃m(h̄) +
4√
m

+
4Q(Q− 1)Λw

m

√√√√ m∑
i=1

κ (Xi, Xi) +KH̄

√
ln
(

1
δ

)
2m

. (2.19)
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Preuve Etant donné que 1l{∆#h̄Y (X)≤0} ≤
(
1−∆h̄Y (X)

)
+
, la proposition 3 implique la majoration

suivante :
R(h̄) ≤ R̃(h̄).

En conséquence,

R(h̄) ≤ R̃m(h̄) + sup
h̄′∈H̄

(
R̃(h̄′)− R̃m(h̄′)

)
. (2.20)

La suite de cette preuve est dédiée à la majoration du supremum du processus empirique apparaissant
dans (2.20). Notons Z le couple aléatoire (X,Y ) et Zi ses copies constituant le m-échantillon Dm : Dm =
(Zi)1≤i≤m. Cette simpli�cation des notations étant posée, l'inégalité des di�érences bornées s'applique
au supremum qui nous intéresse, en posant n = m, (Ti)1≤i≤n = Dm (i.e., Ti = Zi), g (T1, . . . , Tn) =

suph̄∈H̄

(
R̃(h̄)− R̃m(h̄)

)
. Du fait des hypothèses du théorème 9, les fonctions h̄ de H̄ et donc les fonctions

∆h̄ de ∆H̄ prennent leurs valeurs dans [−MH̄,MH̄]Q avec MH̄ = ΛwΛΦ(X ). En conséquence, la fonction
de perte associée au risque R̃ prend ses valeurs dans l'intervalle [0,MH̄ + 1]. Notons KH̄ = MH̄ + 1. On
peut alors choisir la suite (ci)1≤i≤m de la manière suivante : ∀i ∈ {1, . . . ,m} , ci = KH̄

m . Comme nous
souhaitons simplement majorer le supremum, c'est la première inégalité qui est employée. On obtient le
résultat suivant : avec une probabilité au moins égale à 1− δ,

sup
h̄∈H̄

(
R̃(h̄)− R̃m(h̄)

)
≤ E sup

h̄∈H̄

(
R̃(h̄)− R̃m(h̄)

)
+KH̄

√
ln
(

1
δ

)
2m

. (2.21)

L'introduction d'un échantillon fantôme D′m = ((X ′
i, Y

′
i ))1≤i≤m = (Z ′i)1≤i≤m, possédant les mêmes pro-

priétés que l'échantillon initial Dm, et indépendant de celui-ci, permet d'appliquer une symétrisation.
Soient R̃Dm

(h̄) et R̃D′
m

(h̄) les risques empiriques fonctions respectivement de Dm et D′m (on a donc
R̃Dm

(h̄) = R̃m(h̄)). Alors,

E sup
h̄∈H̄

(
R̃(h̄)− R̃m(h̄)

)
= E sup

h̄∈H̄

(
ER̃D′

m
(h̄)− R̃Dm(h̄)

)
= E sup

h̄∈H̄

(
E
[
R̃D′

m
(h̄)− R̃Dm

(h̄)|Dm

])
.

Le supremum étant convexe, l'application de l'inégalité de Jensen (voir par exemple le théorème A.18 de
[65]) donne :

E sup
h̄∈H̄

(
E
[
R̃D′

m
(h̄)− R̃Dm

(h̄)|Dm

])
≤ E sup

h̄∈H̄

(
R̃D′

m
(h̄)− R̃Dm

(h̄)
)
.

Par substitution dans (2.21), on en déduit la majoration suivante :

sup
h̄∈H̄

(
R̃(h̄)− R̃m(h̄)

)
≤ E sup

h̄∈H̄

(
R̃D′

m
(h̄)− R̃Dm(h̄)

)
+KH̄

√
ln
(

1
δ

)
2m

.

E sup
h̄∈H̄

(
R̃D′

m
(h̄)− R̃Dm

(h̄)
)

= E

[
sup
h̄∈H̄

1
m

m∑
i=1

((
1−∆h̄Y ′

i
(X ′

i)
)
+
−
(
1−∆h̄Yi (Xi)

)
+

)]

≤ E

[
sup
h̄∈H̄

1
m

∣∣∣∣∣
m∑

i=1

((
1−∆h̄Y ′

i
(X ′

i)
)
+
−
(
1−∆h̄Yi (Xi)

)
+

)∣∣∣∣∣
]
.

Notons D2m l'union des échantillons Dm et D′m. A ce niveau, l'introduction d'une pondération par des
variables de Rademacher peut être envisagée comme l'application d'une permutation sur D2m, permuta-
tion constituée uniquement de transpositions entre éléments de mêmes indices dans l'échantillon initial et
l'échantillon fantôme. Naturellement, une telle permutation préserve la mesure produit P 2m. On a donc :

E sup
h̄∈H̄

(
R̃D′

m
(h̄)− R̃Dm(h̄)

)
≤ E

[
sup
h̄∈H̄

1
m

∣∣∣∣∣
m∑

i=1

σi

((
1−∆h̄Y ′

i
(X ′

i)
)
+
−
(
1−∆h̄Yi (Xi)

)
+

)∣∣∣∣∣
]
.
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E sup
h̄∈H̄

(
R̃D′

m
(h̄)− R̃Dm(h̄)

)
≤ 2E

[
sup
h̄∈H̄

1
m

∣∣∣∣∣
m∑

i=1

σi

(
1−∆h̄Yi (Xi)

)
+

∣∣∣∣∣
]
. (2.22)

Soulignons que dans la formule 2.22, le terme de gauche correspond à une espérance par rapport à D2m,
tandis que le terme de droite correspond à une espérance par rapport à σ = (σi)1≤i≤m. En notant φ+ la
fonction qui à t associe (t)+ et a le vecteur aléatoire de terme général ai = 1 − ∆h̄Yi (Xi), le terme de
droite de la formule 2.22, au coe�cient 2 près, se réécrit sous la forme suivante :

E

[
sup
a∈A

1
m

∣∣∣∣∣
m∑

i=1

σiφ+ (ai)

∣∣∣∣∣
]

= Rm (φ+ (A))

où A est l'ensemble des vecteurs a obtenus lorsque h̄ décrit la famille H̄ (plus précisément sa restriction
induite par les hypothèses faites). La fonction φ+ étant lipschitzienne de rapport 1, l'application du
théorème 7 fournit une majoration de cette dernière expression en fonction de la moyenne de Rademacher
associée à A qui est donnée par :

E

[
sup
h̄∈H̄

1
m

∣∣∣∣∣
m∑

i=1

σi

(
1−∆h̄Yi (Xi)

)
+

∣∣∣∣∣
]
≤ 2E

[
sup
h̄∈H̄

1
m

∣∣∣∣∣
m∑

i=1

σi

(
1−∆h̄Yi (Xi)

)∣∣∣∣∣
]

≤ 2

(
E

[
1
m

∣∣∣∣∣
m∑

i=1

σi

∣∣∣∣∣
]

+ E

[
sup
h̄∈H̄

1
m

∣∣∣∣∣−
m∑

i=1

σi∆h̄Yi (Xi)

∣∣∣∣∣
])

≤ 2

(
1√
m

+ E

[
sup
h̄∈H̄

1
m

∣∣∣∣∣
m∑

i=1

σi∆h̄Yi
(Xi)

∣∣∣∣∣
])

.

E

[
sup
h̄∈H̄

∣∣∣∣∣
m∑

i=1

σi∆h̄Yi
(Xi)

∣∣∣∣∣
]

= E

[
sup
h̄∈H̄

∣∣∣∣∣
m∑

i=1

σi
1
2

(
h̄Yi

(Xi)−max
k 6=Yi

h̄k (Xi)
)∣∣∣∣∣
]
.

Les calculs e�ectués jusqu'à présent ne sont propres aux M-SVMs qu'en ce qu'ils utilisent, pour la dé-
termination de la valeur de la constante KH̄, les hypothèses 1. La suite des calculs s'appuie directement
sur le fait que la famille H̄ est construite autour d'un RKHS induit par le noyau κ. Pour toute fonction
h̄ de H̄ et tout couple (Xi, Yi) de Dm, notons K∗

i la variable aléatoire correspondant au plus petit indice
de catégorie tel que h̄K∗

i
(Xi) = maxk 6=Yi h̄k (Xi). On a donc K∗

i = argmaxk 6=Yi
h̄k (Xi), lorsque cette

dernière expression est dé�nie sans ambiguïté. Cela permet d'écrire :

1
2

E

[
sup
h̄∈H̄

∣∣∣∣∣
m∑

i=1

σi

(
h̄Yi (Xi)−max

k 6=Yi

h̄k (Xi)
)∣∣∣∣∣
]

=
1
2

E

[
sup
h̄∈H̄

∣∣∣∣∣
m∑

i=1

σi

(
h̄Yi (Xi)− h̄K∗

i
(Xi)

)∣∣∣∣∣
]
.

Notons à présent Pm l'ensemble des applications pm de {1, . . . ,m} dans {1, . . . , Q}2 telles que le couple
pm(i) est toujours constitué de deux valeurs di�érentes. Ces applications dé�nissent donc des partitions
de {1, . . . ,m} en Q(Q − 1) classes. Alors, en s'appuyant sur ces partitions, on peut éliminer des calculs
les couples aléatoires (Yi,K

∗
i ), propres au cas multiclasse, de la manière suivante :

1
2

E

[
sup
h̄∈H̄

∣∣∣∣∣
m∑

i=1

σi

(
h̄Yi (Xi)− h̄K∗

i
(Xi)

)∣∣∣∣∣
]
≤ 1

2
E

sup
h̄∈H̄

sup
pm∈Pm

∣∣∣∣∣∣
∑
k 6=l

∑
i : pm(i)=(k,l)

σi

(
h̄k (Xi)− h̄l (Xi)

)∣∣∣∣∣∣


≤ 1
2

E

sup
h̄∈H̄

sup
pm∈Pm

∑
k 6=l

∣∣∣∣∣∣
∑

i : pm(i)=(k,l)

σi〈hk − hl, κ (Xi, .)〉

∣∣∣∣∣∣
 . (2.23)
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Du fait des hypothèses formulées sur la famille de fonctions H̄, l'inégalité de Cauchy-Schwarz fournit la
majoration suivante : ∀h̄ ∈ H̄, ∀pm ∈ Pm, ∀(k, l) ∈ {1, . . . , Q}2 , k 6= l,

1
2

∣∣∣∣∣∣
∑

i : pm(i)=(k,l)

σi〈hk − hl, κ (Xi, .)〉

∣∣∣∣∣∣ = 1
2

∣∣∣∣∣∣〈hk − hl,
∑

i : pm(i)=(k,l)

σiκ (Xi, .)〉

∣∣∣∣∣∣
≤ Λw

∥∥∥∥∥∥
∑

i : pm(i)=(k,l)

σiκ (Xi, .)

∥∥∥∥∥∥ .
Par suite,

1
2

E

sup
h̄∈H̄

sup
pm∈Pm

∑
k 6=l

∣∣∣∣∣∣
∑

i : pm(i)=(k,l)

σi〈hk − hl, κ (Xi, .)〉

∣∣∣∣∣∣
 ≤ ΛwE

sup
h̄∈H̄

sup
pm∈Pm

∑
k 6=l

∥∥∥∥∥∥
∑

i : pm(i)=(k,l)

σiκ (Xi, .)

∥∥∥∥∥∥


= ΛwE

 sup
pm∈Pm

∑
k 6=l

∥∥∥∥∥∥
∑

i : pm(i)=(k,l)

σiκ (Xi, .)

∥∥∥∥∥∥
 ≤ Λw

∑
k 6=l

E

 sup
pm∈Pm

∥∥∥∥∥∥
∑

i : pm(i)=(k,l)

σiκ (Xi, .)

∥∥∥∥∥∥
 . (2.24)

En conséquence, pour achever la dérivation de la borne, il reste à trouver une expression majorant
uniformément les expressions de la forme :

E

∥∥∥∥∥∑
i∈Im

σiκ (Xi, .)

∥∥∥∥∥ ,
où Im est un sous-ensemble de {1, . . . ,m}. Les auteurs de [39] utilisent pour cela l'inégalité de Khintchine
(voir par exemple [134]), mais l'inégalité de Jensen fournit ici encore le résultat désiré.

E

∥∥∥∥∥∑
i∈Im

σiκ (Xi, .)

∥∥∥∥∥ = E

〈∑
i∈Im

σiκ (Xi, .) ,
∑

j∈Im

σjκ (Xj , .)〉
1
2

 (2.25)

Par application de l'inégalité de Jensen, le terme de droite de l'équation 2.25 est majoré comme suit :

E

〈∑
i∈Im

σiκ (Xi, .) ,
∑

j∈Im

σjκ (Xj , .)〉
1
2

 ≤
E

∑
i∈Im

∑
j∈Im

σiσjκ (Xi, Xj)

 1
2

=

(∑
i∈Im

κ (Xi, Xi)

) 1
2

.

Notons au passage que ce raisonnement est précisément celui permettant d'établir le résultat partiel
utilisé plus haut : E

[
1
m |
∑m

i=1 σi|
]
≤ 1√

m
.

∀Im ⊂ {1, . . . ,m} , E

∥∥∥∥∥∑
i∈Im

σiκ (Xi, .)

∥∥∥∥∥ ≤
(∑

i∈Im

κ (Xi, Xi)

) 1
2

≤

(
m∑

i=1

κ (Xi, Xi)

) 1
2

On obtient donc en résumé :

∀pm ∈ Pm, ∀(k, l) ∈ {1, . . . , Q}2 , k 6= l, E

 sup
pm∈Pm

∥∥∥∥∥∥
∑

i : pm(i)=(k,l)

σiκ (Xi, .)

∥∥∥∥∥∥
 ≤ ( m∑

i=1

κ (Xi, Xi)

) 1
2

.

Par substitution dans le terme de droite de (2.24), puis dans le terme de droite de (2.23), nous obtenons :

1
2

E

[
sup
h̄∈H̄

∣∣∣∣∣
m∑

i=1

σi

(
h̄Yi

(Xi)−max
k 6=Yi

h̄k (Xi)
)∣∣∣∣∣
]
≤ Q(Q− 1)Λw

(
m∑

i=1

κ (Xi, Xi)

) 1
2

.
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En rassemblant tous les résultats partiels, on obtient la borne 2.19, ce qui achève la démonstration.

Notons que
∑m

i=1 κ (xi, xi) est la trace de la matrice de Gram de la M-SVM, si bien que cette borne
peut être estimée très aisément à partir de l'ensemble d'apprentissage. Nous avons donné de la borne 2.19
une formulation aussi proche que possible de celles des résultats biclasses similaires (voir par exemple le
théorème 4.12 de [201]), c'est-à-dire faisant apparaître dans le terme de contrôle les termes empiriques
κ (Xi, Xi). Naturellement, les hypothèses 1 permettent de simpli�er l'écriture, en utilisant la majoration
1
m

√∑m
i=1 κ (Xi, Xi) ≤

√
1
mΛΦ(X ). L'utilisation d'une moyenne de Rademacher fournit donc un risque

garanti dont le terme de contrôle décroît en
√

1
m . Ce taux, qui est également celui de la borne VC

standard, est optimal. Il reste cependant une marge de progression dans la détermination des constantes.
Une question ouverte consiste à déterminer si le terme Q(Q−1) peut être remplacé par C2

Q. En reprenant
les notations de la preuve, il s'agit d'établir s'il est possible de traiter globalement les deux ensembles
{i : pm(i) = (k, l)} et {i : pm(i) = (l, k)}. Un autre avantage de cette approche par rapport à celles
décrites dans les deux sections précédentes, reposant sur le théorème 1, est de faciliter la formulation
de bornes dédiées aux di�érentes M-SVMs. En reprenant les notations du théorème 9, il su�t d'adapter
la dé�nition du risque R̃ a�n qu'elle prenne en compte la fonction de perte `M-SVM appropriée, tout en
restant compatible avec la contrainte R(h̄) ≤ R̃(h̄) et l'application du principe de contraction.

2.5.2 Autres SVM multiclasses

La famille des fonctions réalisables par la version multiclasse de la LS-SVM est exactement la même
que celle correspondant à la mise en ÷uvre d'une méthode de décomposition fondée sur l'emploi de la
SVM biclasse standard et d'une matrice de mots codes. Il est donc possible de borner le risque de cette
SVM multiclasse en s'appuyant sur les résultats disposibles pour ces méthodes de décomposition.

L'étude des performances en généralisation de la SVM multiclasse d'Anguita et co-auteurs peut s'ap-
puyer sur le calcul d'une borne sur sa dimension de Natarajan à marge. Nous détaillons ci-dessous ce
calcul. Soit x un élément de X . En reprenant les notations de la section 2.4.2.2, nous désignons par(
x(k)

)
1≤k≤Q

la suite de ses reformulations correspondant aux di�érentes catégories. Soit X̃ l'espace des

données reformulées : X̃ =
{
x(k) : x ∈ X , k ∈ {1, . . . , Q}

}
. On dispose alors du résultat suivant, qui

représente une variante du lemme 4.2 de [21] :

Lemme 7 Soit H̄ la famille des fonctions réalisables par une SVM multiclasse d'Anguita et co-auteurs
à Q catégories sous les contraintes ‖w‖ ≤ Λw et b = 0. Soit ε ∈ R∗+. Si un sous-ensemble sXn =
{xi : 1 ≤ i ≤ n} de X est N-pulvérisé avec une marge ε par ∆H̄, alors pour toute partition de cet ensemble
en deux sous-ensembles s1 et s2, on dispose de la majoration suivante :∥∥∥∥∥ ∑

xi∈s1

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
−
∑

xi∈s2

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))∥∥∥∥∥ ≥ 2n
Λw

ε. (2.26)

Preuve Supposons que sXn = {xi : 1 ≤ i ≤ n} soit un sous-ensemble de X N-pulvérisé avec une marge
ε par ∆H̄. Soit (I(sXn), vb) un témoin de cette pulvérisation avec I(sXn) = {(i1(xi), i2(xi)) : 1 ≤ i ≤ n}
et vb = (bi)1≤i≤n. Par dé�nition, pour tout vecteur vy = (yi) de {−1, 1}n, il existe une fonction h̄y dans
H̄ caractérisée par le vecteur wy telle que :

∀i ∈ {1, . . . , n} ,
{

si yi = 1, ∆h̄y,i1(xi)(xi)− bi ≥ ε
si yi = −1, ∆h̄y,i2(xi)(xi) + bi ≥ ε

.

Par dé�nition de H̄ et de l'opérateur de marge ∆, ceci est équivalent à :

∀i ∈ {1, . . . , n} ,

 si yi = 1, 1
2

(
〈wy,Φ

(
x

(i1(xi))
i

)
〉 −maxk 6=i1(xi) 〈wy,Φ

(
x

(k)
i

)
〉
)
− bi ≥ ε

si yi = −1, 1
2

(
〈wy,Φ

(
x

(i2(xi))
i

)
〉 −maxk 6=i2(xi) 〈wy,Φ

(
x

(k)
i

)
〉
)

+ bi ≥ ε
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et implique par suite

∀i ∈ {1, . . . , n} ,

 si yi = 1, 1
2 〈wy,Φ

(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

)
〉 − bi ≥ ε

si yi = −1, 1
2 〈wy,Φ

(
x

(i2(xi))
i

)
− Φ

(
x

(i1(xi))
i

)
〉+ bi ≥ ε

. (2.27)

Considérons à présent une partition quelconque de sXn en deux sous-ensembles s1 et s2 et le vecteur vy

de {−1, 1}n tel que yi = 1 si xi ∈ s1 et yi = −1 si xi ∈ s2. Il résulte du système 2.27 que :

1
2
〈wy,

∑
xi∈s1

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
〉−
∑

xi∈s1

bi+
1
2
〈wy,

∑
xi∈s2

(
Φ
(
x

(i2(xi))
i

)
− Φ

(
x

(i1(xi))
i

))
〉+
∑

xi∈s2

bi

≥ nε

ce qui se simpli�e en

1
2
〈wy,

∑
xi∈s1

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
−
∑

xi∈s2

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
〉−
∑

xi∈s1

bi+
∑

xi∈s2

bi ≥ nε.

Réciproquement, considérons le vecteur vy tel que yi = −1 si xi ∈ s1 et yi = 1 si xi ∈ s2. On obtient
alors

1
2
〈wy,−

∑
xi∈s1

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
+
∑

xi∈s2

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
〉+
∑

xi∈s1

bi−
∑

xi∈s2

bi ≥ nε.

En conséquence, si
∑

xi∈s1
bi −

∑
xi∈s2

bi ≥ 0, il existe une fonction h̄y de H̄ telle que

1
2
〈wy,

∑
xi∈s1

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
−
∑

xi∈s2

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
〉 ≥ nε (2.28)

tandis que si
∑

xi∈s1
bi −

∑
xi∈s2

bi < 0, il existe une autre fonction h̄y de H̄ telle que

1
2
〈wy,−

∑
xi∈s1

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
+
∑

xi∈s2

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
〉 ≥ nε. (2.29)

L'application de l'inégalité de Cauchy-Schwarz à (2.28) et (2.29) fournit dans les deux cas :

1
2
‖wy‖

∥∥∥∥∥ ∑
xi∈s1

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
−
∑

xi∈s2

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))∥∥∥∥∥ ≥ nε,

résultat dont la validité est donc indépendante du signe de
∑

xi∈s1
bi −

∑
xi∈s2

bi. En dé�nitive, la mino-
ration 2.26 découle de cette borne, compte tenu de l'hypothèse ‖w‖ ≤ Λw.

Lemme 8 (Lemme 4.3 dans [21]) Considérons une suite de points (ti)1≤i≤n d'un espace de Hilbert
telle que max1≤i≤n ‖ti‖ ≤ Λt. Alors il existe une partition de {ti : 1 ≤ i ≤ n} en deux sous-ensembles s1
et s2 telle que : ∥∥∥∥∥∥

∑
ti∈s1

ti −
∑

tj∈s2

tj

∥∥∥∥∥∥ ≤ √
nΛt.

Notre borne sur la dimension de Natarajan à marge de la SVM multiclasse d'Anguita et co-auteurs est
une conséquence directe des lemmes 7 et 8.
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Théorème 10 Soit H̄ la famille des fonctions réalisables par une SVM multiclasse d'Anguita et co-
auteurs à Q catégories sous les contraintes ‖w‖ ≤ Λw et b = 0. Notons X̃ l'espace des données reformulées.

Si Φ
(
X̃
)
est inclus dans la boule de rayon ΛΦ(X̃) centrée sur l'origine de EΦ(X̃), alors pour toute valeur

strictement positive d'ε, on dispose de la borne suivante :

N-dim
(
∆H̄, ε

)
≤

(
ΛwΛΦ(X̃)

ε

)2

.

Preuve Soit sXn un sous-ensemble de X de cardinalité n N-pulvérisé avec une marge ε par ∆H̄. Soit
(I(sXn), vb) un témoin de cette pulvérisation. En application du lemme 7, la minoration 2.26 est véri�ée
pour toute partition de sXn en deux sous-ensembles s1 et s2. De plus, d'après le lemme 8, il existe au
moins une de ces partitions pour laquelle :∥∥∥∥∥ ∑

xi∈s1

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))
−
∑

xi∈s2

(
Φ
(
x

(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

))∥∥∥∥∥ ≤
√
n max

1≤i≤n

∥∥∥Φ(x(i1(xi))
i

)
− Φ

(
x

(i2(xi))
i

)∥∥∥ . (2.30)

Φ
(
X̃
)
étant inclus dans la boule de rayon ΛΦ(X̃) centrée sur l'origine de EΦ(X̃), le terme de droite de

(2.30) est majoré par 2
√
nΛΦ(X̃). On obtient donc :

2n
Λw

ε ≤ 2
√
nΛΦ(X̃),

soit encore

n ≤

(
ΛwΛΦ(X̃)

ε

)2

.

Poser n égal à sa valeur maximale, N-dim
(
∆H̄, ε

)
, fournit en dé�nitive le résultat annoncé.

2.5.3 Méthodes de décomposition

Dans [175], les auteurs soulignent qu'il n'existe pas de borne dédiée à la méthode de décomposition
un contre tous, non plus qu'à la méthode de décomposition un contre un. Ils proposent à l'inverse pour la
DAGSVM un risque garanti à risque empirique nul (ce que Vapnik nomme le cas favorable). Ils s'appuient
pour ce faire sur une variante de la borne standard de la dimension fat-shattering des séparateurs linéaires
déjà rencontrée dans la section 2.5.1.2, borne donnée par le théorème 4.6 de [21]. Le résultat est le suivant :

Théorème 11 (Théorème 1 dans [175]) Soit G la famille des fonctions réalisables par une DAG-
SVM à Q catégories. Sous l'hypothèse que Φ(X ) est inclus dans la boule fermée de rayon ΛΦ(X ) centrée
sur l'origine de EΦ(X ) et que la fonction g sélectionnée par l'apprentissage ne commet aucune erreur
sur le m-échantillon d'apprentissage, alors avec une probabilité au moins 1 − δ, on dispose de la borne
suivante :

R(g) ≤
130Λ2

Φ(X )

m

C2
Q∑

n=1

1
γ2

n

log2(4em) log2(4m) + log2

(
2(2m)C2

Q

δ

) ,

où (γn)1≤n≤C2
Q
est le vecteur des marges géométriques (biclasses) de l'ensemble des SVM associées à g.

La preuve, comme souvent en théorie des bornes, s'obtient par combinaison de plusieurs résultats
standard. En l'occurence, les emprunts sont faits à l'approche utilisée dans [28] pour étudier les arbres de
décision combinant des perceptrons, et à [227] pour l'utilisation d'un échantillon fantôme. Crammer et
Singer démontrent dans [57] que ce résultat peut être étendu de manière immédiate a�n de fournir une
borne pour leur M-SVM.
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Corollaire 1 (Corollaire 2 dans [57]) Soit H̄ la famille des fonctions réalisables par une M-SVM
de Crammer et Singer à Q catégories. Sous l'hypothèse que Φ(X ) est inclus dans la boule fermée de rayon
ΛΦ(X ) centrée sur l'origine de EΦ(X ) et que la fonction h̄ sélectionnée par l'apprentissage ne commet
aucune erreur sur le m-échantillon d'apprentissage, alors avec une probabilité au moins 1− δ, on dispose
de la borne suivante :

R(h̄) ≤
130Λ2

Φ(X )

m

(
Q

Q∑
k=1

‖wk‖2 log2(4em) log2(4m) + log2

(
2(2m)C2

Q

δ

))
.

Ce résultat n'est pas directement comparable à celui que produit la combinaison des théorèmes 2 et
3, dans la mesure où il repose sur l'hypothèse d'un risque empirique nul, qui est connue comme étant
favorable du point de vue de la décroissance de la borne en fonction de m (voir par exemple le chapitre 4
de [229]). Crammer et Singer fournissent également, avec le corollaire 3 de [57], une borne sur le risque
associé à une catégorie particulière, risque dé�ni comme la probabilité d'observer pour cette catégorie un
"faux positif" ou un "faux négatif".

2.5.4 Discussion

Les travaux relatifs aux bornes multiclasses apparaissent bien moins avancés que ceux portant sur le
cas biclasse. Beaucoup d'idées demeurent à étendre, comme la condition de bruit de Mammen-Tsybakov
[220] et son exploitation pour obtenir un meilleur taux de convergenge. On trouve plus de résultats relatifs
aux M-SVM qu'aux méthodes de décomposition, ce qui peut sembler étonnant si l'on considère que la
pratique favorise ces dernières. Parmi les bornes dédiées aux M-SVM, celle s'appuyant sur une moyenne
de Rademacher est actuellement la meilleure. Un important dé� consiste à obtenir une borne VC dont le

terme de contrôle décroisse en
√

1
m . Plus précisément, il serait très instructif d'établir si une telle borne

peut être obtenue en changeant simplement les normes dans la preuve du théorème 2. Cela devrait dans
tous les cas faire apparaître des problèmes techniques originaux.

2.6 Programmation des SVM multiclasses

Les éléments de programmation mathématique évoqués dans cette section peuvent être trouvés dans
[160, 80].

2.6.1 Etat de l'art

Depuis que les SVM biclasses ont été introduites, leur programmation a fait l'objet de nombreux
travaux. L'enjeu est d'importance, dans la mesure où le temps de calcul requis pour l'apprentissage
de ces machines (résolution du problème de programmation quadratique correspondant), est au moins
proportionnel à m2, lorsque C est petit, et m3 lorsque C devient grand [36]. Il apparaît donc nécessaire,
pour traiter des ensembles d'apprentissage de très grande taille, cas qui se présente de plus en plus souvent
en pratique, de disposer d'algorithmes dédiés, utilisant des heuristiques a�n de produire des solutions
approchées de bonne qualité. Les plus anciens ne manqueront pas de se demander à cette occasion
pourquoi tant de chercheurs s'acharnent à utiliser un modèle conçu pour les petits échantillons dans un
régime plus proche de l'asymptotique, où les PMC, par exemple, donnent souvent entière satisfaction.
Nous avons déjà évoqué plus haut l'algorithme SMO de Platt. Il s'agit d'une version extrême des méthodes
de décomposition qui sont décrites par exemple dans [117] ou le chapitre 7 de [58]. Récemment, deux
algorithmes d'apprentissage ont retenu l'attention de la communauté. LASVM [36] est un algorithme en
ligne conçu pour traiter avec un faible temps d'exécution des problèmes de grande taille. S'appuyant sur
SMO, il permet d'obtenir, après une seule passe sur les données, une solution de bonne qualité. Dans
[50], Chapelle propose de résoudre le problème primal de manière approchée, au moyen d'un algorithme
appliquant la méthode de Newton-Raphson. L'intérêt qu'il voit à son algorithme réside dans le fait qu'à
temps de calcul égal, la qualité de la solution approchée qu'il fournit doit être supérieure à celle que
fournirait un algorithme résolvant le dual de Wolfe. Cette analyse doit cependant être nuancée, dans la



56 Chapitre 2. Machines à vecteurs support multiclasses

mesure où le lien entre la qualité d'une solution approchée du problème d'apprentissage, au sens de la
valeur de la fonction objectif du primal JM-SVM, et la performance (le risque) du système discriminant
correspondant, est complexe. Ces deux algorithmes font également l'objet de chapitres dans un nouveau
livre [38] regroupant l'état de l'art en matière de mise en ÷uvre de machines à noyau sur des ensembles
d'apprentissage de grande taille.

Comme toujours, le passage au cas multiclasse soulève des di�cultés originales. SMO, et donc LASVM,
s'étendent mal à cette situation, du fait de la complexité plus grande du problème quadratique à résoudre,
liée au nombre accru de contraintes-égalités. L'algorithme de Chapelle est également di�cile à étendre,
car il s'appuie sur d'autres spéci�cités du cas biclasse. A notre connaissance, la seule tentative dans ce
sens ayant conduit à une solution opérationnelle est présentée dans [250]. Elle porte sur la SVM multi-
classe de Tsochantaridis et co-auteurs. Un autre algorithme d'apprentissage e�cace pour cette machine,
reposant sur une méthode de descente en gradient stochastique, est décrit dans [35]. Nous avons vu à
la section 2.4.1.2 que Crammer et Singer ont proposé un algorithme de décomposition particulièrement
e�cace pour leur M-SVM. Cependant, cet algorithme s'appuie directement sur la contrainte supplémen-
taire b = 0. Il ne peut donc pas être étendu pour s'appliquer aux deux autres M-SVM. Le problème est
réel, dans la mesure où ajouter un prédicteur �ctif à valeur constante et une composante aux vecteurs
wk a�n de compenser l'absence de vecteur b a pour conséquence une diminution de la taille des marges
géométriques. On trouvera dans [1] une alternative à l'algorithme de Crammer et Singer. De nature in-
crémentale, elle s'appuie cette fois sur l'algorithme SMO. La première étude comparative portant sur la
mise en ÷uvre des méthodes de décomposition et des M-SVMs est rapportée dans [113]. Elle considère la
M-SVM de Weston et Watkins et celle de Crammer et Singer, pour lesquelles elle propose un algorithme
d'apprentissage incorporant une méthode de décomposition. Dans le cas de la première machine, les au-
teurs simplifent cependant la tâche, en utilisant le subterfuge évoqué plus haut, consistant à compenser
l'absence de vecteur b par l'ajout d'un prédicteur �ctif et d'une composante aux vecteurs wk. Ils ne
fournissent pas de comparaison entre leur méthode de décomposition et celle de Crammer et Singer. Les
machines développées par Chih-Jen Lin et les membres de son équipe sont regroupées dans une librairie
nommée LIBSVM, qui est librement téléchargeable. D'autres logiciels, librairies et boîtes à outils sont
disponibles sur internet. Citons en particulier la boîte à outils "The Spider", de Weston, Elissee�, Bakir
et Sinz, qui propose une mise en ÷uvre de la M-SVM de Weston et Watkins utilisant une méthode de
point intérieur [165]. La boîte à outils MATLAB de Canu et ses collaborateurs [47] fournit une autre
implémentation de cette M-SVM, appliquant cette fois un algorithme de type contrainte active. Dans la
section suivante, nous présentons notre algorithme d'apprentissage, inspiré de celui que propose André
Elissee� dans sa thèse [74].

2.6.2 Méthode de directions admissibles

Notre logiciel dédié à la M-SVM de Weston et Watkins (http://www.kernel-machines.org), décrit
dans [99], utilise pour résoudre le problème de programmation quadratique correspondant à l'appren-
tissage un algorithme itératif qui est une variante de la méthode de Frank et Wolfe [81] (voir aussi le
chapitre 5 de [160]). L'idée principale consiste à linéariser le problème de manière à limiter les besoins en
termes de mémoire. L'algorithme met également en ÷uvre une méthode de décomposition. Dans un but
de simpli�cation, nous présentons la décomposition séparément.

La méthode de Frank et Wolfe s'applique à des problèmes avec contraintes linéaires de la forme

min
t
f(t)

s.c.
{
At = b
t ≥ 0 .

Il s'agit d'une méthode itérative qui engendre une suite
(
t(n)
)
n∈N de solutions admissibles telle que pour

tout n, t(n+1) est déterminée à partir de t(n) en deux étapes.

http://www.kernel-machines.org
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1. On résoud le programme linéaire LP
(
t(n)
)
donné par :

min
u

{
∇f

(
t(n)
)T

u

}

s.c.
{
Au = b
u ≥ 0 .

2. Soit u(n) un point extrême du polytope dé�ni par les contraintes qui soit solution optimale de
LP
(
t(n)
)
. t(n+1) est choisie de façon à minimiser f sur le segment

[
t(n), u(n)

]
.

L'application de cette méthode à la M-SVM de Weston et Watkins est immédiate. On peut en particu-
lier choisir pour point de départ α(0) = 0Qm. En notant JWW,d la fonction objectif du problème 3, le
programme linéaire à résoudre à l'itération n+ 1 est le suivant :

Problème 14

min
ζ

{
∇JWW,d

(
α(n)

)T

ζ

}

s.c.

{
0 ≤ ζik ≤ C, (1 ≤ i ≤ m), (1 ≤ k 6= yi ≤ Q)∑

xi∈k

∑Q
l=1 ζil −

∑m
i=1 ζik = 0, (1 ≤ k ≤ Q− 1)

.

Soit θ(n) ∈ [0, 1] le coe�cient de la combinaison convexe optimale entre α(n) et ζ(n), i.e.

θ(n) = argmin
θ∈[0,1]

JWW,d

(
(1− θ)α(n) + θζ(n)

)
.

Son expression analytique est donnée par :

θ(n) = min
{
∇JWW,d(α(n))T δ(n)

δ(n)THWWδ(n)
, 1
}

où δ(n) = α(n) − ζ(n).
Les principales di�cultés rencontrées lorsque l'on tente de résoudre directement le problème 3, que ce

soit par la méthode de Frank et Wolfe ou tout autre algorithme standard, découlent de la manipulation
de la matrice hessienne HWW. D'une part, dans de nombreux cas, cette matrice est trop grande pour être
stockée en mémoire, dans la mesure où elle appartient àMQm,Qm (R). D'autre part, le calcul de ses termes,
donnés par l'équation 2.8, peut prendre beaucoup de temps si le noyau est complexe, puisqu'il repose
sur le calcul des termes κ (xi, xj) de la matrice de Gram. Un moyen naturel de surmonter la première
di�culté, parfois au détriment de la seconde, consiste à appliquer une méthode de décomposition. Cette
approche était déjà mise en ÷uvre dans les premiers travaux portant sur les SVM [37]. La méthode
de "chunking" utilisée par les auteurs fut introduite dans [227] pour le cas d'un modèle linéaire. Les
principales méthodes de décomposition introduites par la suite (voir en particulier le chapitre 7 de [58])
consistent à résoudre le problème dual en �geant les valeurs d'une partie des variables. Ce cadre général
est à présent détaillé dans le cas du problème 14.

Pour simpli�er les notations, mais sans perte de généralité, nous faisons l'hypothèse que l'ensemble de
travail est constitué des variables duales αB associées aux NB premiers exemples de l'ensemble d'appren-
tissage, les valeurs des variables duales αH associées aux NH = m −NB derniers exemples étant �xées.
La fonction objectif du problème 3 se réécrit alors sous la forme suivante :

JWW,d(α) =
1
2

(
αB

αH

)T (
HBB HBH

HHB HHH

)(
αB

αH

)
− 1T

Qm

(
αB

αH

)
.

Cette fonctionnelle peut de nouveau être réécrite comme suit :

JWW,d(α) =
1
2
αT

BHBBαB −
(
1T

QNB
− αT

HHHB

)
αB +

1
2
αT

HHHHαH − 1T
QNH

αH .
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Nous obtenons donc :

∇JWW,d(αB) = HBBαB +HBHαH − 1QNB
=
(
HBB HBH

)
α− 1QNB

.

Cette dernière formule met en évidence le fait que la décomposition laisse inchangée l'expression du
gradient de la fonction objectif par rapport aux variables de l'ensemble de travail. Par suite, le temps
requis pour calculer le gradient partiel (partie principale de la première étape de l'algorithme de Frank
et Wolfe) est égal à NB

m fois le temps requis pour calculer le gradient entier. Le gain concernant le temps
requis pour calculer le pas optimal θ(n) (seconde étape de l'algorithme) est plus grand encore, puisque le
nouveau dénominateur à calculer est :{

ζ
(k)
B − α

(k)
B

}T

HBB

{
ζ
(k)
B − α

(k)
B

}
.

Le nombre de termes de cette forme quadratique est proportionnel à N2
B au lieu de m2.

L'e�cacité d'une méthode de décomposition dépend à l'évidence de la manière dont l'ensemble de
travail est sélectionné. Le lecteur intéressé pourra trouver dans [195, 58] un panorama des possibilités les
plus utilisées dans le cas biclasse. La littérature multiclasse est pratiquement muette sur le sujet et nos
propres investigations n'ont pas encore fourni de résultat signi�catif. L'heuristique mise en ÷uvre dans
notre logiciel a pour but principal le contrôle du nombre de variables actives, de manière à limiter le
temps de calcul et la complexité de la solution produite.

2.7 Sélection de modèle

Dans le cas des SVM multiclasses, comme dans celui des SVM biclasses, la sélection de modèle
correspond au choix du noyau et à la détermination de la valeur des hyperparamètres, qui sont de
deux types : la constante de marge douce C et les paramètres du noyau. Néanmoins, la multiplicité des
catégories appelle, ici encore, des solutions dédiées. Dans le cas biclasse, une grande partie des travaux
portant sur le choix du noyau des SVM ou de l'analyse discriminante à noyau étudie la combinaison
linéaire de noyaux [124]. A notre connaissance, les seuls travaux multiclasses de ce type sont décrits dans
des articles en cours de relecture. Actuellement, la littérature se concentre exclusivement sur les méthodes
de décomposition et les M-SVM. Pour ces machines, elle traite en premier lieu la détermination de la
constante de marge douce et la paramétrisation de noyaux gaussiens. Dans cette section, la sélection
de modèle est abordée comme un problème d'optimisation dont la fonction objectif est un majorant ou
une estimation d'un risque empirique. La manière dont cette optimisation est réalisée en fonction des
hyperparamètres considérés n'est pas détaillée. Cependant, le choix de la constante de marge douce est
l'application privilégiée.

Initialement, la méthode de choix pour e�ectuer une sélection de modèle avec des SVM était la
validation croisée. On connaît depuis longtemps les problèmes que son utilisation peut soulever (voir
en particulier la référence de base sur le sujet, [212], ou [46, 106, 27] pour des résultats plus récents).
Cependant, des résultats positifs sont également disponibles, comme celui de Luntz et Brailovsky [148,
229, 230] stipulant que la procédure "leave-one-out" produit un estimateur de l'erreur en généralisation
presque sans biais.

Lemme 9 ([148]) Considérons un modèle d'apprentissage associé à une classe de fonctions G et un
m-échantillon d'apprentissage. Soit Lm le nombre des erreurs du modèle résultant de la mise en ÷uvre
sur l'échantillon d'apprentissage d'une procédure de validation croisée "leave-one-out". Alors,

ER (gm−1) = E
(
Lm

m

)
, (2.31)

où R (gm−1) est le risque (la probabilité d'erreur en généralisation) d'une fonction de G sélectionnée par
apprentissage sur un échantillon de taille m− 1.

L'estimateur est presque sans biais dans la mesure où le risque R (gm−1) correspond à une taille de
l'échantillon d'apprentissage égale à m− 1 et non m. Notons qu'une formulation alternative de ce lemme
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remplace position à position les fonctions sélectionnées par l'apprentissage par celles minimisant le risque
empirique. Dans [76], les auteurs proposent un panorama des arguments justi�ant l'utilisation de l'erreur
"leave-one-out" en apprentissage. D'un point de vue purement pratique, cette con�guration extrême de
la validation croisée s'avère très coûteuse en temps de calcul. Ces observations ont conduit de nombreux
auteurs à proposer des bornes supérieures sur l'erreur empirique "leave-one-out" des SVM.

2.7.1 Bornes sur l'erreur empirique "leave-one-out"

Parmi les bornes proposées pour le cas biclasse, on peut en particulier citer celles de Jaakkola et
Haussler [116], de Wahba et ses co-auteurs [235] de Opper et Winther [168], ainsi que la "span bound"
de Chapelle et Vapnik [230] (voir [51] pour un état de l'art sur le sujet). La dernière est reconnue comme
étant la plus �ne. La plus utilisée est probablement la borne "rayon-marge", qui représente un bon
compromis entre qualité et temps de calcul. Plus précisément, elle s'avère presque aussi e�cace que la
"span bound" pour déterminer la valeur des hyperparamètres, tandis que les calculs qu'elle nécessite sont
moins lourds. La formulation de cette borne fait intervenir une SVM à marge dure. Elle ne s'étend donc
aux M-SVM à marge douce que dans des versions se ramenant au cas de la marge dure, c'est-à-dire pour
lesquelles la contribution empirique à la fonction objectif, quadratique, est convenablement choisie (voir
la section 2.4.1.4).

2.7.1.1 Borne "rayon-marge"

Théorème 12 ([229]) Considérons une SVM biclasse à marge dure sur un domaine X . En notant
γ = 1

‖w‖ sa marge géométrique sur l'ensemble d'apprentissage ((xi, yi))1≤i≤m, on obtient pour majorant

de Lm :

Lm ≤ D2
m

γ2
, (2.32)

où Dm est le diamètre de la plus petite boule de l'espace de représentation contenant les vecteurs support.

On remarquera qu'ici, la boule de rayon minimal considérée n'est pas supposée être centrée sur l'origine
de EΦ(X ). La détermination de Dm s'obtient par résolution d'un problème de programmation quadratique
similaire à celui correspondant à l'apprentissage d'une SVM (voir par exemple l'algorithme de "support
vector clustering" (SVC) [25]). Nous avons indiqué que cette borne conjugue deux avantages, celui d'être
simple et celui d'être e�cace pour choisir les valeurs des hyperparamètres. Sa simplicité ne réside pas
seulement dans le peu de di�culté de son calcul, mais également dans la facilité avec laquelle se calcule son
gradient par rapport aux hyperparamètres. Cela permet de réduire l'algorithme de sélection de modèle à
une descente en gradient (voir [51]).

2.7.1.2 Extension multiclasse de Wang et co-auteurs

Dans [236], Wang et ses co-auteurs proposent deux extensions multiclasses de la borne "rayon-marge"
dédiées à la méthode de décomposition un contre un. Il s'agit d'extensions au sens large, dans la mesure
où les expressions faisant intervenir rayons et marges ne constituent pas précisément une borne sur Lm.
La première de ces expressions, le terme de droite de la formule 2.33, est justi�ée par la proposition
suivante, conséquence directe du théorème 12.

Proposition 7 Considérons la méthode de décomposition un contre un utilisant des SVM à marge
dure comme classi�eurs de base. Soient hkl(x) = 〈wkl,Φ(x)〉 + bkl la fonction calculée par le classi�eur
binaire entraîné à distinguer les catégories d'indices k et l, Dm(k, l) le diamètre de la plus petite boule de
l'espace de représentation contenant ses vecteurs support et Lm(k, l) le nombre de ses erreurs résultant
de la mise en ÷uvre sur l'ensemble d'apprentissage d'une procédure de validation croisée "leave-one-out".
Alors, ∑

1≤k<l≤Q

Lm(k, l) ≤
∑

1≤k<l≤Q

Dm(k, l)2 ‖wkl‖2 . (2.33)
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La seconde "borne" s'appuie sur des considérations di�érentes, fondées sur la notion de matrices de
dispersion [84, 69]. Elle est égale à D2

m

γ̄2 , où l'expression du carré de la "marge" γ̄ est la suivante :

γ̄2 =
1
m2

∑
k<l

mkml

‖wkl‖2
. (2.34)

Nous présentons à présent des bornes exactes sur l'erreur empirique "leave-one-out" des di�érentes
M-SVM (à marge dure).

2.7.1.3 Bornes "rayon-marge" pour les M-SVM

Notre première extension porte sur les M-SVM de Weston et Watkins et Crammer et Singer (dont les
versions à marge dure sont indentiques). Si sa preuve suit les mêmes étapes que celle du théorème 12,
elle présente des di�cultés originales. Celles-ci se traduisent par l'obtention d'un majorant faisant in-
tervenir, outre le rayon et les marges géométriques, un coe�cient multiplicatif nettement plus di�cile à
évaluer. Sa formulation nécessite en e�et l'introduction préalable d'une suite de problèmes de program-
mation quadratique (PQ (α∗)i)1≤i≤m dépendant directement de la suite des observations d'apprentissage
((xi, yi))1≤i≤m. Ces problèmes sont paramétrés par le vecteur α∗ des valeurs optimales des variables
duales de la M-SVM (entraînée sur tous les exemples d'apprentissage). Ils ne sont en fait dé�nis que
pour les valeurs de i telles que

∑Q
k=1 α

∗
ik > 0, c'est-à-dire pour les vecteurs support. La fonction objectif

commune, JVC, dé�nie sur RQm
+ , est donnée par :

∀λ ∈ RQm
+ , JVC(λ) =

Q∑
k=1

(
m∑

i=1

λik

)2

. (2.35)

Ici encore, les variables indicées par le couple (i, yi) sont en fait des pseudo-variables, toutes égales à 0.
Ces éléments étant posés, l'expression des problèmes PQ (α∗)i est la suivante :

Problème 15 (PQ (α∗)i)

min
λ
JVC(λ)

s.c.


λik = α∗ikPQ

l=1 α∗il

, (1 ≤ k ≤ Q)

0 ≤ λjk ≤
α∗jkPQ
l=1 α∗il

, (1 ≤ j 6= i ≤ m), (1 ≤ k ≤ Q)∑
xj∈k

∑Q
l=1 λjl −

∑m
j=1 λjk = 0, (1 ≤ k ≤ Q− 1)

.

En notand Ki la valeur de JVC associée à la solution optimale de PQ (α∗)i et

KVC =
√

2 max
i :

PQ
k=1 α∗ik>0

Ki, (2.36)

on dispose alors de la borne suivante, correspondant au théorème 2 de [61].

Théorème 13 (Borne "rayon-marge" pour la M-SVM de Weston et Watkins) Considérons une
M-SVM de Weston et Watkins (ou Crammer et Singer) à Q catégories à marge dure. Alors, en reprenant
les notations de la dé�nition 7, on obtient pour majorant de Lm :

Lm ≤ KVC

Q
D2

m

∑
k<l

(1 + dkl)2

γ2
kl

(2.37)

où Dm est le diamètre de la plus petite boule de l'espace de représentation contenant les vecteurs support.
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Le raisonnement établissant que ce théorème se réduit bien au théorème 12 dans le cas où Q = 2 est
instructif. Dans ce cas en e�et, les contraintes du problème 15 se simpli�ent de la manière suivante :

λi = 1
0 ≤ λj ≤

α∗j
α∗i
, (1 ≤ j 6= i ≤ m)∑m

j=1 yjλj = 0
,

et l'on observe qu'une solution optimale est obtenue en posant λ∗j = 0 pour tout indice j di�érent de i tel
que yj = yi et en distribuant une masse de 1 sur un certain nombre de paramètres λ∗j tels que yj = −yi.

Dans ces conditions, pour toutes les valeurs de i à considérer, JVC(λ∗) = (λ∗i )
2 +

(∑
j :yj 6=yi

λ∗j

)2

= 2.
En conséquence, KVC = 2 = Q. Pour conclure, il su�t alors d'observer que lorsque Q = 2, la somme
apparaissant dans le terme de droite de la borne 2.37 se réduit à 1

γ2 .

Le terme de marge
∑

k<l
(1+dkl)

2

γ2
kl

est très simple à calculer par application de l'équation 2.10. A
l'inverse, la présence dans la borne multiclasse de la constante KVC rend son calcul nettement plus
coûteux que celui de la borne biclasse. Cependant, un simple changement de variables permet de réduire
considérablement le nombre de variables intervenant dans les (au plus) m problèmes de programmation
quadratique à résoudre. Le vecteur α∗ et un indice i étant donnés, considérons le vecteur Λ = (Λkl) de
RQ2

dé�ni par : Λkl =
∑Q

n=1 α
∗
in

∑
xj∈k λjl (il résulte de λjyj = 0 que l'on a pour tout k Λkk = 0). On

dé�nit pour ce vecteur la fonction objectif J ′VC, de manière que J
′
VC(Λ) =

(∑Q
n=1 α

∗
in

)2

JVC(λ). Celle-ci

a donc pour expression : J ′VC(Λ) =
∑Q

k=1

(∑Q
l=1 Λlk

)2

. On démontre alors que la valeur de Ki s'obtient
en résolvant le problème suivant :

Problème 16 (PQ′ (α∗)i)

min
Λ
J ′VC(Λ)

s.c.


α∗il ≤ Λyil ≤

∑
xj∈yi

α∗jl, (1 ≤ l ≤ Q)
0 ≤ Λkl ≤

∑
xj∈k α

∗
jl, (1 ≤ k 6= yi ≤ Q)∑Q

l=1 (Λkl − Λlk) = 0, (1 ≤ k ≤ Q− 1)
.

Cette reformulation du problème est rendue possible par le fait que nous ne sommes pas intéressés par le
vecteur λ∗ lui-même, mais simplement par la valeur de JVC(λ∗).

L'extension de la borne "rayon-marge" dédiée à la M-SVM de Lee et co-auteurs possède naturellement
un intérêt particulier du fait de l'équivalence des problèmes 10 et 11, qui permet de l'appliquer en utilisant
une marge douce, et donc pour choisir la valeur de C. Sa preuve suit également celle du résultat de base.
Pour introduire la formule correspondante, il convient de revenir sur la notion de marges géométriques
multiclasses donnée par la dé�nition 7. On a en e�et dLLW = Q

Q−1 et par conséquent :

∀(k, l) : 1 ≤ k < l ≤ Q, γkl =
Q

Q− 1
1 + dkl

‖wk − wl‖
.

Par suite, dans le cas d'une machine à marge dure, on dispose de l'équation :

1
Q− 1

1T
Qmα

∗ =
Q∑

k=1

‖w∗k‖2 =
1
Q

∑
k<l

‖w∗k − w∗l ‖2 =
Q

(Q− 1)2
∑
k<l

(1 + dkl)2

γ2
kl

,

soit encore :

1T
Qmα

∗ =
Q

Q− 1

∑
k<l

(1 + dkl)2

γ2
kl

. (2.38)

Ces précisions étant apportées, la borne, correspondant au théorème 2 de [161], est la suivante :
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Théorème 14 (Borne "rayon-marge" pour la M-SVM de Lee et co-auteurs) Considérons une
M-SVM de Lee et co-auteurs à Q catégories à marge dure. Alors, on obtient pour majorant de Lm :

Lm ≤ D2
m

∑
k<l

(1 + dkl)2

γ2
kl

(2.39)

où Dm est le diamètre de la plus petite boule de l'espace de représentation contenant les vecteurs support.

Cette borne est nettement plus simple à calculer que celle dédiée à la M-SVM de Weston et Watkins
(compte tenu de l'équation 2.38, le seul problème à résoudre est la détermination de Dm). Naturellement,
elle se réduit également à la borne "rayon-marge" biclasse lorsque Q = 2.

2.7.1.4 Borne de Passerini et co-auteurs

Dans [169], Passerini et ses co-auteurs proposent une borne sur l'erreur "leave-one-out" des méthodes
de décomposition fondées sur l'emploi d'ECOC. Cette borne repose sur une notion de marge multiclasse
très proche de celle donnée par la dé�nition 3. En reprenant les notations de la section 2.3.3, la marge en
question est dé�nie par :

∀(x, y) ∈ X × Y, MPPF (x, y) = min
k 6=y

d`dec (Mk., g̃(x))− d`dec (My., g̃(x)) .

Les classi�eurs de base utilisés sont les machines à noyau h(l) d'expression analytique :

∀l ∈ {1, . . . , N} , h(l)(.) =
m∑

i=1

myilβilκ
(l)(xi, .). (2.40)

Ces éléments étant donnés, la borne de Passerini et co-auteurs est la suivante :

Théorème 15 (Théorème 4.1 dans [169]) Considérons le classi�eur à Q catégories obtenu par com-
binaison au moyen d'ECOC des machines à noyau dé�nies par l'équation 2.40. Sous l'hypothèse que
d`dec (Mk., g̃(x)) = −〈Mk., g̃(x)〉, son erreur "leave-one-out" est majorée de la manière suivante :

Lm ≤ 1
m

m∑
i=1

1l
{
−MPPF (xi, yi) + max

k 6=yi

Uk (xi) > 0
}

où Uk (xi) = 〈(Mk. −Mp.) , g̃(xi)〉+
∑N

l=1myil (myil −mkl)αilκ
(l)(xi, xi) avec p = argmaxq 6=yi

〈Mq., g̃(xi)〉.

Le théorème 15 utilise pour fonction de perte `dec
(
mklh

(l)(x)
)

= −mklh
(l)(x). Les auteurs proposent

également un corollaire (corollaire 4.1) correspondant au cas où cette fonction n'est plus caractérisée que
par le fait qu'elle est décroissante.

2.7.2 Discussion

Dans la section précédente, di�érentes bornes sur l'erreur "leave-one-out" de méthodes de décom-
position et de M-SVM ont été présentées. A notre connaissance, la seule autre estimation de l'erreur
"leave-one-out" d'une M-SVM, en l'occurence celle de Lee et co-auteurs, est décrite par ses concepteurs
dans [137]. Elle repose sur le principe de "generalized approximate cross-validation" (GACV). Naturel-
lement, le premier critère pour juger de l'utilité de ces formules est leur faculté à produire une valeur de
la constante de marge douce de bonne qualité. Cela suppose qu'elles soient di�érentiables par rapport à
cet hyperparamètre (c'était le souci premier de Wang et ses co-auteurs), ou au moins qu'elles puissent
être évaluées simplement (dans un temps raisonnable) pour un nombre signi�catif de ses valeurs. Dans
ces conditions, les travaux d'Hastie et ses co-auteurs rapportés dans [104] représentent une avancée im-
portante pour la sélection de modèle. Ils introduisent en e�et un algorithme permettant de parcourir
toutes les solutions de l'apprentissage d'une SVM lorsque C varie, pour un coût proche de celui d'un
apprentissage unique. En pratique, on passe d'une solution à l'autre par résolution d'un système linéaire.
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Un point important, compte tenu du cadre de notre étude, est que cet algorithme s'applique également
aux M-SVM. Ces travaux sont prolongés dans [136], où les auteurs proposent un algorithme dédié à leur
propre modèle de M-SVM.

Les auteurs de [131] décrivent une méthode pour optimiser la constante de marge douce d'une SVM
"de norme 2". Elle est fondée sur la résolution d'un problème de programmation convexe. Cet algorithme,
étendu à notre version "à coût quadratique" de la M-SVM de Lee et co-auteurs, devrait fournir l'étalon
pour juger de l'utilité pratique du théorème 14. Rappelons en�n que les méthodes fondées sur un critère
de vraisemblance pénalisée sont actuellement celles qui font référence en sélection de modèle [152]. Leur
application aux M-SVM constitue donc à nos yeux une perspective de recherche prioritaire.

2.8 Conclusions et perspectives

Dans ce chapitre, nous avons décrit les méthodes disponibles pour e�ectuer des tâches de discrimi-
nation à catégories multiples avec des SVM. Elles s'appuient soit sur une machine unique, soit sur un
ensemble de machines binaires, utilisées dans le cadre d'une méthode de décomposition. Derrière leur
grande variété de principes se cache une réalité pratique globalement admise par le plus grand nombre :
des performances le plus souvent très similaires (di�ciles à distinguer statistiquement), à quelques excep-
tions près. Les raisons qui font que telle solution se montrera plutôt à son avantage sur tel jeu de données,
en fournissant des performances médiocres sur tel autre, demeurent le plus souvent obscures. Sans doute
la voix de la sagesse peut-elle être empruntée à Friedman lorqu'il écrit dans [83], évoquant de manière plus
générale la discrimination multiclasse : "La leçon la plus importante à tirer de l'exercice ci-dessus est que
les performances relatives des di�érentes approches peuvent fortement dépendre du problème particulier
auquel elles sont appliquées. Comme tous les autres aspects de la méthodologie de l'apprentissage, aucune
approche (raisonnable) ne domine toutes les autres dans toutes les situations (raisonnables)". Dans ces
conditions, à l'heure actuelle, le meilleur argument en faveur des SVM multiclasses est leur capacité à
traiter les problèmes dans lesquels Y est un ensemble d'éléments structurés. Naturellement, il s'agit d'un
argument important pour qui travaille à l'exploitation de données biologiques.

Toutes ces méthodes devraient s'appuyer sur des bornes de convergence uniforme du risque empirique.
Cependant, historiquement, la pratique a précédé la théorie, et les résultats de consistance, ou les formules
de complexité en échantillon, demeurent encore largement à établir. Aucun des résultats déjà disponibles
n'apparaît trivial, ce qui laisse augurer de la di�culté de la tâche restant à accomplir. On remarquera
en particulier que l'étude des mesures de capacité des systèmes discriminants multiclasses à vaste marge
soulève d'importants problèmes techniques. Dans ce cadre, la prise en compte des propriétés d'un noyau
est également plus délicate. Ces problèmes sont à notre avis fondamentaux, dans la mesure où ils sont
révélateurs de la nature particulière des problèmes de discrimination à catégories multiples. Un autre
enseignement qui se dégage de notre étude est donc le fait que la théorie de la discrimination multiclasse
ne peut se réduire à celle de la discrimination biclasse.

Tant qu'une borne sur le risque su�samment précise pour rendre compte de manière �ne des di�érences
de comportement entre les méthodes de décomposition, les M-SVM et les autres SVM multiclasses, ne
sera pas disponible, le praticien sera réduit, pour faire un choix, à mesurer des performances empiriques en
termes de taux de reconnaissance et de temps de calcul. De ce point de vue, les M-SVM doivent posséder
encore un potentiel de progression important. Ni la programmation de ces machines ni la dérivation de
méthodes de sélection de modèle dédiées n'ont fait l'objet d'études aussi poussées que dans le cas des
autres modèles, alors même que ces problèmes appellent, comme toujours, des solutions spéci�ques, allant
bien au-delà d'extensions directes de solutions biclasses.

En l'absence de contribution plus novatrice dans la littérature, nous nous sommes concentrés ici sur
une étude des capacités de généralisation des M-SVM reposant sur des schémas très classiques : calcul
d'une borne sur le risque faisant intervenir une mesure de capacité globale, puis calcul d'une borne sur
cette mesure, soit directement, soit en impliquant une dimension de Vapnik-Chervonenkis étendue, par
le biais d'un lemme de Sauer-Shelah généralisé. L'utilisation de la complexité de Rademacher que nous
avons présentée ne constitue encore qu'un travail initial. Les résultats les plus récents en théorie des bornes
(voir par exemple [39]), reposent sur des inégalités de concentration [40] puissantes, ou des propriétés
des moyennes de Rademacher. Ils font intervenir des mesures de capacité empiriques et permettent de
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substituer à l'analyse dans le pire des cas une analyse locale. L'état de l'art concernant les SVM biclasses,
que nous avons évoqué au long de ce chapitre, est complété par deux références majeures, [211, 33].
L'extension de ces résultats au cas des M-SVM constitue actuellement, avec la poursuite de nos travaux
en sélection de modèle, la première de nos priorités. Ces deux axes de recherche sont naturellement
intimement liés.



Chapitre 3

Application de SVM multiclasses en

prédiction de la structure secondaire

des protéines

3.1 Prédiction de la structure secondaire

Dans cette section, nous présentons le problème de traitement de séquences biologiques sur lequel ont
porté l'essentiel de nos travaux appliqués concernant la mise en ÷uvre des M-SVM.

3.1.1 Présentation du problème

Connaître la structure d'une protéine est un prérequis pour comprendre précisément sa fonction. Les
projets de séquençage à grande échelle qui se sont multipliés ces dernières années ont permis d'obtenir
les séquences d'un très grand nombre de gènes et par suite celles d'un très grand nombre de protéines. Le
phénomène a été accéléré par l'apparition de nouvelles techniques de séquençage à la fois rapides et à bas
coût. Malheureusement, le nombre de structures connues n'a pas suivi la même progression. En e�et, les
méthodes expérimentales disponibles pour déterminer la structure tridimensionnelle (tertiaire), la cris-
tallographie par rayons X ou radiocristallographie et la spectroscopie par résonance magnétique nucléaire
(RMN) demandent beaucoup d'e�orts et n'assurent pas l'obtention du résultat recherché (on peut re-
marquer par exemple que certaines protéines ne cristallisent pas). De ce fait, prédire la structure tertiaire
des protéines ab initio, c'est-à-dire à partir de la seule séquence (structure primaire), est devenu l'un des
problèmes centraux de la biologie structurale. Au début des années 60, An�nsen proposa son "hypothèse
thermodynamique" [77], impliquant que la séquence protéique contient su�samment d'information pour
garantir un repliement correct à partir d'un vaste ensemble d'états dépliés. Cette hypothèse s'appuyait
en particulier sur des expériences de "dénaturation-renaturation" [7]. Si le problème considéré peut donc
théoriquement être résolu, les di�cultés pratiques, mises en évidence par exemple dans [121], sont telles
qu'il est rarement abordé de manière directe, mais plutôt au travers d'une approche du type diviser pour
régner. Dans ce contexte, une étape intermédiaire utile est la prédiction de la structure secondaire, qui
représente un moyen de simpli�er le problème en projetant la structure 3D très complexe sur une dimen-
sion, c'est-à-dire sur une succession d'états conformationnels associés à chaque résidu (acide aminé) de la
séquence. La structure secondaire d'une protéine est constituée par les motifs réguliers (périodiques) et
répétés du repliement de son épine dorsale. Les deux éléments structuraux les plus communs sont l'hélice
alpha et le brin bêta. La �gure 3.1 propose une représentation schématique de la structure secondaire de
la protéine G [64], représentation obtenue avec le logiciel RasMol [192]. Cette structure est composée de
deux parties principales : une hélice alpha, en rouge sur la �gure, et un feuillet bêta constitué de quatre
brins, en jaune. Du point de vue de la reconnaissance des formes, la prédiction de la structure secondaire
peut être vue comme un problème de discrimination à trois catégories, consistant à a�ecter à chaque
résidu de la séquence son état conformationnel, en hélice α, brin β ou structure apériodique (coil).
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Fig. 3.1 � Représentation schématique des éléments structuraux de la protéine G.

3.1.2 Etat de l'art

Les premiers travaux en prédiction de la structure secondaire datent de la �n des années 60. Depuis
lors, ce problème a fait l'objet de recherches intensives. Il est possible de classer en trois grandes familles les
méthodes qui ont été mises en ÷uvre pour le traiter. Historiquement, les méthodes les plus anciennes sont
celles fondées sur l'exploitation de propriétés physico-chimiques [144, 143] et celles dites "statistiques" [52,
90], reposant principalement sur l'estimation des probabilités conditionnelles des états conformationnels
à partir de statistiques d'ordres un ou deux calculées sur de petits peptides. Elles ont progressé lentement
au cours des années 80-90 [86, 205, 89], jusqu'au moment où elles ont été pratiquement supplantées
par des méthodes issues de l'apprentissage numérique. Les progrès les plus spectaculaires ont résulté de
l'introduction dans le domaine de PMC. Dans un premier temps, une transposition directe du système
NETtalk a permis à Qian et Sejnowski de faire passer le taux de reconnaissance d'environ 60% à plus de
64% [178]. Leur architecture doit être évoquée, car elle a été pratiquement systématiquement reprise dans
les travaux ultérieurs. Deux PMC sont utilisés en cascade. Le premier, dit "séquence-structure", e�ectue la
prédiction de la structure à partir de la séquence, le second, dit "structure-structure", lissant la prédiction
initiale, en prenant en compte le fait que les états conformationnels des résidus consécutifs sont fortement
corrélés. Le remplacement, en entrée du PMC "séquence-structure", de la simple structure primaire par un
pro�l d'alignement, a eu pour conséquence un gain supplémentaire d'environ 6%, permettant d'atteindre
pour la première fois la frontière des 70% de taux de reconnaissance. Ainsi, la méthode PHD [184],
à travers ses développements successifs [185], a constitué l'état de l'art pendant la plus grande partie
des années 90. Parallèlement, les systèmes mettant en ÷uvre des modèles de Markov cachés (HMM),
introduits par Asai et ses collaborateurs [14], ont tiré pro�t, comme les autres, de l'accroissement de la
taille de la "protein data bank" (PDB) [31, 30] pour prendre en compte de manière de plus en plus �ne
les règles syntaxiques régissant l'agencement des éléments structuraux. En la matière, la contribution la
plus aboutie est probablement constituée par les travaux de Juliette Martin [151, 150]. Actuellement,
les meilleurs systèmes de prédiction sont des modèles connexionnistes extrêmement complexes faisant
intervenir de grands nombres de réseaux, à propagation avant ou récurrents [119, 18, 170, 177]. Leurs
performances doivent plus à la qualité des alignements qu'ils exploitent qu'à la nature du modèle neuronal
lui-même. De manière étonnante, celui-ci est souvent sur-paramétré, sans que l'on observe pour autant de
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phénomène de sur-apprentissage [181, 91]. Les taux de reconnaissance les plus élevés rapportés saturent
aux environs des 80% de résidus bien classés. De ce fait, le dernier grand article de synthèse que Rost a
écrit sur la prédiction de la structure secondaire, [183], demeure aujourd'hui encore d'actualité.

La communauté de la biologie structurale prédictive est en attente d'un progrès du même ordre que
celui ayant résulté de l'emploi de PMC ou d'alignements multiples. Un autre phénomène vient expliquer le
ralentissement des progrès e�ectués. Il existe trois grandes familles de méthodes pour réaliser la prédiction
de la structure tertiaire. La première est celle des méthodes de modélisation par homologie [53], la seconde
étant celle des méthodes de "threading" [149]. La troisième, déjà évoquée, est celle des méthodes ab initio.
Ce sont principalement ces dernières méthodes qui utilisent la prédiction de la structure secondaire. Or,
on ne fait appel à la prédiction ab initio que lorsque la modélisation par homologie et le threading
ont échoué. La conjugaison de deux facteurs positifs : les progrès méthodologiques et l'accroissement
continuel des tailles des bases de référence, diminue sensiblement la fréquence de cette situation. De plus,
la méthode de prédiction ab initio actuellement la plus performante, ROSETTA [203], n'est pas fondée sur
la prédiction de la structure secondaire. Au contraire, elle a été utilisée dans [158] a�n d'améliorer cette
prédiction. La tâche qui nous intéresse a donc perdu, au cours des années, un peu de son importance. Elle
pourrait revenir au devant de la scène si une avancée signi�cative avait de nouveau lieu. Naturellement,
il est plaisant d'imaginer qu'une telle avancée puisse résulter de l'emploi de méthodes à noyau, et plus
particulièrement de M-SVM.

A notre connaissance, la première application d'une SVM, en l'occurence multiclasse, en prédiction
de la structure secondaire, était une combinaison de modèles [92] (voir aussi [93]). Ces travaux, qui ont
produit un gain de performance statistiquement signi�catif par rapport aux méthodes d'ensemble habi-
tuellement utilisées dans ce contexte, ont été poursuivis dans [99], avec le même succès. Parallèlement, les
auteurs de [114] ont été les premiers à aborder directement le problème. Pour ce faire, ils ont employé des
SVM biclasses à noyau gaussien sphérique, combinées par la méthode de décomposition un contre tous
ainsi que d'autres méthodes élémentaires fondées sur un graphe de décision. Leur conclusion est que leur
approche permet d'obtenir une très bonne valeur du coe�cient Sov [186, 246] global : 76.2%. Des travaux
similaires sont rapportés dans [237]. La principale di�érence par rapport aux précédents réside dans l'uti-
lisation d'un codage physico-chimique des acides aminés. Le noyau, à l'inverse, demeure le même. Le taux
de reconnaissance annoncé, 78.4%, est comparable à celui des meilleurs systèmes connexionnistes. Suivant
l'usage commun, adopté par exemple par le challenge "critical assessment of techniques for protein struc-
ture prediction" (CASP), nous avons considéré jusqu'à présent que la prédiction de la structure secondaire
était un problème de discrimination à trois catégories. En fait, les programmes d'assignation déterminant
la structure secondaire à partir de la structure 3D considèrent plus d'états conformationnels. Ainsi, le
programme DSSP [120], le plus utilisé en pratique, en considère huit, parmi lesquels celui correspondant
aux coudes β, qu'une classi�cation en seulement trois catégories associe à la structure apériodique. Ces
coudes β sont prédits au moyen d'une SVM dans [247]. Les prédicteurs utilisés sont ceux correspondant
au pro�l d'alignement obtenu par application de PSI-BLAST [5, 119] plus la structure secondaire prédite
par PSIPRED [119]. Une fois de plus, les performances sont encourageantes, alors même que le noyau
utilisé repose sur une simple gaussienne sphérique. On trouve plusieurs autres applications des SVM en
prédiction de la structure secondaire utilisant des SVM biclasses et le noyau gaussien standard (voir par
exemple [238, 101]). A l'inverse, à notre connaissance, une seule autre équipe a appliqué une M-SVM
à ce problème. Dans [166, 167], les auteurs reprennent l'architecture introduite par Qian et Sejnowski,
consistant à mettre en ÷uvre en cascade deux systèmes discriminants, l'un "séquence-structure" et l'autre
"structure-structure". Les PMC de la méthode originale sont remplacés par des M-SVM de Crammer et
Singer (voir la section 2.4.1.2). Ici encore, le noyau utilisé est le noyau gaussien standard. Nous présentons
à présent le premier noyau dédié à la prédiction de la structure secondaire.

3.2 Noyau dédié à la prédiction de la structure secondaire

Nous avons vu dans la section précédente que la prédiction de la structure secondaire des protéines
est un domaine qui est apparu il y a près de quarante ans et a fait depuis lors l'objet de recherches
intensives. De nos jours, il n'est plus possible d'espérer dépasser l'état de l'art si ce n'est en mettant
en ÷uvre un système discriminant spécialement conçu pour cette tâche, système intégrant autant que
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possible l'importante expertise accumulée au cours des années aussi bien par le biologiste que par le
bioinformaticien. Dans le cas où ce système est une méthode à noyau, cela passe naturellement par la
spéci�cation d'un nouveau noyau. Celui qui est présenté dans cette section repose sur des considérations
biologiques très simples. Il s'agit d'un noyau gaussien entièrement caractérisé par le choix de la norme sur
l'espace des exemples (espace des contenus de fenêtres d'analyse). Cette norme est paramétrée, si bien
que le travail d'adaptation du noyau aux données relève directement de la sélection de modèle pour les
M-SVM. Il vient donc compléter l'exposé e�ectué dans la section 2.7.

3.2.1 Choix des prédicteurs

La manière usuelle d'e�ectuer la prédiction de la structure secondaire au moyen de modèles de l'ap-
prentissage statistique consiste à employer une approche locale. Plus précisément, les prédicteurs utilisés
pour déterminer l'état conformationnel d'un résidu donné sont les acides aminés contenus dans une fenêtre
d'analyse de taille �xe centrée sur ce résidu (dans certains cas, la fenêtre est asymétrique). A�n de coder
le contenu de chaque position de la fenêtre, un vecteur de 22 composantes est utilisé. Chacune de ses 20
premières composantes est associée à un acide aminé donné (il y en a 20 di�érents), les deux composantes
restantes étant utilisées respectivement pour représenter les acides aminés indéterminés, habituellement
représentés par un 'X' dans les bases, et les positions vides de la fenêtre. Une fenêtre d'analyse peut
contenir des positions vides lorsqu'elle déborde à l'une des extrémités (N ou C terminale) de la chaîne
protéique traitée. En résumé, le codage utilisé pour représenter le contenu de la fenêtre est le codage
orthonormal standard, qui n'induit aucune corrélation entre les symboles de l'alphabet. Ce qui apparaît
a priori comme un avantage est ici un inconvénient, ainsi que nous le verrons dans la section suivante.
Pour une taille de la fenêtre d'analyse |W | = 2n+ 1, où la valeur de n est habituellement comprise entre
5 et 10, le nombre de prédicteurs est donc égal à (2n + 1)22. Seuls (2n + 1) d'entre eux sont égaux à 1,
les autres étant égaux à 0. Ceci produit un vecteur de grande taille très creux. La situation est di�érente
lorsqu'un pro�l d'alignement multiple est utilisé à la place de la structure primaire. Une attention parti-
culière doit être apportée à l'inclusion sous cette forme d'informations évolutives, dans la mesure où elle
améliore signi�cativement les performances des méthodes de prédiction comme nous avons eu l'occasion
de l'observer dans la section 3.1.2. Dans un but de simpli�cation de l'exposé, les détails concernant cette
alternative sont reportés à la section 3.2.5.

3.2.2 Insu�sances des noyaux classiques

Considérons le vecteur x utilisé pour prédire l'état conformationnel d'un résidu donné. Alors, compte
tenu du choix des prédicteurs décrit ci-dessus, x = (xi)−n≤i≤n ∈ {0, 1}(2n+1)22, où xi est le codage
canonique de l'acide aminé occupant la position d'indice i dans la fenêtre d'analyse. En conséquence, la
fonction calculée par un noyau gaussien standard appliqué à deux contenus de fenêtres x et x′ peut être
réécrite de la manière suivante :

κ(x,x′) = exp
(
−‖x− x′‖2

2σ2

)
= exp

(
−

(2n+ 1)−
∑n

i=−n δxi,x′i

σ2

)
(3.1)

où δ est de nouveau le symbole de Kronecker. Le terme de droite de (3.1) souligne le fait que le noyau
dépend uniquement de la distance de Hamming entre les deux segments considérés. Cela constitue un
bien pauvre résumé de l'information contenue dans les données. En e�et, deux segments correspondant
à des parties de protéines homologues superposables dans l'espace, et partageant donc la même struc-
ture secondaire, peuvent di�érer signi�cativement en raison des phénomènes de l'évolution que sont les
insertions/délétions ainsi que les substitutions. La distance de Hamming est très sensible aux premiers
d'entre eux, tandis qu'elle ne prend pas en compte la nature des substitutions, mais simplement leur
nombre. Elle ne prend pas non plus en compte l'in�uence relative des éléments du contexte en fonction
de leur distance au centre de la fenêtre. En conséquence, on ne peut espérer qu'une telle combinaison
noyau/codage des données puisse fournir des résultats satisfaisants sur le problème qui nous intéresse.
Le constat serait similaire avec les autres noyaux standard. Cette simple observation est à l'origine du
travail de développement de noyau décrit dans les sections suivantes, travail qui repose en particulier sur
une extension au cas multiclasse de la notion d'alignement noyau-cible.
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3.2.3 Alignement de noyaux

L'alignement de noyaux a été introduit dans [59], comme un moyen d'évaluer le degré d'adéquation
d'un noyau à une tâche d'apprentissage donnée, et adapter en conséquence la matrice de Gram a�n d'aug-
menter cette adéquation. Il s'agit donc fondamentalement d'une méthode conçue pour la transduction
(voir en particulier le chapitre 8 de [229] ou [131]), dans la mesure où elle ne fournit pas d'expression
analytique pour le noyau résultant.

Définition 26 (Alignement de noyaux [59]) Soient κ et κ′ deux fonctions noyau mesurables dé-
�nies sur T × T où T est supposé être un espace probabilisé muni d'une mesure de probabilité PT .
L'alignement entre κ et κ′, A(κ, κ′), est dé�ni comme suit :

A(κ, κ′) =
〈κ, κ′〉
‖κ‖‖κ′‖

=

∫
T 2 κ(t, t′)κ′(t, t′)dPT (t)dPT (t′)√∫

T 2 κ(t, t′)2dPT (t)dPT (t′)
√∫

T 2 κ′(t, t′)2dPT (t)dPT (t′)
.

Définition 27 (Alignement empirique de noyaux [59]) T , κ et κ′ étant dé�nis comme dans la
dé�nition 26, soit Tn = (Ti)1≤i≤n un n-échantillon de variables aléatoires indépendantes distribuées
suivant PT . L'alignement de κ et κ′ par rapport à Tn est la quantité :

ÂT n(G,G′) =
〈G,G′〉F

‖G‖F ‖G′‖F
(3.2)

où G et G′ sont les matrices de Gram associées respectivement à κ et κ′, calculées sur Tn, et 〈., .〉F repré-
sente le produit scalaire de Frobenius entre matrices, si bien que 〈G,G′〉F =

∑n
i=1

∑n
j=1 κ (Ti, Tj)κ′ (Ti, Tj).

‖.‖F représente la norme correspondante.

L'alignement de noyaux est donc un cosinus, et comme tel fournit une mesure de la similarité de ses
arguments. Si κ est un noyau bien adapté au problème considéré et que κ′ est bien aligné avec κ,
alors κ′ est également un bon noyau pour le même problème. En pratique, l'alignement n'étant pas
calculable, puisque la distribution sous-jacente PT est inconnue, il est estimé empiriquement au moyen
de la formule 3.2. Cristianini et ses co-auteurs ont étudié les propriétés de concentration de la variable
aléatoire ÂT n(G,G′) autour de son espérance A(κ, κ′).

3.2.4 Alignement noyau-cible multiclasse : application au paramétrage d'un
noyau

Considérons une famille de noyaux κθ de paramètre formel θ appartenant à l'ensemble Θ. L'alignement
de noyaux étant dé�ni, notre stratégie pour l'appliquer à la détermination partielle ou entière de θ peut
être résumée de la manière suivante :

1. Choisir un noyau théoriquement idéal κt, que nous appellerons dans la suite le noyau cible, idéal
au sens où il conduit à un classement parfait. En pratique, la matrice de Gram de κt doit pouvoir
être calculée.

2. Etant donné un ensemble d'apprentissage zm = ((xi, yi))1≤i≤m, choisir θ∗ en application du critère
suivant :

θ∗ = argmax
θ∈Θ

Âzm(Gθ, Gt),

où Gθ est la matrice de Gram associée au couple (κθ, z
m), Gt étant la matrice de Gram associée au

couple (κt, z
m).

La conjecture qui est faite est que le noyau κθ∗ ainsi choisi se comportera bien sur le problème considéré,
pourvu que la famille {κθ : θ ∈ Θ} soit appropriée. Dans le cas biclasse (pour lequel Y = {−1, 1}), le
noyau idéal se dé�nit de la manière suivante : κt(x,x′) = yy′. L'extension multiclasse proposée par Régis
Vert reprend le raisonnement géométrique sous-jacent, en utilisant pour représentants des catégories les
sommets du simplexe décrit dans la section 2.4.1.3. On obtient ainsi dans le cas de Q catégories :{

si y = y′, κt(x,x′) = 1
si y 6= y′, κt(x,x′) = − 1

Q−1

.
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Notons que sous certaines hypothèses de régularité sur κθ, Âzm(Gθ, Gt) est di�érentiable par rapport à
θ, et peut donc être optimisé en utilisant des techniques classiques, telles que les descentes en gradient
évoquées dans la section 2.6.

3.2.5 Prise en compte d'informations évolutives dans un noyau de convolu-
tion

Dans ce qui suit, nous adoptons la terminologie de [244], qui nomme noyau de convolution tout noyau
véri�ant κ(t, t′) = κ(t − t′, 0). L'objectif est de prendre en compte pour ces noyaux deux des facteurs
reconnus comme importants pour prédire la structure secondaire : la nature des substitutions entre deux
segments et l'in�uence relative des acides aminés impliqués en fonction de leur position dans la fenêtre
d'analyse.

3.2.5.1 Produits scalaires entre acides aminés

Dans la section 3.2.1, nous avons souligné le fait que le traitement standard des données de séquences
en prédiction de la structure secondaire utilise un codage orthonormal des acides aminés. Cependant, il
est connu que cette solution n'est pas satisfaisante. De fait, les biologistes ont produit un grand nombre
de matrices de similarité (on parle également de matrices de substitution) pour les acides aminés, qui
di�èrent toutes signi�cativement de la matrice identité. C'est en particulier le cas des matrices "percent
accepted mutations" (PAM) [62] et "blocks substitution matrix" (BLOSUM) [109]. Le problème soulevé
par leur utilisation dans un noyau découle du fait qu'elles ne sont pas symétriques dé�nies positives, et ne
sont donc pas associées à un produit scalaire. Di�érentes solutions peuvent être envisagées pour surmonter
cette di�culté. Les matrices étant symétriques, un moyen simple de les approximer par une matrice de
Gram consiste à les diagonaliser et à annuler toutes les valeurs propres négatives. Une autre possibilité
consiste à rechercher leur projection sur l'espace des matrices symétriques dé�nies positives, l'opérateur
correspondant étant associé à une norme matricielle, par exemple la norme de Frobenius déjà évoquée
dans ce chapitre. Même s'il se peut que l'on ne dispose pas de l'expression analytique de l'opérateur de
projection (le problème à résoudre n'est pas convexe), des estimations satisfaisantes peuvent être obtenues
pas une simple descente en gradient [66]. Cette descente est alors réalisée par rapport aux composantes de
la suite (aj)1≤j≤22 des vecteurs de R22 représentant les di�érents acides aminés, un contenu indéterminé
ou une position vide.

Ce changement de produit scalaire entre acides aminés, qu'il soit issu ou non d'un changement explicite
de leur codage, s'étend directement au cas où l'on utilise des alignements multiples. Dans ce cas, le pro�l
présenté en entrée d'un classi�eur neuronal (voir par exemple [184, 119, 177]) est simplement obtenu en
calculant, pour chaque position de la fenêtre, une moyenne pondérée des vecteurs codant les acides aminés
présents à la position correspondante de l'alignement. Le poids associé à un acide aminé particulier est
sa fréquence d'occurence dans la position. Notons θij la fréquence d'apparition de l'acide aminé d'indice
j (de codage aj) dans la position de l'alignement correspondant à la position d'indice i de la fenêtre
glissante. Alors la fenêtre peut être représentée par le vecteur x̃ = (x̃i)−n≤i≤n tel que x̃i =

∑22
j=1 θijaj .

En conséquence, dans le calcul du noyau, le produit scalaire 〈xi, x
′
i〉 est simplement remplacé par :

〈x̃i, x̃
′
i〉 = 〈

22∑
j=1

θijaj ,

22∑
k=1

θ′ikak〉 =
22∑

j=1

22∑
k=1

θijθ
′
ik〈aj , ak〉.

On tire ici pro�t de la linéarité du produit scalaire. Naturellement, comme dans le cas du "kernel trick",
l'écriture 〈aj , ak〉 n'implique pas que l'on dispose de l'expression explicite de (aj)1≤j≤22.

3.2.5.2 In�uence de la position dans la fenêtre

Nous avons vu que l'utilisation d'une fenêtre glissante était la norme en prédiction de la structure
secondaire des protéines. De nombreuses études ont porté sur le choix de sa taille ou l'exploitation de
son contenu. De bonnes illustrations sont fournies par [178, 249, 184]. En bref, une fenêtre trop petite
ne contiendra pas assez d'information sur la conformation locale, tandis qu'une fenêtre trop grande
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incorporera des données qui risquent de se comporter comme du bruit. Un moyen de surmonter cette
di�culté consiste à choisir a priori une valeur élevée pour la taille de la fenêtre et à associer à chaque
position un poids (indépendant de la nature de l'acide aminé), de manière à moduler son in�uence sur les
calculs ultérieurs. La procédure peut être appliquée soit dans le cadre d'une prédiction directe des trois
catégories, soit dans le cadre d'une décomposition un contre tous. Dans le second cas, il est instructif
de comparer les pondérations obtenues pour les di�érents états conformationnels. Ceci avait déjà été
réalisé avec succès par di�érentes équipes [88, 91]. Un point important est que ces études, bien qu'elles
aient été fondées sur des approches très di�érentes, ont produit des distributions des poids très similaires.
Ceci suggère qu'elles ont permis de mettre en évidence une propriété intrinsèque du problème considéré.
Nous avons donc décidé d'incorporer une telle pondération dans notre noyau, les valeurs des poids étant
obtenues au moyen de l'alignement noyau-cible multiclasse.

Les deux paramétrisations, la modi�cation du "produit scalaire entre acides aminés" et la pondération
des positions de la fenêtres d'analyse, peuvent être appliquées à tout type de noyau de convolution. Dans
un but de simpli�cation, leur utilisation est illustrée ici dans le cas d'un noyau gaussien utilisant des
alignements multiples :

kθ,D(x̃, x̃′) = exp

(
−
∑n

i=−n θ
2
i

(
‖x̃i‖2 + ‖x̃′i‖2 − 2〈x̃i, x̃

′
i〉
)

2σ2

)
(3.3)

où θ = (θi)−n≤i≤n est le vecteur des poids et D ∈M22,22(R) la matrice des produits scalaires.
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noyau

Nous avons souligné dans l'état de l'art que les meilleures méthodes de prédiction sont des systèmes très
complexes, souvent constitués de centaines de modules. Les expériences relatées ci-dessous ont pour seule
ambition d'établir qu'une M-SVM munie du noyau décrit dans la section précédente est signi�cativement
plus performante pour cette tâche que l'unité de base de nombre de méthodes de prédiction, le PMC.

3.3.1 Protocole expérimental

Pour évaluer notre classi�eur, nous avons utilisé l'ensemble de 1096 protéines introduit dans [99]
sous le nom P1096. Cet ensemble a été constitué de manière à satisfaire les exigences les plus fortes
en termes de taux d'identité (voir [189] pour les détails). L'assignation de la structure secondaire a été
e�ectuée au moyen du programme DSSP. La procédure utilisée pour réaliser le regroupement des huit
états conformationnels initiaux dans les trois catégories de base est celle de CASP : H+G → H (hélice
α), E+B→ E (brin β), tous les autres états étant associés à la catégorie C (structure apériodique). Cette
façon de procéder est connue comme étant celle conduisant au problème de prédiction le plus di�cile
[60]. En�n, les alignements multiples, construits à partir des séquences identi�ées par PSI-BLAST, ont
été produits suivant le protocole décrit dans [177].

En présentant le problème de la prédiction de la structure secondaire, nous avons expliqué que le
but premier du biologiste est de connaître la structure tridimensionnelle des protéines, a�n de tenter
d'inférer leur fonction. De ce fait, celui-ci souhaite principalement être en mesure d'identi�er l'ensemble
des éléments structuraux, avec leur ordre d'apparition sur la séquence. Un petit décalage entre les posi-
tions réelles et prédites des structures peut être toléré, mais la prédiction doit demeurer biologiquement
plausible : aucune hélice ne doit être constituée de moins de quatre résidus (un tour d'hélice correspond
à 3,6 résidus), deux structures périodiques ne peuvent pas être consécutives. . . Par suite, le seul taux de
reconnaissance par résidu, noté Q3 dans la littérature, n'est pas su�sant pour caractériser la qualité de la
prédiction. De nombreuses mesures de qualité ont été introduites a�n de rendre l'évaluation plus �ne. Le
lecteur intéressé trouvera dans [17] un exposé de synthèse sur la question. Dans ce qui suit, nous utilisons
trois des mesures de qualité les plus usuelles : Q3, les coe�cients de correlation de Pearson/Matthews
[154] et les coe�cients Sov déjà évoqués plus haut. Ils fournissent des informations complémentaires.
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Tandis que les coe�cients de Matthews caractérisent la qualité de la prédiction pour un état confor-
mationnel particulier (α/β/coil), ce qui permet, par exemple, de souligner une mauvaise reconnaissance
des feuillets, la valeur des coe�cients Sov donne une idée de la qualité de la prédiction au niveau des
segments, satisfaisant ainsi l'une des principales exigences évoquées au début du paragraphe.

3.3.2 Estimation des paramètres du noyau

La matrice des produits scalaires entre acides aminés a été obtenue à partir de la matrice de similarité
introduite dans [141]. La raison de ce choix tient au fait que cette matrice a été spéci�quement conçue pour
e�ectuer la prédiction de la structure secondaire en s'appuyant sur la similarité de petits peptides, c'est-
à-dire l'homologie de séquence locale (voir aussi [140, 89]). Dans ce contexte, elle s'est avérée supérieure
à la matrice de Dayho�. Parmi les deux options considérées à la section 3.2.5.1 pour engendrer la matrice
de Gram, nous avons retenu celle utilisant la diagonalisation. Cependant, ce choix a en premier lieu été
e�ectué dans un souci de reproductibilité des expériences, dans la mesure où la descente en gradient
fournit des résultats très similaires [66]. Pour cet ensemble de produits scalaires, la valeur du vecteur
de poids θ a été obtenue par application du principe d'alignement noyau-cible multiclasse, au moyen
d'une descente en gradient (voir [232] pour le détail des calculs). La base d'apprentissage utilisée pour
l'estimation de l'ensemble de ces paramètres était constituée des 1180 séquences employées pour entraîner
SSpro1 et SSpro2. Cet ensemble, décrit dans [18, 177], est nommé dans la suite P1180. Ce choix était
possible dans la mesure où aucune séquence de cette base ne présente avec une séquence de la base P1096
un taux d'identité supérieur à 25% (voir aussi [99]). En fait, la base P1096 a été assemblée en prenant en
compte cette contrainte. La �gure 3.2 illustre les valeurs obtenues pour les coe�cients θi. Cette courbe
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Fig. 3.2 � Vecteur θ du noyau dé�ni par l'équation 3.3 optimisé par alignement noyau-cible multiclasse.

est très similaire à celles évoquées dans la section 3.2.5.2. L'une de leurs caractéristiques communes est
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séquence alignement - pro�l alignement - sortie
PMC M-SVM PMC M-SVM PMC M-SVM

Q3 61.6 62.0 72.0 72.3 68.9 69.6
Cα 0.46 0.47 0.63 0.64 0.55 0.59
Cβ 0.33 0.35 0.53 0.54 0.42 0.48
Cc 0.38 0.38 0.53 0.54 0.47 0.46
Sov 53.9 54.2 65.1 65.3 64.0 64.8
Sovα 57.8 57.9 66.5 66.7 64.4 65.0
Sovβ 44.7 46.1 61.5 62.3 58.4 61.6
Sovc 57.3 57.3 66.7 66.8 64.2 66.1

Tab. 3.1 � Performances relatives d'un PMC et d'une M-SVM de Weston et Watkins mesurées sur la
base P1096. La colonne "alignement - pro�l" correspond à l'utilisation d'un pro�l d'alignement, la colonne
"alignement - sortie" correspondant à la combinaison, en sortie du classi�eur, des prédictions associées à
chacune des séquences d'un alignement.

leur asymétrie marquée en faveur du contexte droit (du côté de l'extrémité C terminale de la séquence).
Ce phénomène n'a pas trouvé à ce jour d'explication biologique.

3.3.3 Expériences e�ectuées et résultats obtenus

Cette section décrit le protocole et les résultats de trois expériences inspirées respectivement par les
travaux de référence de Qian et Sejnowski, Rost et Sander et Riis et Krogh (voir l'état de l'art). La
M-SVM utilisée est celle de Weston et Watkins (voir la section 2.4.1.1). La première expérience compare
la M-SVM à un PMC dans le cas où le vecteur de prédicteurs x correspond simplement au contenu d'une
fenêtre d'analyse de taille 13 glissant sur la structure primaire. La seconde remplace la structure primaire
par le pro�l d'un alignement multiple produit à partir du résultat de PSI-BLAST. En�n, la troisième
consiste à prédire séparément la structure des séquences d'un alignement multiple, et à combiner ensuite
les prédictions obtenues au moyen d'une moyenne pondérée [226]. La pondération est celle proposée dans
[110]. Dans les trois cas, nous avons utilisé la même procédure expérimentale, une validation croisée à cinq
pas. Le PMC possédait une couche cachée de huit unités munies d'une sigmoïde, la fonction d'activation
des unités de sortie étant la fonction softmax. La paramétrisation de la M-SVM est demeurée inchangée
d'une expérience à l'autre, la constante de marge douce C étant �xée à 10.0 et la largeur de bande du
noyau gaussien prenant la valeur σ2 = 10.0. Les résultats obtenus sont résumés dans le tableau 3.1.

Dans chacune des con�gurations, l'accroissement du taux de reconnaissance résultant de l'utilisation
d'une M-SVM est statistiquement signi�catif avec une con�ance dépassant 0.95. La taille de la base (les
1096 protéines sont constituées de 255551 résidus) compense la faiblesse apparente de cet accroissement.
Cependant, l'observation la plus encourageante est que toutes les mesures de qualité béné�cient de ce
changement. Ceci est particulièrement net pour les brins β, qui sont habituellement les plus di�ciles à
prédire, puisqu'ils peuvent être impliqués dans des éléments structuraux non locaux : les feuillets β (voir
la �gure 3.1). Dans [114], les auteurs ont remarqué que les meilleurs indicateurs de la supériorité des SVM
sur les PMC en prédiction de la structure secondaire étaient les coe�cients Sov. Même si nous n'avons
pas été en mesure de reproduire leurs expériences en obtenant des résultats similaires (nous avons observé
des coe�cients Sov plus faibles), la même conclusion peut être tirée ici.

Le nombre de variables duales de la M-SVM de Weston et Watkins étant égal à (Q−1)m, une idée de
la complexité de la fonction calculée est fournie par le nombre d'exemples d'apprentissage pour lesquels au
moins une variable duale appartient à l'intervalle ouvert ]0, C[ (exemples situés sur l'une des C2

Q marges).
Dans nos expériences (quinze apprentissages de la M-SVM), le pourcentage des points de ce type varie
entre 25% et 30%.
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3.4 Discussion et perspectives de recherche

Dans ce chapitre, nous avons donné une illustration du potentiel que peut représenter pour le domaine
du traitement de séquences biologiques l'utilisation de M-SVM munies de noyaux dédiés. Cette étude ini-
tiale a déjà été complétée par une seconde, mettant en ÷uvre la même architecture sur un autre problème
de biologie structurale prédictive : la prédiction des peptides d'ancrage à l'interface membranaire [190].
Il convient de souligner que pour cette dernière étude, les meilleures performances ont été obtenues avec
une matrice de substitution di�érente, ce qui souligne l'importance du choix de cette matrice.

Naturellement, de nombreuses améliorations peuvent être apportées aux modèles décrits dans la sec-
tion 3.3.3. La plus simple consiste à reprendre l'architecture en cascade de Qian et Sejnowski, en post-
traitant les sorties de la M-SVM au moyen d'un module de prédiction "structure-structure". L'incorpora-
tion de prédicteurs supplémentaires fournissant des informations de nature physico-chimique constitue un
autre moyen sûr d'obtenir une amélioration signi�cative des peformances. Nos travaux en combinaison de
modèles [96, 99] nous incitent également à combiner des M-SVM paramétrées de manières di�érentes, ou à
combiner des M-SVM avec d'autres modèles, par exemples les réseaux de neurones récurrents (BRNN) de
la méthode de prédiction SSpro2. En�n, la question du choix d'un autre noyau est évoquée au chapitre 4.

Reprenant l'idée déjà développée dans [93], nous travaillons actuellement au post-traitement des pré-
dictions par un module de programmation dynamique inspiré du modèle de HMM inhomogène (IHMM)
introduit dans [179]. Ceci nécessite de calculer des estimations des probabilités a posteriori des classes
à partir des scores produits par la M-SVM. Pour ce faire, étendant au cas multiclasse l'idée de Platt
[174] décrite dans la section 2.3.2, nous utilisons des exponentielles normalisées. L'objectif de cette étude
est d'obtenir des éléments structuraux prédits dont les longueurs soient plus proches des longueurs des
éléments structuraux réels. A l'évidence, les mesures de qualité qui nous permettront d'évaluer le succès
de ce modèle hybride sont en premier lieu les coe�cients Sov.



Chapitre 4

Programme scienti�que

Les deux chapitres précédents ont fourni un exposé synthétique de nos travaux sur les SVM multi-
classes. Ceux-ci ont principalement porté sur la conception, la mise en ÷uvre et l'étude des performances
en généralisation de ces machines. Ils ont trouvé une application privilégiée : la prédiction de la structure
secondaire des protéines. Dans les deux cas, nous avons dégagé des perspectives précises, à mettre en
÷uvre à court ou moyen terme. Le présent chapitre a pour objet nos autres perspectives de recherche,
souvent à plus long terme, qui s'inscrivent dans le cadre plus large du projet scienti�que de l'équipe
ABC. Ceci appelle naturellement une structure constituée de deux sections principales, l'une dédiée aux
contributions de portée générale en apprentissage, l'autre aux contributions relevant de la biologie com-
putationnelle.

4.1 Apprentissage automatique

4.1.1 Bornes sur les performances en généralisation des systèmes discrimi-
nants multiclasses

La section 2.5.1.3 a exposé le cheminement permettant, lorsque le modèle considéré est une M-SVM,
de réduire le calcul d'une borne sur le nombre de couverture apparaissant dans le terme de contrôle du
théorème 1 à celui d'une borne sur les nombres d'entropie de l'opérateur d'évaluation correspondant.
Ce cheminement s'appuie, si l'espace de représentation est de dimension in�nie, sur l'application du
théorème de Maurey-Carl. Après la publication de notre article sur la sélection de modèle [98], nous
avons poursuivi l'exploration de cette idée, dont l'exploitation pratique nécessite la détermination de la
valeur de la constante universelle c apparaissant dans la formule (2.18). Autant le cas où l'opérateur
S appartient à L (`n1 ,H) est aisé à traiter, autant le résultat dual pose de très grandes di�cultés. Le
nombre de tentatives infructueuses e�ectuées par Williamson et ses co-auteurs est de ce point de vue
éloquent. De février à juillet 2008, l'équipe accueillera Myriam Bertrand, dans le cadre d'un CRCT. Nous
pro�terons de ce renfort pour relancer cette étude, en nous appuyant sur des références bibliographiques
déjà identi�ées, portant sur la théorie des opérateurs [118, 199, 48], et les variables aléatoires à valeurs
dans des espaces de Banach [134].

La thèse d'Olivier Bousquet [42] a connu un fort retentissement dans la communauté apprentissage,
en mettant en lumière les béné�ces que celle-ci peut tirer des récents développements dans le domaine des
inégalités de concentration [147, 40], de la théorie des processus empiriques [225] et plus particulièrement
de l'utilisation des moyennes de Rademacher. Nous souhaitons continuer à étendre ces recherches au cas
multiclasse. De manière générale, le travail de synthèse sur la théorie de la discrimination exposé dans [39]
demeurera pour nous une source d'inspiration privilégiée dans l'optique d'une extension au cas multiclasse
des travaux de pointe sur les bornes, standard ou relevant de l'apprentissage PAC-bayésien [156, 132, 6].

75
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4.1.2 Théorie et pratique des machines à noyau

En dehors des SVM, la famille des machines à noyau comprend plusieurs systèmes discriminants calcu-
lant des dichotomies, parmi lesquels certains se distinguent par leurs propriétés statistiques ou leurs per-
formances expérimentales, comme les machines à point bayésien [111] et la "Kernel Projection Machine"
(KPM) [34]. Nous souhaitons étendre ces machines (borne sur le risque et algorithme d'apprentissage)
au cas multiclasse. L'extension de la KPM devrait en particulier faire l'objet d'une collaboration avec
Laurent Zwald.

Ces travaux généralistes (indépendants de toute application particulière) seront complétés par la
conception et la mise en ÷uvre de noyaux dédiés aux séquences. Pour ce faire, nous nous appuierons
de manière privilégiée sur les références suivantes : [138, 139, 54]. Une collaboration prévue avec Gérard
Biau en apprentissage des données fonctionnelles [32] devrait nous permettre d'aborder le traitement de
séquences autres que biologiques.

4.1.3 Apprentissage non supervisé

La présence dans l'équipe de Fabienne Thomarat, spécialiste de phylogénie moléculaire, nous incite
à travailler à la conception et l'amélioration de méthodes phylogénétiques [79]. Nos recherches se déve-
lopperont prioritairement suivant deux axes. D'une part, nous étudierons la robustesse des méthodes de
classi�cation aux données lacunaires et bruitées [242, 172]. D'autre part, nous développerons des mé-
thodes de classi�cation fondées sur l'emploi d'un noyau reproduisant et adaptées aux grandes masses de
données [216].

4.2 Biologie computationnelle

En biologie computationnelle, nous souhaitons continuer à travailler principalement sur des problèmes
de traitement de séquences. Cette thématique de la reconnaissance des formes, encore largement ouverte,
est celle où notre expertise se trouve être la plus grande, et pour laquelle nous cherchons de manière
privilégiée à développer des solutions à la fois génériques et opérationnelles (aboutissant à la mise en ligne
de logiciels librement utilisables par la communauté). La majorité des problèmes auxquels s'intéressent
les équipes de biologistes et bioinformaticiens avec lesquelles nos liens, établis de longue date, sont les
plus forts, relève de ce domaine.

4.2.1 Ingénierie du noyau

Les travaux que nous e�ectuerons sur ce thème sont très liés à ceux évoqués dans les sections 4.1.2 et
4.1.3. Un axe que nous privilégierons pour le traitement des séquences biologiques est celui des noyaux
fondés sur des HMM [115, 239, 107]. En comparaison des autres types de "string kernels" (voir par
exemple [146, 198]), ceux-ci apparaissent, au moins en principe, mieux adaptés à la prise en compte des
phénomènes de l'évolution biologique que sont les substitutions ainsi que les insertions/délétions. Leur
utilisation soulève cependant des problèmes techniques importants (faiblesse du lien existant entre qualité
de la modélisation et pouvoir discriminant, mauvais conditionnement de la matrice de Gram...), que nous
nous attacherons à résoudre.

4.2.2 Développement d'architectures hybrides, intégrant systèmes discrimi-
nants et génératifs

Nos recherches dans ce domaine s'appuieront essentiellement sur la poursuite du développement de
la méthode de prédiction de la structure secondaire des protéines globulaires décrite au chapitre 3. A
la �n des années 90, nous avons introduit en prédiction de la structure secondaire l'idée d'e�ectuer un
post-traitement des sorties de SVM au moyen de HMM [92]. Cette idée, inspirée par les célèbres travaux
en parole associant réseaux de neurones et HMM (voir en particulier [163]) a récemment prouvé son utilité
dans d'autres domaines de la reconnaissance des formes, dont à nouveau le traitement automatique de la
parole [208]. Nous entendons continuer à la développer, en intégrant les contributions qu'e�ectuera Julien
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Vannesson jusqu'à la �n de son contrat d'ingénieur, en novembre 2007, et celles d'Emmanuel Didiot, qui
a rejoint le projet dans le cadre de l'emploi d'ATER qu'il occupe depuis septembre. Cette étude, conçue
comme une suite des travaux exposés dans [97], fera également l'objet d'une collaboration avec Alain
Lifchitz et Régis Vert. Notre principal objectif, dans la continuité des travaux du projet GENOTO3D,
sera de prendre en compte les "dépendances à long terme", c'est-à-dire les interactions entre éléments
distants dans la séquence mais proches dans la structure. Nos travaux en prédiction de la structure
secondaire s'e�ectueront principalement dans le cadre de collaborations avec Nadir Mrabet et Gianluca
Pollastri. Ils ne constitueront pas notre seule contribution à la biologie structurale prédictive, puisque nous
avons également prévu de poursuivre la collaboration avec Nicolas Sapay et Gilbert Deléage portant sur la
prédiction des ancrages membranaires interfaciaux dans les protéines membranaires monotopiques [190].
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